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Nome: Alexandre Costa Ferro Filho

Especialidade: Codecs Neurais de Audio

Objetivo deste documento

Durante o processo da disciplina Residéncia em IA', foram gerados diversos
resultados na construcdo da minha especializagdo. A cada semana, um conjunto de
resultados foi formalizado por um Termo de Aceite de Entrega e avaliado por uma banca,
considerando o planejado e o realizado para o periodo. Este documento tem como objetivo
descrever esses resultados obtidos, fazendo referéncia aos Termos de Aceite de Entrega e

seus documentos associados.

Minha Jornada

Minha jornada comegou na Semana 1 com atividades para definir a area de
conhecimento da minha especializagdo. A escolha por atuar em processamento de audio e
voz foi motivada pela afinidade com o tema e pela perspectiva de explorar diversas subareas
dentro deste campo. A formac&o obtida na disciplina de Processamento de Audio e Voz do
Bacharelado, assim como minha participagcao no nucleo de robética Pequi Mecanico da UFG
2 foram fundamentais para minha decisdo. Este ultimo me proporcionou um contato mais
pratico com diferentes partes da Inteligéncia Artificial, ampliando minha visao sobre o tema.
Para dar inicio a minha especializagéo, realizei um estudo abrangente, revisando conceitos
fundamentais e explorando referéncias teédricas importantes. Um material de destaque foi
uma revisdo que contextualizava a area de forma geral®’, abordando desde algoritmos e
técnicas mais antigas até métodos mais recentes, além de explicar as diferentes tarefas que

podem ser exploradas no campo do processamento de audio e voz. Complementando, a

' Dez semanas, entre setembro de 2024 e dezembro de 2024.
2 Nucleo de robotica com foco em competigdes e desenvolvimento de solugdes praticas.
3 "A Review of Deep Learning Techniques for Speech Processing."
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playlist do canal de Valerio Velardo* também foi essencial para consolidar conceitos basicos
e estabelecer uma base sdlida para o desenvolvimento da pesquisa. Mais detalhes sobre as

referéncias utilizadas podem ser encontrados no Apéndice 1.

A partir da definicdo da area, foi possivel, na Semana 2, realizar um levantamento
geral dos modelos autorregressivos utilizados recentemente no campo do processamento de
audio e voz, com o objetivo de mapear o desenvolvimento da area como um todo, além de
pesquisar as tarefas mais relevantes e interessantes que poderiam ser abordadas na
pesquisa. Na Semana 3, dei continuidade ao levantamento bibliografico, desta vez com foco
nos modelos da area de transcricao da fala, além de delimitar o escopo do estudo para as
novas abordagens aplicadas na geracao de sintese de voz. Ja na Semana 4, completei meu
estudo abrangente explorando técnicas utilizadas em areas como biometria, classificagdo e
deteccao de atividade vocal (VAD), e iniciei os estudos sobre as formas mais recentes de
representacdo de audio. Foi nessa etapa que fui introduzido aos codecs neurais de audio,
observando seu impacto significativo em aplicagdbes como zero-shot TTS e SpeechLMs.
Todo o material revisado e as observagdes feitas durante essas semanas foram organizados
para consulta detalhada no Apéndice 2, auxiliando na continuidade e estruturacdo da

pesquisa.

As Semanas 5 e 6 foram periodos cruciais na Minha Jornada, marcados por um
aprofundamento significativo nos estudos sobre codecs neurais de audio e tokenizadores de
fala. Na Semana 5, concentrei-me em entender as diferentes formas de representacéo e
avaliar as vantagens e aplicagbes de cada abordagem. Os codecs neurais, utilizados como
tokens acusticos, destacaram-se por seu potencial promissor, motivando um estudo
aprofundado nesse campo. Para embasar essa analise, realizei uma leitura detalhada de um
artigo da area®, que forneceu uma visdo abrangente sobre o estado atual, as aplicagdes, os
potenciais e as limitacdes desses algoritmos. Paralelamente, iniciei a documentagao dos
principais frameworks de deep learning para audio, com foco em identificar cenarios ideais

para sua aplicacdo e em como estruturar suas fungdes de maneira eficiente. Ja na Semana

4 Canal no YouTube especializado em processamento de audio e voz.
5 “Low Frame-rate Speech Codec: a Codec Designed for Fast High-quality Speech LLM
Training and Inference”
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6, aprofundei ainda mais esses estudos, com destaque para os codecs neurais pioneiros,
como SoundStream e EnCodec. Revisei suas arquiteturas, técnicas de treinamento e
contribuicbes para o campo, enquanto documentava as observagdes mais relevantes. Para
consolidar o aprendizado, elaborei uma apresentacdo detalhada sobre tokenizadores de
fala, abordando tanto os fundamentos teéricos quanto exemplos praticos, com énfase nos
codecs neurais. Além disso, realizei testes iniciais com frameworks aplicados aos codecs,
explorando como suas implementagoes refletem a teoria estudada e avaliando os processos
de treinamento e inferéncia. Todo o material levantado, incluindo as anotacbes sobre os
frameworks e os resultados dos testes, foi organizado no Apéndice 3 e oferece uma visédo

estruturada e pratica que servira como referéncia para etapas futuras da pesquisa.

Dando continuidade, as Semanas 7 e 8 marcaram uma nova etapa no
desenvolvimento da pesquisa, com foco na definicdo de possiveis aplicacbes praticas a
serem exploradas. Na Semana 7, comecei a identificar abordagens que poderiam ser
trabalhadas, considerando diferentes niveis de complexidade e demandas de tempo. Trés
possibilidades foram analisadas: refinamento de modelos de sintese de fala, otimizagdo no
transporte de dados comprimidos e seus beneficios e uso de representagdes comprimidas
para classificacdo de audio. Apds breve levantamento, o Low Frame-rate Speech Codec
destacou-se como a opcado mais promissora, sendo priorizado nos testes praticos
subsequentes. Dessa forma, na Semana 8, iniciei os testes praticos, priorizando as
abordagens de transmissao de dados comprimidos e classificagdo, consideradas mais
viaveis dentro do periodo restante da residéncia. Os testes relacionados a transmissao de
dados comprimidos visaram avaliar o potencial ganho de desempenho e a viabilidade de
aplicagdo em cenarios de audio em streaming, enquanto os testes de classificagdo focaram
no desenvolvimento inicial de um cédigo para treinar classificadores de Deepfake a partir de
audio. Embora os testes iniciais com os classificadores ndo tenham apresentado bons
resultados, ambos os experimentos foram documentados no Apéndice 4 e serviram de base

para a construgao dos codigos mais elaborados.

Na Semana 9, embora esperasse alcangar avangos significativos no desenvolvimento
dos classificadores de Deepfake em audio, encontrei diversas dificuldades que impediram o

progresso. Entre os desafios estavam a baixa qualidade e o desbalanceamento dos datasets
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iniciais, limitagdes na arquitetura dos classificadores que ainda precisavam ser ajustadas e a
utilizacdo de um tokenizador com desempenho inferior nos testes preliminares. Por conta
disso, o foco principal dessa semana voltou-se para o desenvolvimento da aplicagcao de
transmissdo de fluxo de dados comprimidos em streaming. Nessa aplicacdo, fluxos
capturados por microfone eram coletados em blocos de dados, comprimidos, enviados para
um servidor e descomprimidos. Para testar o ganho pratico do pipeline, foram simuladas
condicbes de redes adversas, como baixa largura de banda e inconsisténcia. O estudo
completo, incluindo os resultados e a aplicacdo desenvolvida, foi documentado no Apéndice
5, juntamente com o codigo disponivel no GitHub®. Na Semana 10, a abordagem dos
classificadores foi intensificada. Realizei testes com diversas arquiteturas neurais, incluindo
modelos neurais simples de classificacdo e arquiteturas mais complexas, como BERT.
Paralelamente, elaborei datasets mais robustos e balanceados para treino, validacdo e
teste, além de testar tokenizadores mais promissores para a tarefa. Apos varios ajustes, o
melhor modelo treinado, uma MLP, alcangou 96% de acuracia com datasets da mesma
origem dos dados de treino e 90% com um dataset externo, demonstrando resultados
satisfatorios. Além disso, foi conduzido um teste de degradacdo dos audios reconstruidos
pelos codecs, avaliando o impacto de sua utilizacdo em tarefas relacionadas ao aprendizado
de maquina. Por fim, revisitei a area de sintese de voz e implementei um fine-tuning simples
de um modelo zero-shot TTS (XTTS) para adaptacdo a um locutor especifico. Essa
abordagem resultou em uma sintese de alta qualidade, indicando uma aplicagdo promissora

dentro do contexto e tempo da Residéncia.

Em funcdo de tudo que vivi nesta Jornada, gostaria de deixar registrado que o
processo vivenciado foi fundamental para minha especializagdo em codecs neurais de
audio, uma area pela qual desenvolvi grande afinidade e interesse. A oportunidade de
explorar subareas promissoras, realizar pesquisas aprofundadas e desenvolver solugcdes
inovadoras foi extremamente enriquecedora. Agradeg¢o por essa Jornada que nao sé
ampliou meu conhecimento tedrico, mas também aprimorou minhas habilidades praticas em

desenvolvimento de codigos e técnicas especificas da area. Esse periodo foi crucial para

® https://github.com/alexandreacff/Audio_Codecs_Streaming.git
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meu crescimento académico e profissional, proporcionando uma base soélida para futuras

pesquisas e aplicagdes no campo da Inteligéncia Artificial e processamento de audio.
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APENDICE 1
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Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo formalizar o aceite

da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“gate”) de aprovagao: 18 de set. de 2024

Participantes da Entrega [matriculados em Residéncia em IA]:

Alexandre Costa Ferro Filho

Entrega: [descrever a ENTREGA: requisitos e produtos gerados: links para textos, cédigos, videos etc.]

As atividades desta semana foram divididas entre estudos tedricos e andlises técnicas, focados na area de
interesse previamente definida, Processamento de audio e voz:

e Estudo Histérico: Realizada uma revisdo sobre a evolugdo do processamento de audio e voz,
com énfase nos principais marcos e avangos tecnoldgicos.
o A short history of speech recognition
o State of audio processing

e Conteudo Didatico: Visualizagido de videos introdutérios e tedricos, abordando fundamentos de
processamento de sinal de audio aplicado a machine learning.
o Parte da playlist do canal do Valério Velardo.

e Levantamento Técnico/Histdrico: Pesquisa e levantamento das principais técnicas de deep
learning empregadas no processamento de audio e voz, destacando as metodologias mais
utilizadas.

o Leitura parcial do artigo A Review of Deep Learning Techniques for Speech Processing.
o Resumo do artigo lido:
B Resumo_A_Review_of Deep_Learning_Techniques_for_Speech

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]

Para préxima entrega planejo:

e Finalizar estudos dos fundamentos de processamento de sinal de audio aplicado a machine
learning.
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e Fazer levantamento bibliograficos dos modelos autorregressivos para speech e suas limitagoes.
e Buscar ideias de pesquisas que podem ser desenvolvidas com outros da area.

Observacgao: [caso precise fazer alguma observagao, de qualquer “natureza”]

ACEITE DA ENTREGA:

CEDRIC LUIZ DE CARVALHO: (1D

Instituto de Informatica (INF) - UFG
Alameda Palmeiras, Quadra D, Campus Samambaia
Fone: (62) 3521-1181 / Fax: (62) 3521-1182



MINISTERIO DA EDUCAGAO @ ‘ UFG
UNIVERSIDADE FEDERAL DE GOIAS ‘ ‘ UNIVERSIDADE
INSTITUTO DE INFORMATICA “ FEDERAL DE GOIAS

Resumo do Artigo -
A Review of Deep Learning Techniques
for Speech Processing

Introducao ao Processamento de Fala:

O artigo discute a evolugao do processamento de fala, desde os modelos estatisticos
tradicionais, como os Modelos Ocultos de Markov (HMMs), até as técnicas modernas de
deep learning. As tarefas de processamento de fala incluem reconhecimento automatico de
fala (ASR), sintese de fala, reconhecimento de locutor, reconhecimento de emocgdes, entre
outras.

Dentre essas técnicas modernas, o campo de processamento de fala foi revolucionado pelo
uso do deep learning, com redes neurais profundas, convolucionais e recorrentes. Essas
técnicas, que extraem padrdes diretamente dos sinais de audio, trouxeram avangos
notaveis, como maior precisao e robustez em cenarios com ruido ou variagdes de sotaque.
O uso de mecanismos de atengdo e modelos Transformers também contribuiram para
melhorar o desempenho em tarefas de processamento de fala. No entanto, ainda ha
desafios a serem superados, como a necessidade de grandes quantidades de dados
rotulados e a interpretagdo dos modelos.

Contexto:

Antes de abordar as arquiteturas neurais profundas, sdo discutidos termos basicos em
processamento de fala, representacdes de baixo nivel dos sinais de fala e modelos
tradicionais utilizados na area.

1. O processamento de sinais € uma disciplina que estuda quantidades que variam
no espago ou no tempo. Sinais sonoros sao variagdes na pressao do ar, e sinais de
fala sao variagdes de pressao geradas por nds para comunicagao. Transdutores
convertem esses sinais em formas elétricas. A forma de onda de um sinal periddico
determina seu timbre. Para processamento, os sinais de fala séo digitalizados,
transformando em valores numéricos.
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2. As caracteristicas da fala sdo representacbes numéricas utilizadas para analise,
reconhecimento e sintese. Elas se dividem em caracteristicas no dominio do tempo,
como energia, taxa de cruzamento, pitch e LPC, e no dominio da frequéncia, como
mel-espectrograma e MFCCs.

3. Os algoritmos tradicionais utilizam modelos simples para extrair caracteristicas de
sinais de fala, que servem como entrada para modelos de classificagdo ou
regressao. Alguns modelos citados sao: Modelos de Mistura Gaussiana, Maquinas
de Vetores de Suporte, Modelos Ocultos de Markov e Arvores de decisao.

Esses algoritmos tém aplicacbes em reconhecimento de fala, identificagao de
falantes e sintese de fala, mas tém sido superados por redes neurais profundas
devido a sua capacidade avancada.

Arquiteturas de Deep Learning:

e Redes Neurais Recorrentes (RNNs) e suas variantes (como LSTMs e GRUs) foram
as primeiras opcoes para tarefas sequenciais, como reconhecimento de fala.

e Redes Neurais Convolucionais (CNNs) tornaram-se populares para extracéo de
caracteristicas de espectrogramas, contribuindo para tarefas como sintese de fala.

e Transformers e mecanismos de autoaten¢ao sdo agora mais utilizados para lidar
com dependéncias de longo alcance em dados de fala, especialmente em ASR e
TTS.

e Modelos Conformer, que combinam CNNs e transformers, oferecem desempenho
de ultima geracao em tarefas de reconhecimento de fala.

e Modelos de Difusdao Probabilistica estao emergindo para tarefas como
aprimoramento de fala.

Aprendizado de Representacgao de fala:

O artigo aborda métodos de aprendizado supervisionado, nao supervisionado,
semi-supervisionado e auto-supervisionado para extrair representagdes Uteis de sinais de
fala, e mostra evolugao desses tipos de aprendizados.

1. Aprendizado supervisionado: € um processo em que o modelo € treinado com
dados rotulados, ajustando seus parametros para minimizar a diferenca entre as
previsdes e os rotulos verdadeiros. No processamento de fala, redes neurais como
CNNs aprendem a identificar padrées em espectrogramas para reconhecer fonemas
ou palavras, enquanto RNNs podem trabalhar diretamente com sinais de audio
brutos para extrair caracteristicas relevantes.

2. Aprendizado nao supervisionado: é o processamento de fala que busca aprender
representagoes Uteis de audio sem utilizar dados anotados. Normalmente, o modelo
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3.

€ pré-treinado com grandes quantidades de dados disponiveis e, depois, ajustado
para tarefas com poucos dados.

a. Modelos probabilisticos de variaveis latentes (PLVM) permitem aprender
representagdes estruturais ricas, relacionando variaveis observadas e nao
observadas.

b. Modelos como autoencoders variacionais (VAE) sdo usados nesse
contexto para capturar padroes complexos em dados de fala, sem
necessidade de supervisao explicita.

Aprendizado semi-supervisionado: otimiza modelos utilizando tanto dados
rotulados quanto nao rotulados. Ele combina uma perda supervisionada, calculada
sobre os dados rotulados, e uma perda nao supervisionada, que aproveita os dados
nao rotulados para aprender representacdes significativas. Essa abordagem melhora
a generalizagao do modelo, especialmente em cenarios com poucos dados
rotulados.

Aprendizado auto-supervisionado: € uma abordagem de aprendizado de maquina
que permite ao modelo aprender caracteristicas profundas e robustas de dados sem
a necessidade de grandes quantidades de dados rotulados. Em vez de depender de
rétulos fornecidos por humanos, o SSRL utiliza tarefas pré-textuais para gerar rétulos
automaticos, ou pseudo-rétulos, diretamente dos préprios dados. Isso reduz a
dependéncia de conjuntos de dados anotados manualmente, superando limitagoes
comuns do aprendizado supervisionado, e pode, em alguns casos, alcangar ou até
superar a eficacia desses métodos.

Técnicas como Wav2Vec 2.0 e HUBERT fizeram grandes avangos no pré-treinamento nao
supervisionado.

Tarefas de Processamento de Fala:

Estas incluem principalmente tarefas como:

ASR: Converter fala em texto automaticamente.

Sintese de Fala: Gerar fala a partir de texto.

Reconhecimento de Locutor: Identificar ou verificar locutores a partir de audio.
Aprimoramento e Separacao de Fala: Melhorar a qualidade da fala em ambientes
ruidosos ou separar vozes sobrepostas.

Deteccao de Atividade de Voz (VAD) e Avaliagao da Qualidade da Fala.

Detalhando mais:
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e Reconhecimento Automatico de Fala (ASR): Usando redes neurais profundas e
técnicas como os Transformers, sistemas modernos de ASR melhoraram
significativamente, lidando melhor com sotaques e ambientes ruidosos. Modelos
como Wav2Vec 2.0 e Whisper estdo entre os mais avangados e podem lidar com
tarefas multilingues e ambientes adversos, dependendo se o ASR sera utilizado em
dominio especifico ou ndo. OBS: Teste pessoais mostraram que o Conformer tem um
bom desempenho com laténcia muito menor.

e Sintese de Fala: O processo inclui analise de texto, modelos acusticos e vocoders,
sendo que modelos como HiFi-GAN e frameworks como FastSpeech2 permitem
manipulacao de voz, altura e velocidade. Os modelos sao classificados em
autoregressivos, que geram fala sequencialmente, e ndo-autoregressivos, que geram
todos os elementos em paralelo. A avaliagcao da qualidade de fala gerada é feita por
métricas como MOS (Mean Opinion Score),MCD ( Mel Cepstral Distortion) e WER
(Word Error Rate).

e Reconhecimento de Falantes: Focado na identificagao e verificagao de falantes
com base em caracteristicas vocais, este campo tem grande aplicagédo em
autenticacao biométrica. Ambas as tarefas requerem a extracao de vetores de
representacao do falante, a partir de amostras de fala. Modelos avangados,
baseados em redes neurais profundas (DNNs), como x-vectors e ECAPA-TDNN,
mostraram resultados superiores na identificacao e verificagao de falantes. O
ECAPA-TDNN introduz melhorias como conexdes de residuo e blocos de
"Squeeze-and-Excitation" para realgar os canais mais informativos. Além disso, o uso
de mecanismos de atenc¢ao e arquiteturas Transformer tem se mostrado eficaz
para capturar caracteristicas discriminativas, melhorando o desempenho de tarefas
de reconhecimento de falantes

e Deteccao de Atividade de Voz (VAD): O VAD diferencia entre fala e ruido em um
sinal de audio. Sistemas desenvolvidos, reconhecendo a presenga ou auséncia de
fala. Modelos recentes de VAD, como NAS-VAD e self-attentive VAD, utilizam deep
learning para melhorar a precisao, especialmente em ambientes ruidosos. Além
disso, arquiteturas como CNNs tém demonstrado melhor desempenho em detecgao
de fala em comparagao com outras redes neurais
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Técnicas Avangadas de Transferéncia de Aprendizado

O uso de adaptacao de dominio, meta-aprendizado e modelos eficientes em parametros é
destacado para melhorar o desempenho em ambientes com poucos recursos.

Desafios e Dire¢cdes Futuras:
Os principais desafios incluem escassez de dados, interpretabilidade dos modelos e a

robustez dos sistemas de deep learning em ambientes diversos. O artigo sugere melhorias
continuas no processamento multimodal e na transferéncia de aprendizado para futuras pes
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Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo formalizar o aceite
da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“gate”) de aprovagao: 25 de set. de 2024

Participantes da Entrega [matriculados em Residéncia em IA]:

Alexandre Costa Ferro Filho

Entrega: [descrever a ENTREGA: requisitos e produtos gerados: links para textos, cédigos, videos etc.]

As atividades realizadas nesta semana abrangeram tanto a continuidade de tarefas iniciadas na semana
anterior quanto a realizagao de novos estudos e analises, com foco na area de Processamento de Audio
e Voz:

o Interagdes com colegas da area: Discuss&o sobre os principais desafios e aplicagbes do campo,
além de sugestdes de inovagdes e possiveis abordagens futuras.
o Estudos em areas de maior familiaridade: Continuagao de pesquisas em tdpicos ja
conhecidos.
o Exploragao de ideias inovadoras: Foco em possiveis avangos na area de sintese e
converséo de fala, considerando riscos mais elevados, pois € uma area mais complexa e
menos conhecida por mim.

e Conteudo Didatico: Visualizacao de videos introdutérios e tedéricos, abordando fundamentos de
processamento de sinal de audio aplicado a machine learning.
o Parte da playlist do canal do Valério Velardo.

e Levantamento bibliografico: Pesquisa de modelos auto-regressivos recentes voltados para
sintese de fala e modelos multimodais, com énfase em trabalhos publicados a partir de 2020.
B Autoregressive models - 16 modelos.

Cada modelo inclui:
o Introdugcdo/Resumo do que foi proposto.

o Destaque nas aplicagtes.
o Artigo de referéncia do modelo.

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]
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Para proxima entrega planejo:

e Delimitar e especificar mais minha linha de estudo seguindo uma das abordagens comentadas.
e Realizar o levantamento de modelos autoregressivos com um foco maior em ASR
(Reconhecimento automatico de fala).

Observacgao: [caso precise fazer alguma observagao, de qualquer “natureza’]

ACEITE DA ENTREGA:

LEONARDO ALVES: (11D
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Modelos autoregressivos de Fala

Definicao: sdo um tipo de rede neural onde a previsao da saida em um determinado passo
depende das saidas anteriores. Esses modelos sdo amplamente utilizados em tarefas de
geracao de fala, sintese de voz e transcrigao automatica de audio.

Caracteristicas dos Modelos Autoregressivos

1. Previsdo Sequencial: A natureza autoregressiva significa que esses modelos
preveem cada proximo passo da sequéncia de fala com base nas previsées
anteriores.

2. Dependéncia Temporal: Sao eficientes em capturar dependéncias temporais de
longa distancia, uma vez que a fala é sequencial e as palavras ou fonemas
dependem de suas precedentes.

Principais Aplicacoes:
e Sintese de Fala: Geracgao de fala natural e expressiva a partir de texto (TTS).

¢ Reconhecimento Automatico de Fala: Transcricdo de fala em texto.
e Codificacao de Voz: Compressao de sinais de fala para transmissao eficiente.

Modelos Autoregressivos Recentes na Area de Fala:

Método Text-To-Speech Vocoder
Modelos Autoregressivos Flowtron, RobuTrans, MultiBand-WaveRNN,
Devicetts, Wave-Tacotron, ImporvedLPCNet, Bunched

Apple TTS, VALL-E, VALL-E | LPCNet2
2, MELEE, XTTS, TorToise
Mega-TTS 2.

1. Flowtron (2020)

e Modelo de sintese de fala baseado em normalizing flows que aprende uma
distribuicdo probabilistica da fala e pode gerar fala de alta fidelidade e diversidade. O
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uso de normalizing flows permite que o modelo seja mais flexivel ao gerar fala com
variagdes controlaveis de expressividade e estilo.

e Aplicagdes: Fala controlavel, ajustes finos de prosddia e estilo de fala.
Referéncia: Flowtron: an Autoregressive Flow-based Generative Network for
Text-to-Speech Synthesis.

2. RobuTrans(2620)

e Utiliza uma arquitetura transformer para sintese de fala com foco na geragéo de fala
estavel e robustas a entradas ruidosas ou com erros. Ele aplica aprendizado
autorregressivo combinado com mecanismos de atengao para produzir sintese de
fala clara.

e Aplicagdes: Fala assistiva, sintese robusta em dispositivos com baixa capacidade
de processamento.

e Referéncia: RobuTrans: A Robust Transformer-Based Text-to-Speech Model.

Dwration
Predictor

f
Post-net
1 c”ﬂ | Mel Linear

Add & Norm

b = =

Self-Attention

Figure 3: Architecture of RobuTrans,

3. Devicetts(2021)
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e Otimizado para rodar em dispositivos moéveis e embarcados, utilizando técnicas de
quantizacado e compactacao de modelos para oferecer sintese de fala em tempo real,
com uso eficiente de memodria e processamento. Ele prevé frames de
mel-espectrograma com alta precisdo, mantendo baixa laténcia.

e Aplicagdes: Assistentes de voz em dispositivos de baixo consumo de energia,
sintetizadores de fala portateis.

e Referéncia: Devicetts: A small-footprint, fast, stable network for on-device
text-to-speech.

Wawefom

AR-output

Current output

Phonams Previous output LA-output

4. Wave-Tacotron(2021)

e E uma abordagem de sintese de fala end-to-end que unifica as tarefas de predicdo
de mel-espectrograma e vocoder em uma unica rede neural. Ele utiliza uma rede
neural convolucional para gerar diretamente as formas de onda.

e Aplicacoes: sintese de fala altamente eficiente, sintese de fala de alta qualidade em
pipelines compactos.

e Referéncia: Wave-Tacotron: Spectrogram-free end-to-end text-to-speech synthesis.
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5. Apple TTS (2621)

e Apresenta melhorias no modelo -Tacotron e o WaveRNN - e estratégias de
otimizagao que permitem a implantagdo desses modelos em servidores GPU e em
dispositivos méveis. O sistema proposto consegue gerar fala de alta qualidade a 24
kHz, operando 5 vezes mais rapido que o tempo real em servidores e 3 vezes mais
rapido em dispositivos moveis.

e Aplicagoes: Assistentes virtuais, acessibilidade em dispositivos Apple, integracao
com Siri.

e Referéncia: On-device neural speech synthesis.
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6. VALL-E (2023)

e Modelo de sintese de fala zero-shot que utiliza aprendizado de representacéo latente
para prever diretamente os mel-espectrogramas com base em uma pequena amostra
de voz. Ele é capaz de imitar a prosddia e o estilo de fala de um locutor a partir de
poucos segundos de audio, mantendo a naturalidade da fala gerada.

Aplicagoes: Imitacdo de voz zero-shot, sintese de fala personalizada.
Referéncia: Neural Codec Language Models are Zero-Shot Text to Speech

Synthesizers.

Personalized

Speech
t
VAI.L' E Audie Codec Decoder
| ) |
4 ¥ i T 4 A 4 4
MNeural Codec Language Maodeling
+ + + 1 1 4
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Phoneme Conversion Audio Codec Encoder
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Text for synthesis 3-second enrolled recording

7. TorToise (2023)
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e O campo da geracao de imagens foi revolucionado pela aplicacéo de
transformadores autoregressivos e Modelos de Difusdo Denoising (DDPMs), que
modelam o processo de geragao de imagens como um processo probabilistico passo
a passo, utilizando grandes quantidades de dados e poder computacional para
aprender a distribuicdo de imagens. Apresenta uma maneira de aplicar esses
avancgos na geracao de imagens a sintese de fala, resultando no TorToise.

e Aplicagdes: Sistema de texto para fala (TTS) multi-voz e expressivo.

e Referéncia: Better speech synthesis through scaling

Text { | Conditioning Clip (waveform)
* ]
‘ Conditioning MEL ——
® -
] Diftusion Decoder
Autoregressive [ gj i > "
va =
- Transforrmer & i CLvF l
| ———— A
- Qutput MEL i
l (=0
. rE
L] B
L e =
e 2| \ocoder =z |
WE O re— T - 3 |
nE g -
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h =
Figure 1: TorToise-v2 architectural design diagram. Inputs of text and a reference audio clip (for speaker

cloning) flow through a series of decoding and filiering networks to produce high-quality speech.

8. LauraGPT (2023)

e Modelo unificado de LLM baseado em GPT para reconhecimento, compreensao e
geracao de audio. O LauraGPT combina representacgdes continuas e discretas,
utilizando um codificador de audio para gerar representagdes continuas e um
vocoder de um passo para converter essas representacdes em codigos discretos de
audio. Ap6s o ajuste fino com aprendizado supervisionado de multiplas tarefas,
LauraGPT demonstra desempenho superior ou equivalente a modelos de base em
uma ampla gama de tarefas de audio, como reconhecimento automatico de fala,
tradugao fala-para-texto, sintese de texto-para-fala, e outras tarefas relacionadas a
analise de sinais de audio.

e Aplicagdes: Reconhecimento automatico de fala, Sintese de fala, Melhoria de fala.

e Referéncia: LauraGPT: Listen, Attend. Understand. and Regenerate Audio with GPT
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9. VALL-E 2 (2024)

Task ID

! Pl :
R I N
H [ L .

[ S A R

Target Qutputs

Aundio

Codec

Vocoder Codec Decoder

Dense Embedding

Encoder-only Transformer

Text/Audio Codec 'I'nk:nr.
Conditions
_J'.’.!‘Et.ﬂ';‘?{’.t.'?.f.r.
" Codec Encoder
Audio

e O VALL-E 2 é uma evolugéo do VALL-E, com melhorias no desempenho de sintese

de fala zero-shot.

Aplicagoées: Imitacdo de voz zero-shot, sintese de fala personalizada.
Referéncia: VALL-E 2: Neural Codec Language Models are Human Parity Zero-Shot

Text to Speech Synthesizers
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10. MELLE (2024)

e Ao inveés de prever codigos de codecs neurais comprimidos, o MELLE prevé
diretamente os frames de mel-espectrograma, otimizados para maximizar a
probabilidade de gerar fala de alta qualidade. Ele também usa amostragem latente e
técnicas de refinamento para melhorar a fidelidade e naturalidade da fala gerada,
integrando um vocoder para converter os mel-espectrogramas em ondas sonoras
finais.

e Aplicagdes: Sintese de fala zero-shot,

e Referéncia: Autoregressive Speech Synthesis without Vector Quantization.
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11. XTTS (2024)

e Baseia-se no modelo Tortoise e inclui varias modificagées para permitir treinamento
multilingue, melhorar o clonagem de voz e acelerar o treinamento e a inferéncia. O
XTTS foi treinado em 16 idiomas, alcangando resultados de estado da arte na
maioria deles.

Aplicagées: Sintese de fala zero-shot.
Referéncia: XTTS: a Massively Multilingual Zero-Shot Text-to-Speech Model
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Flgure 1: XTTS training architecture overview.
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12. MEGA-TTS 2 (2024)

e Mecanismo de prompting genérico que aborda problemas ( utilizagdo de prompts de
frase unica que limitam o desempenho e a dificuldade em transferir informacdes
prosédicas ). A solugao inclui um autoencodificador acustico que separa informagdes
de prosddia e timbre, além de um codificador de timbre de multiplas referéncias e um
modelo de linguagem prosédica (P-LLM) que extrai informagdes de prompts de
multiplas frases.

Aplicagées: Sintese de fala zero-shot.
Referéncia: MEGA-TTS 2: BOOSTING PROMPTING MECHANISMS FOR
ZERO-SHOT SPEECH SYNTHESIS

Multi- Reference K
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Figure 1: The overall architecture of Mega-TTS 2. (), (L), (&) denotes the concatenation, upsampling,
and repeating operations, respectively. i is concatenated along the time axis.
“Attend” means the attention operation.

13. SpearTTS(2023)

e Sistema de sintese de fala (TTS) multi-falante que requer supervisdo minima para
ser treinado. Ele divide o processo de TTS em duas tarefas de sequéncia para
sequéncia: transformar texto em tokens semanticos de alto nivel (“ler”) e, em
seguida, transformar esses tokens em tokens acusticos de baixo nivel (“falar’). Essa
separacgao permite treinar o modulo de “falar” com dados de audio ndo rotulados,
reduzindo a necessidade de dados paralelos.

e Aplicagoes: Sintese de fala multi-falante.
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e Referéncia: Speak. Read and Prompt: High-Fidelity Text-to-Speech with Minimal
Supervision

“Reading™: needs parallel data, but benefits from

audio-only pretraining & backtranslation 3paaking : traned on aucko-only datn

' A . 'l A ™
Text—Semantic _> Semantic—Acoustic ::>
oo ED token translation e0e token translation :>

Text Semantic tokens Acoustic tokens

Figure |: SPEAR-TTS. The first stage &; (“reading™) maps tokenized text to semantic tokens. The second stage
Sa (“speaking”) maps semantic tokens to acoustic tokens. Acoustic tokens are decoded to audio waveforms.

14. MULTIBAND-WAVERNN (2021)

e Uma arquitetura WaveRNN de bit fino-grosseiro para modelagem de forma de onda
mu-law de 10 bits e a implementagdo de uma unidade recorrente gated (GRU)
esparsa com um grande numero de unidades ocultas para melhorar o desempenho.
Aplicagoes: Sintese de fala, aplicagdes em baixa laténcia em tempo real:
Referéncia: High-Fidelity and Low-Latency Universal Neural Vocoder based on
Multiband WaveRNN with Data-Driven Linear Prediction for Discrete Waveform

Modeling.
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15. ImporvedLPCNet (2022)

e Apresenta melhorias no modelo LPCNet, um vocoder neural que utiliza predicao
linear para reduzir a complexidade computacional da sintese de fala, tornando-o
mais acessivel a uma variedade de dispositivos. As novas otimizagbes visam
melhorar a eficiéncia algoritmica e computacional, permitindo que o LPCNet opere
2,5 vezes mais rapido e com qualidade de sintese aprimorada.

Aplicagoes: Sintese de fala, aplicagdes em baixa laténcia em tempo real.
Referéncia: Neural speech synthesis on a shoestring: Improving the efficiency of
Ipcnet.
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16. Bunched LPCNet2 (2022)

e Uma arquitetura aprimorada do LPCNet, que visa oferecer desempenho eficiente em
alta qualidade para servidores em nuvem e baixa complexidade para dispositivos de
recursos limitados. Essa nova abordagem utiliza uma distribuigao logistica Unica para
melhorar a eficiéncia computacional e técnicas que reduzem o tamanho do modelo
sem comprometer a qualidade da fala. Trés principais contribuicdes: uma camada de
saida logistica unica, uma abordagem de taxa dupla e técnicas que minimizam a
pegada do modelo.

Aplicagoes: Sintese de fala, aplicagdes em baixa laténcia em tempo real.
Referéncia: Bunched LPCNet2: Efficient Neural Vocoders Covering Devices from

Cloud to Edge
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Desafios dos Modelos Autoregressivos:

e Laténcia: Como cada passo depende dos anteriores, esses modelos podem ter um
tempo de inferéncia maior, o que os torna menos adequados para aplicagoes em
tempo real.

e Instabilidade: Erros pequenos em previsdes iniciais podem se amplificar, levando a
uma degradacao da qualidade do audio final.

Falta leitura:
AudioLM: a Language Modeling Approach to Audio Generation

AUDIOGEN: TEXTUALLY GUIDED AUDIO GENERATION

Speak Foreign Languages with Your Own Voice: Cross-Lingual Neural Codec Language
Modeling - Vall-e x

VioLA: Unified Codec Language Models for Speech Recognition, Synthesis, and Translation

SpeechX: Neural Codec Language Model as a Versatile Speech Transformer

Instituto de Informatica (INF) - UFG
Alameda Palmeiras, Quadra D, Campus Samambaia
Fone: (62) 3521-1181 / Fax: (62) 3521-1182



MINISTERIO DA EDUCAGAO @ ‘ UFG
UNIVERSIDADE FEDERAL DE GOIAS ‘ ‘ UNIVERSIDADE
INSTITUTO DE INFORMATICA “ FEDERAL DE GOIAS

Termo de Aceite de Entrega

Objetivo deste documento

Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo formalizar o aceite

da entrega considerando o planejado e o realizado para o periodo.
Data da Reuniao (“gate”) de aprovacao: 3 de out. de 2024

Participantes da Entrega [matriculados em Residéncia em IA]:

Alexandre Costa Ferro Filho

Entrega: [descrever a ENTREGA: requisitos e produtos gerados: links para textos, cédigos, videos etc.]

As atividades realizadas nesta semana abrangeram a realizagdo de novos estudos e analises, com foco na
area de Processamento de Audio e Voz:

e Area foco dos préximos estudos: Delimitacéo dos principal foco dos meus estudos dentro da
area de PAV:
o Sintese e conversao de voz - areas pouco estudadas por mim e que eu percebo cada vez
inovagdes e diferentes abordagens, logo maior area para estudo.

e Levantamento bibliografico: Pesquisa de modelos recentes voltados para Reconhecimento
Automatico da Fala, com énfase em trabalhos publicados a partir de 2019. B ASR - Models - 14
modelos.

Cada modelo inclui:

o Introdugcdo/Resumo do que foi proposto.
o Destaque nas aplicagdes.
o Artigo de referéncia do modelo.

Planejamento: [descrever o que pretende fazer para realizar a préxima ENTREGA]

Para proxima Entrega planejo:

e Realizar estudo mais aprofundado das diferentes formas de representagdo do audio e texto nos
principais modelos levantados nesse e no Stage anterior.

e Fazer levantamento superficial e mais recente nas areas que faltaram: reconhecimento de falante,
classificagédo e reconhecimento de atividade vocal.
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Observacgao: [caso precise fazer alguma observacgao, de qualquer “natureza’]

ACEITE DA ENTREGA:

CEDRIC LUIZ DE CARVALHO: (T
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Modelos Reconhecimento Automatico de
Fala

Definicao: Sao sistemas de inteligéncia artificial que convertem a fala em texto. Eles
processam sinais de audio e utilizam técnicas de aprendizado de maquina, como redes
neurais, para transcrever palavras faladas. Esses modelos sdo amplamente usados em
assistentes de voz, sistemas de transcricao e interfaces controladas por fala.

Caracteristicas dos Modelos Autoregressivos

1. Processamento Sequencial: A fala € um sinal temporal continuo, e os modelos de
ASR precisam segmentar e transcrever em unidades discretas, como palavras ou
fonemas.

2. Robustez em Cenarios Variados: Modelos de ASR devem ser capazes de lidar
com variagdes na pronuncia, sotaques, ruidos de fundo e diferentes estilos de fala.

3. Treinamento com Grandes Quantidades de Dados: Eles sdo geralmente treinados
com grandes volumes de dados de audio para melhorar sua precisdo e adaptacao a
diferentes contextos e linguagens.

Principais Aplicacoes:

e Processamento Sequencial: A fala € um sinal temporal continuo, e os modelos de
ASR precisam segmentar e transcrever em unidades discretas, como palavras ou
fonemas.

¢ Robustez em Cenarios Variados: Modelos de ASR devem ser capazes de lidar
com variagcdes na pronuncia, sotaques, ruidos de fundo e diferentes estilos de fala.

e Treinamento com Grandes Quantidades de Dados: Eles sdo geralmente treinados
com grandes volumes de dados de audio para melhorar sua precisdo e adaptacao a
diferentes contextos e linguagens.

Modelos Recentes na Area de ASR:
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Meétodo ASR

Modelos Autoregressivos Whisper, Distil-Whisper, Transformer

Transducer, XEUS

Modelos Nao-Autoregressivos Conformer, Wav2vec 2.0, ContextNet,
ConMamba, Fast Conformer, Canary, SEW,
HuBERT, WavLM, Citrinet, Jasper

1. Transformer Transducer (2020)

e Baseado em codificadores Transformer que pode ser utilizado em sistemas de
reconhecimento de fala em tempo real. Ele combina informacgdes de audio e rétulos
com autoateng¢ao e uma camada feed-forward. O modelo foi treinado para ser
adequado ao streaming, utilizando uma perda RNN-T que mantém a computagéo
constante por quadro, tornando a decodificagao pratica.

e Aplicagoes: Transcricdo de audio em tempo real ou de alta precisao.

Referéncia: Transformer Transducer: A Streamable Speech Recognition Model with
Transformer Encoders and RNN-T Loss.

P Ix LY, ) (fE—

Feed forward

Add

Masked multi-head
attention with
relative positional
encoding

3

Derse layer 1
Label Audio
Encoder Encoder (e emmactia s ) Leyer nom
1_ Input embedding (opt ) \ /
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Fig. 1. RNN/Transformer Transducer architecture. Fig. 2. Transformer encoder architecture.

2. Whisper (2022)
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e Com 680.000 horas de supervisdo multilingue e multitarefa, os modelos resultantes
generalizam bem para benchmarks padrédo e, em muitos casos, sdo competitivos
com resultados supervisionados anteriores, mas sem necessidade de ajuste fino. Em
comparacgao aos humanos, os modelos alcangam precisao e robustez similares. O
trabalho foca em ampliar a escala de pré-treinamento fraco e multilingue para
reconhecimento de fala, sem utilizar técnicas de auto-supervisdo. Modelo segue a
arquitetura encoder-decoder.

e Aplicagdes: Transcricdo de fala para texto com altissima qualidade

e Referéncia: Robust Speech Recognition via Large-Scale Weak Supervision.
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3. Distil-Whisper (2023)

e Uma versao reduzida do modelo Whisper, visando solucionar os desafios de
implantar grandes modelos de reconhecimento de fala em ambientes com restricdes
de recursos e baixa laténcia. Utilizando pseudo-rotulagem e um critério baseado em
WER, o modelo destilado tem 51% menos parametros e é 5,8 vezes mais rapido,
mantendo até 1% de WER em dados fora da distribui¢cdo. Ele € mais robusto a
condigbes acusticas adversas e menos suscetivel a erros de alucinagdo em audios
longos.

e Aplicagdes: Transcricao de fala para texto com altissima qualidade com um tempo
de laténcia reduzido.

e Referéncia: Distil-Whisper: Robust Knowledge Distillation via Large-Scale Pseudo

Labelling.
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4. XEUS (2024)

e Cross-lingual Encoder for Universal Speech é um modelo de aprendizado
auto-supervisionado projetado para expandir a cobertura linguistica em tecnologias
de fala, treinado em mais de 1 milhdo de horas de dados em 4.057 idiomas. Esse
modelo combina um grande conjunto de dados existente com um novo corpus de
7.400 horas, abrangendo uma variedade de estilos de fala e condi¢des de gravagao.
Para aumentar a robustez do XEUS, foi introduzido um novo objetivo de aprendizado
que visa a desreverberagao acustica, ajudando o modelo a lidar com gravagdes em
ambientes desafiadores. O XEUS supera ou iguala o desempenho de modelos SSL
de ultima geragao em varias tarefas, incluindo reconhecimento de fala, traducao de
fala e resintese de fala.

e Aplicagdes: Transcricao de fala para texto, Cobertura Linguistica Ampliada,
Auto-supervisionado.

e Referéncia: Towards Robust Speech Representation Learning for Thousands of

Languages.
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Figure 2: Overview of XEUS’ pre-training. The teacher encoder generates phonetic pseudo-labels from clean
speech, while the student must predict those pseudo-labels after masking, random noise and/or reverberation is

applied to the input waveform.

5. Jasper (2019)

e O modelo utiliza apenas convolugbes 1D, normalizagdo em lote, ReLU, dropout e
conexodes residuais. Para melhorar o treinamento, foi introduzido o otimizador
NovoGrad. A versao mais profunda do Jasper, com 54 camadas de convolucéo,
obteve uma taxa de erro de palavras (WER) de 2,95% com um decodificador de
busca em feixe e 3,86% com um decodificador guloso nos dados de teste do

LibriSpeech.

e Aplicagdes: Transcricdo de fala para texto End-to-End, flexibilidade.
e Referéncia: Jasper: An End-to-End Convolutional Neural Acoustic Model
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Figure 1: Jasper BxR model: B - number of blocks, R - number Figure 2: Jasper Dense Residual
of sub-blocks.

6. ContextNet (2020)

e Combina redes neurais convolucionais (CNN) e redes recorrentes (RNN), visando
superar a performance de modelos baseados em RNN/transformers. Sua principal
inovagao € a incorporagao de moédulos de squeeze-and-excitation (SE), que
permitem que as camadas convolucionais acessem informagdes de contexto global,
melhorando a capacidade de compreenséo do modelo.

e Aplicagdes: Transcricao de fala para texto, Acesso a Contexto Global,
Escalabilidade.

e Referéncia: ContextNet: Improving Convolutional Neural Networks for Automatic
Speech Recognition with Global Context.
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Figure 2: 1D Squeeze-and-excitation module. The input first goes through a convolution layer followed by batch normalization and
activation. Then average pooling is applied to condense the conv result into a 1D vector, which is then processed by a bottleneck
structure formed by two fully connected (FC) layers with activation functions. The output goes through a Sigmoid function to be
mapped to (0, 1), and then tiled and applied on the conv output using pointwise multiplications.
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7. Conformer (2020)

e Modelo proposto que combina redes neurais convolucionais (CNN) e Transformers
para capturar tanto dependéncias locais quanto globais de sequéncias de audio de
maneira eficiente em termos de pardmetros. Este modelo supera significativamente
modelos anteriores baseados em Transformers e CNNs, alcangando a precisao de
estado da arte no benchmark LibriSpeech.

e Aplicagdes: Transcricao de fala para texto com boa performance e bom tempo de
inferéncia.

e Referéncia: Conformer: Convolution-augmented Transformer for Speech

Recognition.
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Figure 1: Conformer encoder model architecture. Conformer
comprises of two macaron-like feed-forward layers with half-
step residual connections sandwiching the multi-headed self-
attention and convolution modules. This is followed by a post
layernorm.

8. Wav2vec 2.0 (2020)

e Um modelo de aprendizado auto-supervisionado que utiliza apenas audio de fala
para aprender representacdes poderosas, seguido de um ajuste fino com dados
transcritos. Os resultados demonstram que, com uma abordagem conceitualmente
mais simples, o wav2vec 2.0 supera os melhores métodos semi-supervisionados.
Otimo desempenho com dados limitados e utiliza de CNNs para extragdo de
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caracteristicas, masking para aprendizado robusto, e um Transformador para
construir representacdes contextualizadas.

Aplicagoes: Transcricdo de fala para texto, Baixa Dependéncia de Dados Rotulados,
Auto-supervisionado, Baixa laténcia.

Referéncia: wav2vec 2.0: A Framework for Self-Supervised Learning of Speech
Representations

Contrastive loss
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9. SEW (2021)

Um modelo de aprendizado auto-supervisionado que utiliza apenas audio de fala
para aprender representagdes poderosas, seguido de um ajuste fino com dados
transcritos. Os resultados demonstram que, com uma abordagem conceitualmente
mais simples, o wav2vec 2.0 supera os melhores métodos semi-supervisionados.
Otimo desempenho com dados limitados e utiliza de CNNs para extragdo de
caracteristicas, masking para aprendizado robusto, e um Transformador para
construir representacdes contextualizadas.

Aplicagoes: Transcrigdo de fala para texto, Eficiéncia de Inferéncia, Modelos
Menores, Baixa laténcia.

Referéncia: Performance-Efficiency Trade-offs in Unsupervised Pre-training for
Speech Recognition
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10. HuBERT (2021)

e O Hidden-Unit BERT tem como foco aprendizado de representacdes de fala por
meio de aprendizado auto-supervisionado. Visa lidar com trés problemas unicos na
representacao de fala: multi unidades sonoras em uma Unica entrada, a falta de um
Iéxico durante a fase de pré-treinamento, e 0 comprimento variavel das unidades
sonoras sem segmentacgao explicita. A técnica envolve uma etapa de agrupamento
offline para gerar rétulos alinhados e aplica uma perda de predicao apenas nas
regides mascaradas, forcando o modelo a aprender uma combinagéo de modelos
acusticos e linguisticos. Desempenho que iguala ou supera o estado da arte do
wav2vec 2.0.

Aplicagdes: Transcricao de fala, Auto-supervisionado.
Referéncia: HUBERT: Self-Supervised Speech Representation Learning by Masked
Prediction of Hidden Units.
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11. WavLM (2021)

e Utiliza aprendizado auto-supervisionado para abordar uma variedade de tarefas de
processamento de fala. O modelo combina predi¢ao de fala mascarada e denoising
durante o pré-treinamento, permitindo que aprenda tanto a modelagem do conteudo
da fala quanto a capacidade de lidar com tarefas nao relacionadas a ASR. O WavLM
utiliza um viés de posigao relativa em sua estrutura Transformer, melhorando a
captura da ordem da sequéncia de entrada. Supera limitagdes encontradas em
modelos anteriores, como o HUBERT e o wav2vec 2.0, em diversas tarefas
representativas, oferecendo resultados mais robustos e generalizados.

Aplicagoes: Transcricdo de fala para texto, maior robustez e generalizagao.
Referéncia: WavLM: Large-Scale Self-Supervised Pre-Training for Full Stack Speech

Processing.
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Fig. 1. Model Architecture.

12. Fast Conformer (2023)

e \ersao otimizada da arquitetura Conformer, projetada para melhorar a eficiéncia no
treinamento e na inferéncia em tarefas de processamento de fala. O modelo é 2,8
vezes mais rapido que o Conformer original, suporta escalabilidade de até 1 bilhdo
de parametros sem alteragdes na arquitetura central e mantém uma preciséo de
ponta em benchmarks de Reconhecimento Automatico de Fala (ASR). Para
transcrever fala de longa duracéo (até 11 horas), o Fast Conformer substitui a
atencao global por uma atencdo de contexto limitada, melhorando a precisao por
meio de um ajuste fino com a adigao de um token global.

e Aplicagdes: Transcricao de fala para texto, aplicagdes em baixa laténcia/streaming.
Referéncia: Fast Conformer with Linearly Scalable Attention for Efficient Speech
Recognition

13. Canary (2024)

e Demonstra que é possivel alcangar alta precisdo sem depender de grandes volumes
de dados da Internet. O Canary, que € um modelo multilingue, supera modelos como
Whisper, OWSM e Seamless-M4T em inglés, francés, espanhol e alemao, sendo
treinado com uma quantidade de dados significativamente menor. Os trés principais
fatores que possibilitam essa eficiéncia sdo: uma arquitetura de encoder-decoder
baseada em FastConformer, treinamento em dados sintéticos gerados por meio de
traducao automatica e técnicas avangadas de treinamento, como balanceamento de
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dados, mistura dindmica de dados, agrupamento dindmico e ajuste fino robusto ao
ruido.

e Aplicagdes: Transcricdo de fala para texto com altissima qualidade, aplicagdes com
menor dependéncia de dados, uso de dados sintéticos.

o Referéncia: Less is More: Accurate Speech Recognition & Translation without
Web-Scale Data.

src_lang | task | tgt_lang pc The | more | you

I Next-token prediction

FastConformer Transformer
Encoder Decoder

BOS | src_lang | task | tgt_lang pc The | more

Tokens with task-specific prompt

Mel-spectrogram

14. ConMamba (2024)

e Mamba, um modelo baseado em espaco de estado, apresenta uma complexidade
linear em relagdo ao comprimento do token, o que o torna mais eficiente em termos
de memdria e velocidade, especialmente para sequéncias de fala mais longas.
Mamba nao se destaca em todas as situagdes; para trechos de fala mais curtos, sua
eficiéncia é semelhante a dos transformadores. Os resultados indicam que a
superioridade de Mamba depende das caracteristicas das tarefas e dos modelos
utilizados.

Aplicagdes: Transcricao de fala para texto com longas sequéncias.
Referéncia: Speech Slytherin: Examining the Performance and Efficiency of Mamba
for Speech Separation, Recognition, and Synthesis.
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