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MINHA JORNADA

Nome: Danielle Tavares da Silva

Especialidade: MLOps

Objetivo deste documento

Durante o processo da disciplina Residéncia em IA', foram gerados diversos
resultados na construgdo da minha especializagdo. A cada semana, um conjunto de
resultados foi formalizado por um Termo de Aceite de Entrega e avaliado por uma banca,
considerando o planejado e o realizado para o periodo. Este documento tem como objetivo
descrever esses resultados obtidos, fazendo referéncia aos Termos de Aceite de Entrega e

seus documentos associados.

Minha Jornada

Nas Semanas 1 e 2, iniciei a busca pela area em que eu gostaria de me especializar
dentro da Inteligéncia Atrtificial. Foquei em entender o que é o MLOps e em diferenciar suas
principais etapas, como preparacdo de dados, treinamento, validagdo, deployment,
monitoramento e re-treinamento continuo. A cada leitura e material estudado, fui
percebendo que meu interesse nao estava apenas em “treinar modelos”, mas em todo o
processo necessario para que eles funcionem bem no mundo real (em producdo). Também
organizei minhas primeiras referéncias, resumos e anotac¢des, que foram sistematizados no
Apéndice 1. Essa etapa inicial foi essencial para que eu comegasse a enxergar MLOps nao
apenas como ciclo fechado, que uma vez implementado nao precisa ser aprimorado, mas

como um melhoramento continuo.

Ao longo das Semanas 3 e 4, aprofundei meus estudos em MLOps, saindo de uma
visdo mais geral para olhar com mais atencdo para deployment, monitoramento,

observabilidade e concept drift, areas que me despertaram mais atencdo. Com isso pude

' Dez Semanas, entre setembro de 2025 e dezembro de 2025.
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entender que colocar um modelo em produgao € apenas 0 comego e que acompanha-lo ao
longo do tempo é um desafio tdo importante quanto o treinamento em si. A partir da leitura
de artigos, surveys e relatos de casos, comecei a perceber com mais clareza os desafios de
levar modelos de machine learning para producdo e manté-los funcionando em sistemas
reais, lidando com integragbes, atualizagdes e possiveis mudangas nos dados ao longo do
tempo. Nesse periodo, também iniciei a organizacdo mais sistematica das referéncias:
montei uma planilha com os principais materiais estudados, registrei as observagbes que
considerei mais importantes e comecei, em conjunto com colegas, a estruturar um glossario
com termos recorrentes da area. Todo esse conjunto de registros, leituras e anotagbes que

deu suporte a essa fase da Jornada esta reunido no Apéndice 2.

No periodo correspondente as Semanas 5 e 6, minha Jornada ganhou um foco mais
definido em concept drift. A partir da leitura de materiais especificos sobre o tema, que
depois organizei no Apéndice 3, aprofundei meu entendimento sobre o que é concept drift,
seus diferentes tipos e por que ele € um problema central para modelos em producao.
Nesse periodo, também avancei na construgao do glossario e na selegao de referéncias que
seriam importantes para as etapas seguintes, buscando conectar melhor teoria e pratica. Em
seguida, estudei com mais atencao propostas de métricas e métodos de detecgao de drift e
comecei a explorar, em experimentos iniciais, como esses métodos se comportam em
cenarios de mudanga nos dados, o que reforgcou a ideia de que o monitoramento continuo é

indispensavel para manter modelos Uteis ao longo do tempo.

Entre as Semanas 7 e 8, comecei uma fase bem mais pratica focada em
experimentar, na nuvem, o que eu vinha estudando em teoria sobre monitoramento e
detecgado de concept drift. Em um primeiro momento, utilizei solu¢gdes em nuvem que ja
ofereciam uma estrutura de monitoramento pronta, o que me ajudou a entender melhor o
funcionamento dessas plataformas e os recursos que elas disponibilizam. No entanto, a
medida que eu avangava, fui percebendo limitagdes na possibilidade de incluir métricas
totalmente personalizadas para concept drift, o que me levou a buscar caminhos mais
flexiveis. Parte dessas experiéncias iniciais e das escolhas que precisei fazer ao longo do

processo esta relatada no Apéndice 4. Foi nesse periodo que ficou claro para mim que eu
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gostaria de trabalhar com um pipeline em que tivesse mais controle sobre o monitoramento

e sobre as métricas utilizadas.

A Semana 9 foi marcada por uma virada bem pratica na construgao do pipeline de
deteccdo de drift. Nesse periodo, estudei com mais profundidade o Prefect e o MLflow,
entendendo o primeiro como uma ferramenta de orquestracdo de fluxos de trabalho e o
segundo como uma plataforma para acompanhar experimentos, métricas e versbes de
modelos, dentro de um cenario de MLOps mais completo. Segui um tutorial que mostra,
passo a passo, como integrar essas duas ferramentas em um pipeline de detecc¢ao de drift
e, a partir dele, consegui adaptar o fluxo para substituir a métrica original pela métrica
PADD, que eu ja vinha estudando nas semanas anteriores. Ao mesmo tempo, comecei a
pesquisar conjuntos de dados adequados para testar diferentes abordagens de detecgéo de
drift e encontrei o repositério driftDatasets, que reune datasets reais e simulados, justamente
para esse tipo de estudo. Todo esse conjunto de experimentos, adaptagdes no pipeline e
selecado de dados que consolidou essa etapa da Minha Jornada esta descrito no Apéndice
5.

A Semana 10 foi dedicada a amarrar tudo o que eu vinha construindo ao longo da
Jornada, focando na analise dos resultados das métricas de deteccao de drift. A partir dos
experimentos que descrevo com mais detalhes no Apéndice 6, avaliei como diferentes
métricas se comportavam na identificagdo de mudancgas nos dados, observando tanto a
quantidade de falsos positivos quanto o atraso entre o momento em que o drift ocorria € o
instante em que ele era detectado. Para isso, utilizei dados sintéticos do repositério original
do PADD e também conjuntos do DriftDatasets, que trazem cenarios com drift gradual e
abrupto, permitindo uma comparagao mais justa entre as abordagens. Ao final dessa etapa,
pude perceber que algumas métricas se mostraram mais adequadas para mudancgas
graduais, enquanto outras responderam melhor a alteragbes subitas, e que o
comportamento de cada uma precisa ser interpretado dentro do contexto em que o modelo
sera utilizado, reforcando a importancia de escolher com cuidado como o drift sera

monitorado em producgao.

Claro, vamos encaixar os agradecimentos bonitinho nesse final:
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Ao olhar para tudo o que construi ao longo destas Semanas, percebo que essa Jornada foi
decisiva para consolidar meu interesse por MLOps e, especialmente, por monitoramento e
concept drift. Passei por momentos de descoberta, duvida, frustragdo e conquista, e cada
etapa contribuiu para que eu desenvolvesse uma visdo mais madura sobre o ciclo de vida
de modelos em produgdo. Essa experiéncia nao s6 ampliou meu conhecimento técnico,
como também reforgcou minha vontade de seguir aprendendo e contribuindo com essa area

nos proximos projetos, pesquisas e desafios que virao.

Gostaria ainda de registrar meus agradecimentos aos meus pais, minha mae
Marlucia Tavares de Abreu e meu pai Everaldo Antonio da Silva, que me criaram e formaram
a pessoa que sou hoje, sempre fazendo de tudo para que eu tivesse acesso a todas as
oportunidades. Agradego também a minha familia, que sempre esteve ao meu lado ao longo
de toda a minha vida, em todos os momentos em que precisei. Estendo meus
agradecimentos a todos os professores que fizeram parte do meu processo de formacgao;
entrei no curso muito perdida, mas gragcas a vocés esse caminho foi o0 mais leve possivel.
Em especial, agradego ao professor Anderson da Silva Soares e a professora Telma Woerle
de Lima Soares, por todas as oportunidades que mudaram a minha vida; ao professor
Fernando Marques Federson, por todos os ensinamentos ao longo de toda a Jornada, ndo
s6 nessas dez Semanas, mas desde o inicio do curso; e ao professor Savio Salvarino Teles
de Oliveira, pelas oportunidades, por acreditar em mim e por sempre me ajudar quando
precisei. Por fim, agradego também aos meus colegas de turma, sem eles eu nao chegaria
até aqui. Muito obrigada pela parceria, pelo apoio, pelas risadas e por tudo o que aprendi ao

lado de vocés ao longo do curso.
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APENDICE 1
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Termo de Aceite de Entrega

Objetivo deste documento

Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo formalizar o aceite

da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“Gate”) de aprovagao: 4 de set. de 2025

Participantes da Entrega [matriculados em Residéncia em IA]:

Danielle Tavares da Silva

Entrega: [descrever a ENTREGA - requisitos e produtos gerados: links para textos, codigos, videos etc.]

Durante esta primeira Semana, foram realizadas as seguintes atividades:

Estudo inicial sobre MLOps
Foi estudado o conceito de Machine Learning Operations (MLOps) em sua relagéo direta
com o DevOps. Ambos compartilham principios como integracdo e entrega continua,
automacao, colaboragcdo e monitoramento, mas o MLOps amplia essas praticas ao ciclo
de vida de modelos de machine learning, incluindo essas particularidades:
o Coleta e organizacéo de dados
Treinamento de modelos
Validacdo de modelos
Deployment
Monitoramento e Observabilidade
Re-treinamento continuo

O O O O O

B Estudos Iniciais em MLOps

Pesquisa de materiais

Foram utilizadas as plataformas Consensus e Research Rabbit para localizar artigos e
materiais de referéncia relacionados ao tema, resultando na criagdo de um banco de
referéncias que auxiliara tanto na construcao da base inicial de conhecimento quanto no
suporte continuo ao longo do processo.

Referéncias MLOPS

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]
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Atividades para proxima semana:

e Estudar algumas das referéncias encontradas, de forma a consolidar a compreensao
sobre os principais componentes do MLOps: coleta de dados, treinamento de modelos,
validacao, deployment, monitoramento e re-treinamento continuo.

e Produzir um documento compilando as pesquisas, que servira como base para as
semanas seguintes.

e Realizar uma reflexado sobre possiveis recortes de aprofundamento para as proximas
etapas

Observagao: [caso precise fazer alguma observagio, de qualquer “natureza”]

ACEITE DA ENTREGA:

CEDRIC LUIZ DE CARVALHO: (1)
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Estudos Iniciais em MLOps

Estudos Iniciais em MLOps

Como parte da primeira semana de atividades do processo de especializacido em
MLOps, iniciei os estudos a partir de materiais de referéncia que me permitissem construir
uma visao ampla sobre o tema. Realizei a leitura do artigo mais antigo que encontrei sobre
MLOps, de um artigo cientifico que apresenta uma definigdo consolidada, e, por fim, de um
livro de carater mais pratico, utilizado também como referéncia principal no grupo de estudos
de MLOps do qual fago parte.

Leituras feitas:

Sustainable MLOps: Trends and Challenges (Damian A. Tamburri, 2020)

O artigo mais antigo que encontrei sobre o tema foi o de Tamburri (2020),
Sustainable MLOps: Trends and Challenges. O autor apresenta uma definicdo concisa de
MLOps e relaciona o conceito a sustentabilidade de software, destacando que operagdes de
IA precisam ser sustentaveis sob as perspectivas técnica, organizacional e social. Embora
ferramentas como Apache AirFlow, Kubeflow e Google AutoML facilitem a adog¢do do
MLOps, a complexidade crescente ameaca sua viabilidade a longo prazo. O estudo também
aponta desafios educacionais e de mercado, como a escassez de profissionais capacitados
e a dificuldade de manter operagdes continuas em ambientes de dados intensivos. Por fim,
o artigo sugere que a evolucdo do MLOps deve estar associada a principios de
explicabilidade, justica, responsabilidade e sustentabilidade nos sistemas de IA.

Artigo Machine Learning Operations (MLOps): Overview, Definition, and Architecture
(Kreuzberger, Kiihl e Hirschli, 2022)

O artigo de Kreuzberger, Kuhl e Hirschl (2022), Machine Learning Operations
(MLOps): Overview, Definition, and Architecture, apresenta uma visdo abrangente sobre o
MLOps, discutindo sua importancia, componentes principais e desafios. A partir de revisado
de literatura, andlise de ferramentas e entrevistas com especialistas, os autores propdéem
uma definicao pratica e tedrica que entende o MLOps como a unido das praticas de DevOps
as necessidades do aprendizado de maquina, com foco em automacéo, reprodutibilidade e
escalabilidade. Como contribuicdo, destacam uma arquitetura conceitual baseada em
versionamento de dados e modelos, pipelines automatizados e monitoramento continuo. O
estudo também aponta entraves atuais, como a falta de padronizacdo, a gestdo de dados
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sensiveis e lacunas de competéncias, além de sugerir caminhos para pesquisas futuras e
melhores praticas na adogédo do MLOps.

Livro Practical MLOps: Operationalizing Machine Learning (Noah Gift) — Capitulo 1

O Capitulo 1 do livro Practical MLOps: Operationalizing Machine Learning (Noah Gift,
2020), utilizado como referéncia no grupo de estudos em MLOps, traz uma introducao
pratica ao tema e estabelece um paralelo entre DevOps e MLOps. Assim como o DevOps
transformou o desenvolvimento de software com automacdo e integragdo continua, o
MLOps busca aplicar esses principios ao ciclo de vida de modelos de machine learning. O
autor destaca a importancia de automatizar ndo apenas o codigo, mas também dados,
modelagem, treinamento e monitoramento, apresentando a Pirdmide de Necessidades do
MLOps, que organiza a evolugdo do processo desde o DevOps até praticas completas de
operacionalizacdo de modelos. O capitulo também aborda conceitos fundamentais como
CI/CD, infraestrutura como cédigo, versionamento de modelos e monitoramento de data
drift, além de destacar ferramentas como AWS SageMaker, GitHub Actions e Docker que
viabilizam sua aplicagao pratica.
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Link para a planilha: & Referéncias_MLOPS

Instituto de Informatica (INF) - UFG
Alameda Palmeiras, Quadra D, Campus Samambaia
Fone: (62) 3521-1181 / Fax: (62) 3521-1182



MINISTERIO DA EDUCAGAO @ ‘ UFG
UNIVERSIDADE FEDERAL DE GOIAS ‘ ‘ UNIVERSIDADE
INSTITUTO DE INFORMATICA “ FEDERAL DE GOIAS

Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo formalizar o aceite
da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“Gate”) de aprovagao: 10 de set. de 2025

Participantes da Entrega [matriculados em Residéncia em IA]:

Danielle Tavares da Silva

Entrega: [descrever a ENTREGA - requisitos e produtos gerados: links para textos, codigos, videos etc.]

Na Semana anterior o estudo foi mais introdutério e superficial. O foco desta segunda Semana foi
aprofundar a compreensao dos principais componentes do MLOps.

Atividades Realizadas:

e Leitura do artigo What is MLOps? (Medium) — baixei a pagina e fiz anotagdes.
What's MLOps?

e Curso (Coursera / DeeplLearning.Al) — assisti os primeiros videos da playlist no
YouTube, fiz algumas anotagdes pontuais e enriqueci alguns conceitos com ajuda de
LLMs.

B Anotacdes - playlist

e Leitura MLOps: Continuous delivery and automation pipelines in machine learning
(Google Cloud) — como aplicar MLOps com CI/CD e treinamento continuo (CT) para
automatizar todo o ciclo de vida de sistemas de Machine Learning, desde a criacéo até a
operagao em producao.

B Resumo

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]

Para a proxima Semana:
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e Aprofundar os estudos em Deployment, Monitoramento e Observabilidade e
Re-treinamento Continuo
o Pesquisar referéncias e materiais sobre esses temas, estudando de forma mais
detalhada os conceitos
o Compilar os aprendizados em documentos organizados que servirdo de base para
as etapas seguintes.

Observacao: [caso precise fazer alguma observagio, de qualquer “natureza”
p g G qualq

ACEITE DA ENTREGA:

CEDRIC LUIZ DE CARVALHO: (D)
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Anotacodes - playlist

Ciclo de vida de ML

> Scoping »> Data > Modeling > Deployment >
Define data Monitor &
Label and Select and Perform error Deploy in
Define project and establish maintain
Reaslies organize data train model analysis production system
1. Scoping — definir problema, métrica(s), recursos e timeline
2. Dados — definir, rotular/organizar, estabelecer baseline
3. Modelagem — selecionar/treinar, fazer analise de erros
4. Deployment — colocar em produgao

a. Monitorar & Manter — medir, alertar, aprender e voltar etapas quando
necessario

N&o é linear: vocé pode voltar de qualquer etapa para outra (principalmente de
producdao — dados/modelo).

0 - Scoping

Decisoes

Qual dor de negdcio sera resolvida?
Métricas-chave:
o Acuracia/qualidade (ex.: F1, AUC, WER, RMSE)
o Laténcia (p95/p99) e throughput (req/s), além de SLA/SLO
o Métrica de negécio (conversao, fraude evitada, tempo de atendimento etc.)
Restricbes/risco: privacidade, custo, explainability, fairness.
Estimar recursos (dados, rétulos, GPU/CPU) e timeline.

1 - Dados (definir, organizar, baseline)

Decisoes e checklists (generalize do caso de audio para qualquer dado)
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Definicdao do dado: esquema, formatos, sampling rate/normalizagao
Rotulagem consistente: guia de anotagao, exemplos positivos/negativos, casos
ambiguos.

Pré-/poés-processamento padrao

Parti¢oes: train/val/test por entidad

Balanceamento, stratification, e analise de viés por fatias (grupo, regiéo,
dispositivo...).

e Versionamento de dados e data lineage; contratos de dados.
Baseline
e Baseline de dados: estatisticas, distribui¢cao, (%) faltantes/outliers, cobertura por

fatias.
Baseline de modelo simples (regra/heuristica/majoritaria) para ancorar ganhos.

2 - Modelagem (selecionar/treinar + analise de erros)

Pratica geral

Pesquisa académica: tende a fixar dados e variar
cddigo/arquitetura/hiperparametros.

Produto: tende a otimizar dados/rotulagem primeiro (data-centric), depois refinar
modelo.

Checklist

Definir pipeline reproduzivel (semente, ambiente, versdes).

Rastreamento de experimentos (codigo, dados, hiperparametros, métricas).
Analise de erros: por tipo e por fatias (onde o modelo falha e por qué).

Planos de melhoria priorizando dados (novos exemplos, limpeza, guias melhores),
depois modelo (features/arquitetura/hparams).

3 - Deployment (colocar em produgao)

Padroes de servigo

Batch (janela programada)
Online/API (baixa laténcia)
Streaming (eventos continuos)
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Arquitetura (generalizando o diagrama)

e Servigo de predicao (APl ou job)

e Pré-/pés-processamento no cliente/edge ou no servidor (ex.: VAD em audio;
limpeza/normalizagéo; OOD/outlier gate)

e Integracdo com feature store, model registry, observabilidade e auth.

Checklist
e Requisitos de laténcial/throughput e autoscaling
e Testes: unitarios, integracao, carga, shadow e canary/blue-green
e Plano de rollback (versbes no registry)
e Segurancga/privacidade (masking/PIl, rate-limit)

4 - Monitoramento e Manutencao

O que medir

Operacional: laténcia p95/p99, erro, uso de recursos
Dados: esquema, nulos, deriva (PSI, KS, validagao adversaria), OOD
Modelo: qualidade com rétulos (quando chegam) e métricas proxy quando rétulos
atrasam
e Negoécio: KPI real que o modelo influencia

Drifts

Data drift (covariate shift): mudam as entradas X
Concept drift: muda a relagdo X—Y (0 mundo mudou)
Label delay: rotulos chegam muito depois (use proxies no curto prazo)

Acgodes

e Alertas acionaveis + dashboards por fatias
e Gatilhos de retreino (queda de métrica, drift, novos dados)
e Rotas de fallback (modelo anterior/heuristica)
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Desafios de deploy

e Data Drift e Concept Drift
e Software engineering issues
o Real time or Batch
Cloud vs. Edge/Browser
Compute resourses (CPU/GPU/memory)
Latency, throughput (Queries per secund)
Logging
Security and privacy

O O O O O

Casos comuns de deployment

1. Novo produto/capacidade

Implantar um modelo de ML para criar algo totalmente novo, que nao existia antes.
Exemplo: langcar um app que detecta doencas de pele a partir de fotos.

2. Automatizar/auxiliar em tarefa manual

Substituir ou apoiar uma tarefa repetitiva feita por humanos, tornando-a mais rapida
e escalavel.
Exemplo: um modelo que I&€ documentos e extrai informagdes automaticamente, reduzindo

3. Substituir sistema de ML anterior

Trocar um modelo antigo por um mais atualizado, preciso ou eficiente.
Exemplo: substituir um classificador de fraudes antigo por um novo modelo treinado com
mais dados e técnicas modernas.
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Resumo

MLOps: pipelines de entrega continua e
automacao no aprendizado de maquina

Contexto geral

e O MLOps une praticas de DevOps ao Machine Learning para automatizar e
monitorar todo o ciclo de vida de ML.: integracgao, teste, implantagéo,
monitoramento e reentreinamento.

e ML é mais do que apenas o cddigo do modelo — envolve dados, automagao,
monitoramento, validagao, recursos, infraestrutura e governanca.

e Principais desafios: dados que mudam ao longo do tempo, modelos que degradam,
integracao entre ciéncia de dados e operagdes.

. Testing and Resource
Data collection )
debugging management
Configuration Servin
' Model analysis : 9
Data y infrastructure
verification
Process
management
Automation Feature engineering Monitoring

Metadata management

Figura 1: mostra que o cédigo de ML € sé uma pequena parte de todo o sistema

Diferenca entre DevOps e MLOps

e DevOps — foca em CI/CD (cddigo — build — deploy).
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e MLOps — além de CI/CD, precisa também de CT (Continuous Training) para lidar
com novos dados e re-treinamento automatico.

e Diferencas-chave:
o Testes incluem dados, esquemas e modelos.
o Deployment é de pipelines completos, nao apenas pacotes de software.

o Monitoramento deve detectar drift e degradagao do modelo.

Passos tipicos de ciéncia de dados em ML
1. Extragcao de dados
2. Anadlise exploratoéria (EDA)
3. Preparagao de dados (limpeza, divisao treino/validagao/teste)
4. Treinamento de modelo
5. Avaliagao e validagao do modelo
6. Implantagao (API REST, edge/mobile, batch)

7. Monitoramento continuo

Nivel 0 — Processo manual
e Orientado por scripts e notebooks.
e Cientistas de dados treinam o modelo — os engenheiros implantam manualmente.
e |teracdes pouco frequentes, sem CI/CD, sem monitoramento ativo.

e Adequado para cenarios simples, mas modelos tendem a falhar em producéo.
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Figura 2: Passos manuais de ML para exibir o modelo como um servigo de previséao.

Nivel 1 — Automacao de pipeline de ML
e Introduz pipelines automatizados e treinamento continuo (CT).
e Caracteristicas:
o Experimentos rapidos e orquestrados.
o Reuso de codigo modularizado em componentes.
o Automacgao da implantagao do pipeline inteiro (ndo s6 do modelo).
e Componentes extras:
o Validagao de dados e modelos.
o Feature Store (armazenamento centralizado de features).
o Metadata Store (para rastrear execugoes, versdes e métricas).

o Triggers (gatilhos sob demanda, por cronograma, novos dados ou queda de
desempenho).
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Figura 3: Automacao de pipeline de ML para TC.

Nivel 2 — Automacao de CI/CD para ML
e Além da automacéo do pipeline, adiciona CI/CD completo para ML.
e Permite:
1. Testes automaticos de cddigo, dados e modelos.
2. Criagdo e empacotamento automatizado (imagens, executaveis).

3. Deploy continuo com validagdes (compatibilidade, testes de carga, testes
A/B).

e Fluxo tipico:
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1. Desenvolvimento e experimentagao.

2. Integragao continua (build + testes).

3. Entrega continua (deploy automatizado).

4. Acionadores automaticos para reentreinar modelos.

5. Monitoramento de métricas e drift — dispara novas iteragdes.

Model MLOps
analysis
S
4 1 2
L S S e s ChBMdlsiocase  pyege
P repository PP P
/ L,
IOttt £0: Pipaline
: staging/preproduction/production deployment
: Feature
i slore
Trained
Model
registry model
4 * 5
Aulomatedpipeline
CD: Model
Data s Data Data Modal Model Modsl serving
—_—  extraction walidation preparation training evaluation validation
s
4
WD ML metadata stare
T
: ]
Performance ’ Prediction
maonitaring service

Figura 4: Pipeline de ML automatizado e CI/CD.
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Figura 5: Estagios do pipeline de ML automatizado de CI/CD.

Conclusao

e MLOps nao é apenas servir modelos como API, mas sim implantar e automatizar

pipelines completos de ML.

e A maturidade vai de nivel 0 (manual) — nivel 1 (pipeline automatizado) — nivel 2

(CI/CD completo).

e O avanco de cada nivel aumenta a reprodutibilidade, escalabilidade e resiliéncia

dos sistemas de ML.
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APENDICE 2

Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo formalizar o aceite

da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“Gate”) de aprovagao: 18 de set. de 2025

Participantes da Entrega [matriculados em Residéncia em IA]:

Danielle Tavares da Silva

Entrega: [descrever a ENTREGA - requisitos e produtos gerados: links para textos, codigos, videos etc.]

Area: MLOps

Essa Semana eu realizei a leitura do survey “Challenges in Deploying Machine Learning: a Survey of Case
Studies”, e gerei algumas anotagbes presentes no documento:
B Challenges in Deploying Machine Learning: a Survey of Case Studies

A partir dessa leitura, busquei referéncias, com apoio do ChatGPT no modo agente, relacionadas a
deployment, monitoramento e observabilidade, concept drift e re-treinamento. Também acrescentei
alguns artigos que ja havia separado previamente.

Préximas leituras

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]

Para a préxima Semana:
e Selecionar e realizar as leituras
e Montagem de um Glossario que sera feito em colabora¢do com a Luisa e a Maria Eduarda

Observacgao: [caso precise fazer alguma observagio, de qualquer “natureza”]

ACEITE DA ENTREGA:
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Challenges in Deploying Machine Learning: a Survey of Case Studies

Este documento foi produzido com base em partes que eu mesma grifei e anotei, com
auxilio da ferramenta ChatGPT para resumir

1 INTRODUCTION

O aprendizado de maquina (ML) evoluiu do meio académico para aplicagdes praticas
em empresas, com crescimento anual de cerca de 25%. Essa expansdo traz desafios, ja que
solugdes eficazes em pesquisa nem sempre funcionam em sistemas reais, onde surgem
gargalos técnicos e questdes como Vviés, custos e falta de expertise.

O estudo busca mapear os principais obstaculos no deployment de ML em produgao,
abordando o fluxo de implantacdo, problemas relatados em estudos de caso, aspectos
transversais (ética, legislacdo, confianca e seguranca) e possiveis solucdes.

Enquanto pesquisas anteriores mostravam ‘“onde” usar ML, hoje a preocupagdo ¢é
“quao dificil ¢ implantar”. Relatorios de mercado revelam prazos longos para colocar modelos
em producao, altas taxas de fracasso e barreiras recorrentes. Na literatura académica, porém, a
cobertura do pipeline completo ainda ¢ limitada, com foco em aspectos especificos ou setores
isolados.

2 MACHINE LEARNING DEPLOYMENT WORKFLOW

O estudo adota a definicdo de workflow de ML proposta por Ashmore et al. Esse fluxo
¢ dividido em quatro estagios principais:

Gestao de dados: preparo dos dados;
Aprendizado do modelo: selegdo e treinamento;
Verificacao do modelo: checagem de requisitos ¢ de desempenho;

Implantacio: integracdo a infraestrutura de software, manutencao e atualizagao.

Na pratica, essas etapas ndo seguem uma sequéncia rigida, podem ocorrer em paralelo,
com realimentagdes entre elas. O modelo €, portanto, uma abstra¢do util para organizar e
classificar os desafios do deployment. Essa representagao foi escolhida porque detalha mais
passos que outras alternativas, permitindo uma analise mais granular dos problemas.
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3 DATA MANAGEMENT

A secdo destaca que os dados sdo parte essencial de qualquer solu¢do de machine
learning, tendo peso tdo grande quanto os proprios algoritmos para a eficicia do sistema. A
criacdo de datasets de qualidade ¢ apresentada como a primeira etapa de um pipeline de
producdo em ML, mas também como uma das mais trabalhosas, consumindo tempo e energia
além do previsto. O texto estrutura a discussdo em quatro etapas principais da gestdo de
dados: coleta, pré-processamento, aumento de dados e analise.

3.1 Data collection

A coleta de dados ¢ descrita como o processo de identificar e compreender quais
dados estdo disponiveis e como organiza-los em um armazenamento acessivel. Esse passo
inicial ja pode ser bastante desafiador, especialmente em ambientes de producao de grande
escala dentro de organizagdes. Localizar fontes de dados e entender sua estrutura se torna uma
tarefa central que muitas vezes impede até o inicio do desenvolvimento de aplicagdes de ML.
O exemplo do Twitter mostra como a aplicagdo do principio de “responsabilidade unica” em
servicos independentes torna o sistema escalavel e flexivel, mas dificulta o rastreamento de
quais servicos armazenam dados de uma mesma entidade e em qual formato.

3.2 Data preprocessing

O pré-processamento ¢ caracterizado como a etapa de limpeza e padroniza¢do dos
dados, envolvendo desde a defini¢do de esquemas e preenchimento de valores ausentes até a
simplificacdo e conversao para formatos mais adequados. O texto destaca um desafio menos
conhecido, mas igualmente relevante: a dispersdo de dados. Isso ocorre quando multiplas
fontes contém informagdes relevantes, mas seguem esquemas, convengdes e formatos
distintos, exigindo um processo complexo de integracao.

Um exemplo citado ¢ o do sistema Firebird, criado pelo Departamento de Bombeiros
de Atlanta para priorizar inspec¢des. O projeto precisou unir dados de 12 bases diferentes, que
incluiam historicos de incéndios, licengas comerciais e registros de domicilios, em um tnico
dataset. A juncdo foi especialmente dificil porque os edificios eram identificados por
informacdes geoespaciais, como enderecos, que apareciam em formatos variados e até com
pequenas diferencas de grafia.
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3.3 Data augmentation

A etapa de data augmentation, em pratica, ¢ a falta de dados rotulados, causada pelo
grande volume de informagdes, pela dificuldade de acesso a especialistas e pela auséncia de
dados variados. Em areas como trafego de rede, rotular pacotes em escala ¢ inviavel, seja
coletando trafego real ou simulando, ja que ambos os métodos geram problemas de qualidade.
Em dominios criticos, como saude, depender de especialistas torna o processo caro e limitado,
e alternativas com rotulos fracos podem comprometer a seguranga. Além disso, o design da
interface usada para coletar anota¢des ¢ apontado como um fator essencial para garantir
qualidade e confiabilidade nos rétulos.

3.4 Data analysis

r

A andlise de dados ¢ necessaria para identificar vieses ¢ mudangas inesperadas na
distribuicdo. Um dos maiores desafios € a visualizacdo para data profiling, que envolve tarefas
de diagnostico da qualidade dos dados, como detectar valores ausentes, inconsisténcias de
tipos e validar suposigoes.

4 MODEL LEARNING

O aprendizado de modelos ¢ a fase do workflow de implantagdo que mais recebe
aten¢do na comunidade académica. Apesar desse foco, ainda existem muitos desafios praticos
ligados a selecdo de modelos, ao treinamento e a escolha de hiperpardmetros.

4.1 Model selection

Na pratica, a escolha de modelos costuma ser definida pelo nivel de complexidade.
Embora areas como deep learning e reinforcement learning tenham grande destaque em
pesquisas, muitas vezes opta-se por modelos mais simples, redes neurais simples, PCA,
arvores de decisdo e random forests. Esses modelos servem para validar conceitos
rapidamente, montar pipelines funcionais e evitar atrasos provocados por arquiteturas muito
elaboradas. Um exemplo ¢ o caso da AirBnB, em que uma rede neural complexa foi
simplificada para uma arquitetura com apenas uma camada oculta, o que viabilizou a
implantacdo e forneceu bom desempenho.

Outra razdo para a escolha de modelos simples estd nos recursos computacionais.
Ambientes restritos, como o da sonda espacial Europa Clipper, exigem baixo consumo de
energia e memoria, favorecendo técnicas como PCA ou limiares simples em vez de deep
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learning. Situagdo parecida ocorre em redes celulares, onde restricoes de energia e
transmissao ainda inviabilizam modelos avancados.

Além disso, a interpretabilidade muitas vezes pesa mais que a performance. Arvores
de decisdo sao amplamente utilizadas por sua logica transparente, com aplicagdes frequentes
em manufatura e em bancos, onde prever churn exige explicar quais fatores levam o cliente a
desistir.

4.2 Training

O treinamento € o processo de alimentar o modelo com dados para aprender padrdes.
Um dos maiores problemas sdo os custos computacionais, especialmente em NLP. O custo
cresce com o tamanho dos datasets, o nimero de pardmetros e a quantidade de operagoes,
sendo esse ultimo fator cada vez mais critico devido ao aumento de modelos com bilhdes de
parametros.

Outra preocupacgdo ¢ o impacto ambiental. Pesquisas indicam que um ciclo completo
de treino com neural architecture search pode emitir tanto CO: quanto quatro carros durante
toda a sua vida util. Isso levanta discussdes sobre a necessidade de algoritmos e hardwares
mais eficientes.

A privacidade dos dados também surge como desafio. Estudos mostraram ataques de
membership inference capazes de identificar se um dado especifico foi usado no treinamento,
com precisdo de até 94%. Isso exige técnicas que preservem a privacidade, como differential
privacy (que insere ruido nos dados), homomorphic encryption (treinamento sobre dados
criptografados, mas limitado) ou federated learning (treinamento distribuido nos dispositivos
dos usuarios). Todas essas abordagens, no entanto, envolvem um delicado equilibrio entre
privacidade e acuracia.

4.3 Hyper-parameter selection

Modelos de ML dependem ndo so6 de parametros aprendidos, mas também de
hiperparametros, como a profundidade de uma arvore ou o nimero de camadas em uma rede
neural. A otimizacdo desses valores (HPO) normalmente exige multiplos ciclos de treino,
tornando-se cara e computacionalmente pesada. O problema cresce de forma exponencial a
medida que mais hiperparametros entram no espaco de busca.

Técnicas como Hyperband e Bayesian Optimization foram criadas para reduzir o
nimero de ciclos necessarios, mas ainda ndo conseguem lidar bem com buscas de alta
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dimensionalidade em grandes datasets. Outro obstaculo ¢ a definicdo do espaco de busca: em
muitos casos praticos ndo ha conhecimento suficiente para estabelecer limites adequados, o
que restringe a aplicacdo de técnicas avangadas.

A escolha de hiperparametros também precisa considerar o contexto de execucao. Em
dispositivos embarcados e moveis, por exemplo, restricoes de energia ¢ memoria exigem
abordagens de HPO adaptadas ao hardware, de modo a equilibrar precisdo e eficiéncia.

5 MODEL VERIFICATION

A verificacdo € essencial no ciclo de desenvolvimento de software porque assegura a
qualidade do produto e reduz custos de manutengdo. Em machine learning, o modelo precisa
generalizar para dados ndo vistos, lidar com casos extremos de forma razoavel, ser robusto e
cumprir requisitos funcionais. Essa etapa envolve trés dimensdes principais: definicio de
requisitos, verificacio formal e verificacio baseada em testes.

5.1 Requirement encoding

Definir requisitos claros para modelos de ML ¢ fundamental antes das atividades de
teste. Muitas vezes, ganhos em métricas de acuracia ndo se traduzem em valor de negocio,
como mostrou a experiéncia da Booking.com ao implantar 150 modelos em producao:
métricas de proxy (como cliques) ndo se convertiam no resultado desejado (como
conversoes). Por isso, ¢ necessario estabelecer métricas adicionais, especificas de dominio,
que podem ser inspiradas em KPIs (Key Performance Points) e outros indicadores de
negocios, como conversdes, nimero de cancelamentos ou tickets de atendimento.

Outro ponto ¢ que métricas de desempenho precisam refletir as prioridades da
audiéncia. Isso significa validar modelos em relagdo a aspectos como viés e justi¢a, ou ainda
recursos especificos do dominio, como consumo de energia em espagonaves. Assim, a
verificagdo vai além da precisdo, conectando o desempenho técnico a critérios praticos e
sociais relevantes.

5.2 Formal verification

A verificagdo formal busca assegurar que o modelo atenda rigorosamente aos
requisitos definidos. Em teoria, isso poderia incluir provas matematicas de corre¢do ou limites
numéricos de erro, mas na pratica raramente € aplicado. O que predomina sdo padroes de
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qualidade estabelecidos por marcos regulatorios, que definem critérios e processos de
conformidade.

O setor bancario ¢ um exemplo marcante, especialmente apds a crise financeira global,
quando aumentou o nivel de fiscalizacdo sobre modelos usados em decisdes criticas.
Reguladores como a Prudential Regulation Authority (Reino Unido) e o Banco Central
Europeu publicaram diretrizes que exigem frameworks de risco para modelos, obrigando os
desenvolvedores a criar extensas baterias de testes. Nesse contexto, a verificacdo formal nao ¢é
apenas técnica, mas também regulatéria: trata-se de demonstrar que os modelos cumprem
requisitos oficiais e podem ser auditados de acordo com normas especificas.

5.3 Test-based verification

A verificagdo baseada em testes garante que o modelo generalize bem para dados nao
vistos. Embora seja comum derivar um conjunto de validagdo a partir do dataset de treino,
isso ndo ¢ suficiente para garantir qualidade em producdo. O ideal ¢ realizar testes em
ambientes reais, onde métricas de negocio possam ser acompanhadas, mas isso nem sempre €
vidvel por razdes de segurancga, custo ou escala.

Por isso, simula¢des se tornaram recurso amplamente utilizado, como no
desenvolvimento de veiculos autdnomos. Simulagdes permitem criar cenarios raros, sao mais
baratas e rapidas, mas tém limita¢des: dependem de suposi¢des feitas pelos desenvolvedores e
podem divergir do mundo real. Pequenas diferencas entre simulagdo e realidade podem
comprometer drasticamente o desempenho do sistema.

Além dos testes do modelo, ¢ crucial validar continuamente os préprios dados usados
no pipeline. Problemas podem surgir de bugs, loops de feedback ou mudancas em
dependéncias externas. Como esses erros podem se propagar ¢ se manifestar em diferentes
pontos do pipeline, ¢ fundamental implementar rotinas automadticas de validagdo de dados
para evitar falhas dificeis de diagnosticar.

6 MODEL DEPLOYMENT

Sistemas de machine learning em produgdo sdo softwares complexos que precisam ser
mantidos ao longo do tempo. Isso traz desafios comuns ao desenvolvimento tradicional e
outros especificos de ML. Assim como o DevOps surgiu para sustentar sistemas em produgao,
ha a necessidade de adaptar seus principios ao contexto de ML. Entre os desafios particulares
estdo: auséncia de telemetria padronizada, dificuldade em coletar rotulos para aprendizado
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supervisionado em producao e falta de boas praticas consolidadas para lidar com modelos.
Dentro desse cenario, a implantagdo envolve trés etapas principais: integracao,
monitoramento e atualizacao.

6.1 Integration

A integra¢do inclui tanto a construcdo da infraestrutura para rodar o modelo quanto a
implementagdo do modelo em formato utilizavel. Embora a parte de infraestrutura esteja mais
ligada a engenharia de sistemas, o texto enfatiza aspectos de software ¢ ML que se
sobrepdem.

Um exemplo ¢ o reuso de dados e modelos, pratica comum em engenharia de software
e cada vez mais adotada em ML. O caso do Pinterest mostra como trés modelos distintos de
embeddings de imagens foram unificados em um conjunto universal, o que reduziu
retrabalho, simplificou pipelines e ainda melhorou a performance.

Outro ponto ¢ a colaboracdo entre pesquisadores e engenheiros. Embora em teoria
pesquisadores cuidem do modelo e engenheiros da infraestrutura, na pratica suas areas se
sobrepdem em insumos, métricas e codigo. Experiéncias mostram que envolver pesquisadores
em todo o ciclo, incluindo versionamento, revisdo de codigo e manutencdo da base, traz
ganhos em velocidade e qualidade do produto, apesar das dificuldades iniciais.

6.2 Monitoring

O monitoramento ¢ critico para manter modelos em produ¢do, mas ainda carece de
consenso sobre quais métricas de dados e modelos observar ¢ como disparar alertas.
Monitorar derivagdes de dados de entrada, vieses de previsdo e performance geral continua
sendo um desafio aberto.

Um problema particular ¢ o dos feedback loops: ao serem continuamente atualizados,
modelos podem influenciar o proprio input, alterando seu comportamento de forma
intencional ou nao.

Outro aspecto central ¢ a detec¢do de outliers. Modelos podem falhar ao generalizar
fora da distribuicao de treino ou gerar previsoes excessivamente confiantes. Porém, treinar
detectores ¢ dificil pela escassez de rotulos de outliers, tornando o processo semi ou nao
supervisionado.
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6.3 Updating

Ap0s a implantacao inicial, atualizar o modelo ¢ essencial para refletir mudangas nos
dados e no ambiente. Técnicas incluem re-treinamento agendado e aprendizado continuo, mas
a pratica esbarra em limitagcdes como o concept drift, mudancas na distribuicao conjunta de
entradas e saidas ao longo do tempo. Esse fenomeno pode ser abrupto (eventos externos) ou
gradual (alteragdes acumuladas). Detectar concept drift ¢ hoje uma das maiores preocupagdes
das equipes de ML em produgdo, ja que ele afeta diretamente a decisdo de quando e como
atualizar.

Além do desafio de deteccdo, ha o como entregar o modelo atualizado. Em software
tradicional, isso ¢ resolvido com Continuous Delivery (CD). No caso de ML, o problema ¢
mais complexo porque envolve trés dimensdes em constante mudanca: cddigo, modelo e
dados. Trabalhos recentes tentam adaptar CD especificamente para ML, estruturando
pipelines completos de atualizacao.

8.1 Tools and services

O mercado de ferramentas e servicos para ML cresce rapidamente, oferecendo
solugdes que atacam problemas pontuais do ciclo de deployment. Plataformas como AWS
SageMaker, Microsoft ML, Uber Michelangelo, TensorFlow TFX e MLflow ja entregam
pipelines de ponta a ponta, cuidando de armazenamento de dados, re-treinamento e
monitoramento, reduzindo a carga operacional.

Na area de qualidade e verificacdo, destacada na Secdo 5, novas ferramentas ajudam
a criar suites de teste. Exemplos sdo o Jenga (robustez contra erros de dados), a metodologia
CheckList (avaliacdo formal da qualidade em NLP) e o Data Linter (checagem de
problemas em datasets).

No tema de rotulagem de dados, discutido na Secdo 3.3, a 4rea de weak supervision
trouxe bibliotecas como Snorkel, Snuba e cleanlab, que j& apresentam bons resultados
industriais.

Para selecio de modelos e ajuste de hiperparametros (Segoes 4.1 e 4.3),
ferramentas de AutoML como Auto-Keras, Auto-sklearn ¢ TPOT automatizam parte do
processo. Porém, relatos praticos alertam que ainda ndo estdo maduras para contextos de alto

risco.
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Quanto ao concept drift (Se¢ao 6.3), bibliotecas como Alibi Detect ¢ servigos como
Azure ML ¢ AWS SageMaker ja oferecem deteccdo, enquanto abordagens como domain
adaptation, meta-learning e transfer learning ajudam a mitigar efeitos do shitft.

O uso de ferramentas, contudo, traz o risco de dependéncia excessiva. Como novas
solucdes surgem constantemente, escolher, aprender e manter ferramentas adicionais pode se
tornar um fardo de manutengao.
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Link para a planilha: & Proximas leituras
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Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo formalizar o aceite
da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“Gate”) de aprovagao: 24 de set. de 2025

Participantes da Entrega [matriculados em Residéncia em IA]:

Danielle Tavares da Silva

Entrega: [descrever a ENTREGA - requisitos e produtos gerados: links para textos, codigos, videos etc.]

Nesta Semana, foi realizada a leitura do artigo “Machine Learning Operations: A Survey on MLOps
Tool Support”, que faz um levantamento das principais ferramentas usadas em MLOps. O estudo mostra
como essas ferramentas se organizam para apoiar todo o ciclo de vida de machine learning, desde a
preparacao e versionamento de dados até o deploy e monitoramento dos modelos.

B Machine Learning Operations: A Survey on MLOps Tool Support

Também foi lido o artigo “Monitoring machine learning models: a categorization of challenges and
methods”, apresenta os principais desafios de verificagcao e validagdo de modelos em produg¢édo, como
mudangas nos dados (dataset drift), perda de desempenho e problemas de integragdo com outros
sistemas. Além disso, o artigo propde uma taxonomia dos métodos de monitoramento, que classifica
diferentes abordagens para acompanhar dados € modelos em produgao, considerando métricas de
desempenho, robustez, confianga, custos, interpretabilidade e aspectos éticos.

B Monitoring machine learning models: a categorization of challenges and methods

Por fim, houve o acréscimo de novos termos no glossario de MLOps, desenvolvido em conjunto com
Maria Eduarda e Luisa.

B Glossario de termos na area de MLOPS

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]

Para a préxima Semana, utilizando a planilha de referéncias levantada na Semana anterior, o foco sera o
aprofundamento nos estudos sobre monitoramento de modelos e concept drift.

Observagao: [caso precise fazer alguma observagio, de qualquer “natureza”]
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Machine Learning Operations: A Survey on MLOps Tool Support

Machine Learning Operations: A Survey on MLOps Tool
Support

O artigo aborda a importancia do MLOps como extensdo do DevOps para integrar o ciclo de
vida de Machine Learning (dados, modelos e codigo) dentro de pipelines de CI/CD.
O objetivo ¢ identificar e comparar ferramentas de MLOps, destacando como elas apoiam desde data
engineering, versionamento, automacio de pipelines, deployment até monitoramento de
modelos.

Tabela de Ferramentas

Ferramenta Para que serve

Kubeflow Criado pelo Google, roda sobre Kubernetes. Facilita deploy escaldvel de
modelos, automacéo de pipelines e monitoramento. Tem notebooks, pipelines
e KFServing. Limitacdo: ndo possui ferramenta nativa de CI/CD, mas os
pipelines ajudam.

MLFlow Open-source, ndo depende de nuvem. Cobre ciclo de ML com tracking de
experimentos, packaging de projetos, modelos e model registry. Suporta
varias libs e linguagens. Permite deploy com AWS, Azure, Spark. Limitacdo:
ndo possui notebooks embutidos, gestao de usuarios limitada.

Iterative Inclui DVC (Data Version Control) para versionar datasets e modelos
Enterprise (DVC | grandes e CML (Continuous Machine Learning) para CI/CD em ML via
+ CML) GitHub/GitLab. Gera relatorios automaticos em pull requests. DVC Studio

facilita colaboragao.

DataRobot Plataforma comercial que centraliza deploy, monitoramento e gestao de
modelos em producio, independente de como foram criados. Suporta varias
linguagens e ambientes. Ponto negativo: requer licenciamento pago por

instancia.
Allegro.ai Open-source da Allegro.ai. Inclui ClearML, que cobre experimentos,
(ClearML) orquestragdo, DataOps, hyper-datasets, deploy e ambientes remotos. Tem

pacotes Python, servidor para gestdo de experimentos e modulos para
notebooks remotos.
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MLReef Open-source baseado em Git. Oferece ambiente colaborativo, reprodutivel,
com pipelines rapidos. Focado em colaboracdo, compartilhamento e
integracdo CI/CD. Disponibiliza CPU/GPU gratis em alguns casos.

Streamlit Biblioteca Python para criar dashboards e web apps rapidos. Muito usado

para visualizagdo de resultados de ML, néo cobre todo o ciclo de MLOps,
mas facilita apresentacdo e interagao.

Cloud Providers
(Google, Azure,

- Google Cloud: Dataflow, Al Notebooks, Cloud Build, TFX e Kubeflow
pipelines. - Azure: Azure ML (treino e deploy), Pipelines (CI/CD), Monitor,
AWS) Kubernetes. - AWS SageMaker: cobre todo ciclo de ML (treino, deploy,
monitoramento). Muito completo, mas pago.

Legenda:
e DV = Data Versioning
e HT = Hyperparameter Tuning
e MEYV = Model/Experiment Versioning
e PV =Pipeline Versioning
e CICD = Integragdo e Deploy continuos
e MD = Model Deployment
e PM = Performance Monitoring

Tabela Comparativa de Features

Ferramenta / Plataforma

DV

HT

MEV

CICD

PM

AWS SageMaker

4

4

MLFlow

V|

Kubeflow

<

DataRobot

NN N

Iterative (DVC + CML)

N

N

ClearML (Allegro.ai)

N

SERSIESERSEEARS

SERSIESERSEEARS

<

N
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MLReef
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Streamlit
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Monitoring machine learning models: a categorization of challenges and methods

Monitoring machine learning models: a categorization of
challenges and methods (Schroder & Schulz, 2022).

® O uso de ML cresce rapidamente, mas muitos projetos ndo passam da fase de teste.
Diferencas em relagdo a software tradicional: modelos sdo dinamicos, black boxes, frageis a
mudangas no ambiente.

e Objetivo do artigo: investigar desafios de verificacao e validagao (V&V) em modelos de ML
em operagao e propor taxonomia de métodos de monitoramento.

2. Definicoes

e MLM (Machine Learning Model): modelo estatistico treinado com aprendizado
supervisionado.

e MLS (Machine Learning System): conjunto de componentes, incluindo o MLM, pipelines
de dados, monitoramento.

e Verificacdo: checar se requisitos técnicos foram atendidos.
e Validacio: avaliar se o sistema satisfaz as necessidades reais dos usuarios.

e Monitoramento: coleta, analise ¢ interpretacdo de métricas em produgdo para detectar
problemas e corrigi-los.

e Diferenca entre teste (antes da producdo) e monitoramento (durante a operagio).

3. Desafios na operaciao de modelos de ML

1. Alta dimensionalidade: complexidade de dados e do espago de estados do modelo,
dificultando analises.

2. Dataset shift: mudancas nas distribuigdes entre treino e produca

3. Robustez: vulnerabilidade a ruidos, ataques adversariais, inputs invalidos ou mudancas de
configuragdo.
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4. Interdependéncia de sistemas: dependéncias entre pipelines de dados, bibliotecas externas e
entre modelos.

5. Comunicacio de resultados: dificuldade de interpretar e explicar previsoes; baixa
transparéncia; problema da incerteza preditiva.

6. Projeto e validacio de testes: dificuldade de definir oraculos de verdade, efeitos em cadeia
em sistemas complexos e pouca validade de testes antes do deployment.

4. Monitoramento de modelos de ML

Propde uma taxonomia de métodos, organizada em dois eixos: dados vs. modelo e técnico vs. ndo
técnico.

4.1. Monitoramento de dados

e Validade por observacao: checar completude, consisténcia e correcdo de registros
individuais.

e Validade entre lotes: comparar distribuicdes de batches para detectar dataset shift.
e Novidade: identificar dados fora da distribuigcdo conhecida.
e Aspectos econdmicos: custo de coleta vs. utilidade preditiva das features.

e Aspectos éticos: evitar uso de atributos sensiveis (idade, género, etnia).

4.2. Monitoramento de modelos
Meétricas divididas em seis aspectos:

1. Performance: acuracia, precisdo, recall, MAE, RMSE; detectar quedas de desempenho.
2. Robustez: avaliar resisténcia a ruidos, erros de dados e ataques adversariais.

3. Confianca: medir a incerteza das previsdes e a calibragem das probabilidades.
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4. Econdmico: consumo de recursos, acdes do modelo, relacdo entre métricas técnicas e métricas
de negocio.

5. Interpretabilidade: avaliar complexidade do modelo, explicabilidade

6. Etica: medir justica (fairness) com base em critérios como group fairness, counterfactual
fairness, individual fairness.
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Glossario de termos na area de MLOps

Tabela resumo dos termos:

Termo

Definicao

CI (Continuous Integration)

Processo de integracdao continua de codigo e
componentes de ML. Garante que alteragdes
em scripts, pipelines ou configuragdes sejam
testadas e validadas de forma automatica,
prevenindo falhas na colaboracdo entre
equipes.

CD (Continuous Delivery/Deployment)

Pratica de entregar e implantar modelos e
pipelines de forma continua e confidvel em
ambientes de produgao. Permite
atualizagOes rapidas e seguras, reduzindo o
tempo

CT (Continuous Training)

Extensdo das praticas de CI/CD para o
aprendizado de maquina. Automatiza o
reprocessamento e  re-treinamento  de
modelos sempre que novos dados estdo
disponiveis ou quando ocorre drift,
garantindo que o modelo permaneca
atualizado e relevante.

CM (Continuous Monitoring)

Monitoramento constante de dados e
modelos em producdo, avaliando métricas
técnicas e de negdcio, além de detectar
problemas como drift e vieses.

Orquestragao

Gerenciamento ¢ coordenagdo das varias
tarefas e fluxos de trabalho envolvidos no
ciclo de vida do aprendizado de maquina,
desde a preparagdo de dados e treinamento
de modelos até a implantacio e
monitoramento.

ML Observability

Conjunto de praticas, ferramentas e métricas
voltadas para entender, monitorar e
diagnosticar o comportamento de modelos
de ML em produgao.
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Orquestracao de Containers

E o processo de automatizar o
gerenciamento, a implantacdo, a escala e a
comunicagdo de aplicagdes empacotadas em
containers.

Experiment Tracking

Processo de monitorar e registrar
experimentos de ML, armazenando
metadados como hiperparametros, métricas,
modelos gerados e ambiente computacional.
Garante reprodutibilidade, facilita
comparagoes entre execucoes € auxilia na
escolha do melhor modelo.

Repositorio central para versionar, organizar

Model Registry e gerenciar modelos dp ML, perm.it‘indo
controle de ciclo de vida, rastreabilidade e
implantacao estruturada em produgao.
Rastreamento da origem, transformacao e

Data Lineage uso dos dados ao longo do pipeline de ML.

Permite entender de onde vém os dados,
como foram processados e onde sao
aplicados, garantindo transparéncia,
auditoria e confiabilidade nos experimentos
e modelos.

Feature Store

Repositorio centralizado para armazenar,
versionar e compartilhar features usadas em
modelos de ML. Facilita a reutilizagao,
mantém consisténcia entre treino e producao
e acelera o desenvolvimento de novos
modelos.

Explainability (XAI -
Artificial Intelligence)

Explainable

Conjunto de técnicas que tornam modelos
de ML interpretaveis e transparentes,
permitindo que especialistas entendam e

confiem nas decisdes dos algoritmos. Towards
MLOps: A Framework and Maturity Model

GitOps

Extensdo de DevOps que usa repositorios
Git como “fonte de verdade” para
infraestrutura e deployment, permitindo que
alteracdes sejam rastreadas e aplicadas
automaticamente.
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Shadow Deployment

Estratégia de deployment em que um novo
modelo roda em paralelo ao modelo atual,
mas sem impactar usudrios finais, servindo
apenas para testes.

Canary Deployment

Implantac¢do gradual de um novo modelo em
uma fragdo controlada dos usudrios,
reduzindo riscos de falhas em larga escala.

o o o

Technical Debt (Divida Técnica)

Compromissos assumidos ao priorizar
velocidade sobre qualidade na
implementagdo, que podem aumentar custos

de manutengdo futura. Hidden Technical Debt in

Maturity Model (Modelo de Maturidade)

Estrutura que descreve niveis de evolugdo
na ado¢do de MLOps, desde fluxos manuais
(nivel inicial) até pipelines totalmente
automatizados com monitoramento e

re-treinamento. Towards MLOps: A Framework and
Maturity Model, John, Olsson & Bosch, 2021

Adequacao de sistemas e pipelines a normas

Compliance legais e regulatorias (ex.: GDPR, HIPAA),
garantindo  governanca, privacidade e
auditabilidade.

M¢étodo experimental que compara duas ou

A/B Testing mais versoes de um modelo/sistema para

avaliar impacto em métricas técnicas ou de
negocio.

Blue-Green Deployment

Mantém-se dois ambientes de producao
idénticos: "Blue" (com a versdo atual) e
"Green" (com a nova versao). O trafego ¢
direcionado para o ambiente Blue. Quando a
nova versao no Green ¢ validada, o trafego ¢
todo redirecionado para ele. Se algo der
errado, ¢ facil e rdpido reverter para o
ambiente Blue.

Rolling Deployment

A nova versao do modelo ¢ gradualmente
introduzida, substituindo as instancias da
versdo antiga uma a uma, até que todas
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estejam atualizadas. Isso permite uma
transicdo suave e sem tempo de inatividade
(downtime).

Big Bang (ou Recreate)

A versdao antiga ¢ desligada e a nova ¢
ligada de uma vez. E a abordagem mais
simples, porém mais arriscada, pois
qualquer problema na nova versdo afeta
todos os usudrios.

Federated learning

E uma abordagem de aprendizado de
maquina distribuido em que os dados
permanecem nos dispositivos ou
organizagdes que Os geraram, sem
necessidade de centralizacdo; em vez disso,
cada no6 treina localmente um modelo e
envia apenas atualizacoes de parametros
(como gradientes ou pesos) para um
servidor central, que agrega os resultados e
atualiza o modelo global. Esse processo
garante maior privacidade, j& que os dados
brutos ndo sdo compartilhados, melhora a
eficiéncia ao reduzir a transferéncia de
dados e permite personalizagio em
contextos locais. No entanto, apresenta
desafios como a heterogeneidade dos dados,
altos custos de comunica¢do ¢ riscos de
seguranca. E amplamente aplicado em areas
como teclados inteligentes de smartphones,
saude e sistemas financeiros.

Dataset Shift

Mudanca na distribuicdo dos dados de
entrada usados pelo modelo em producdo
em relacdo aos dados de treinamento. Isso
faz com que o modelo enfrente padrdes
diferentes dos que aprendeu, podendo
reduzir sua performance.

Concept Drift

Alteragdo na relacdo entre as variaveis de
entrada (features) e o alvo (label) ao longo
do tempo. Diferente do dataset drift, que ¢
mudanca s6 na distribui¢do dos dados, aqui
muda o significado do que o modelo deve
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aprender. Mesmo que os dados de entrada
nao mudem muito, a regra que liga entrada e
saida pode mudar, exigindo re-treino ou
adaptag¢ao do modelo.

Ataques Adversariais

Técnicas usadas para enganar modelos de
aprendizado de  maquina, inserindo
pequenas perturbacdes nos dados de entrada
(muitas vezes imperceptiveis para humanos)
que levam o modelo a tomar decisdes
erradas.

Interpretabilidade

Capacidade de compreender e explicar
como um modelo de machine learning
chega as suas previsdes ou decisdes. Permite
identificar quais varidveis ou fatores
influenciaram o resultado, sendo essencial
para auditoria, transparéncia, confianca e
uso ¢tico de modelos.

Data Lake

E um repositério centralizado que armazena
grandes volumes de dados em seu
formato bruto, sem necessidade de
estrutura pré-definida.

Data Warehouse

E um sistema usado para armazenar e
analisar dados ja tratados, limpos e
estruturados, otimizados para consultas e
relatorios.

Laténcia

Tempo entre pedido e resposta, medidos por
percentis

AutoML

Automacdo de etapas criticas de ML
(pré-processamento, selecdo de features,
tuning de hiperparametros, selecao de
modelos, ensembling).
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KaizenML

Foco na melhoria continua de todo o ciclo
de vida do ML.

Drift Detection

Processo de identificar se ocorreu uma
mudancga significativa na distribuicdo dos
dados ao longo do tempo. Tem como
objetivo detectar quando um modelo pode
perder desempenho devido a alteragdes no
ambiente ou nos dados.

Drift Localization

Processo de identificar em quais regides do
espaco de dados a mudanca ocorreu. Busca
determinar onde exatamente o drift
acontece, permitindo acoes mais
direcionadas, como re-treinar o modelo
apenas para segmentos afetados.

Drift Explanations

Processo de tornar compreensivel o
fenomeno do drift, explicando como e por
que a mudanga ocorreu. Envolve indicar
quais variaveis foram mais impactadas,
quais padrdes se alteraram e como isso afeta
o comportamento do modelo.

Exponential backoff

Ao falhar uma chamada, vocé espera e tenta
de novo com intervalos que dobram (1s, 2s,
4s...), com limite e jitter.

Jitter

Pequena aleatoriedade

Circuit breaker

Um “disjuntor” que abre quando a taxa de
erro/laténcia  explode; enquanto aberto,
bloqueia novas chamadas e retorna rapido
(fallback).

Autoscaling

Escala automaticamente a quantidade de
instancias conforme carga para manter
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SLOs.

Taxa sustentada de processamento, ¢

Throughput importante para definir a capacidade de
aguentar pico sem estourar a laténcia.
. Regras para voltar rapido a versao anterior
Politicas de rollback

quando o novo deploy degrada métricas.

SLO (Service Level Objective)

lvo/limite da qualidade (ex.: p95 < 200 ms
em 99% do més).

SLI (Service Level Indicator)

Meétrica medida (p95, AUC, PSI, 5xx) usada
para verificar SLO.

SLA (Service Level Agreement)

Compromisso contratual externo derivado
de SLOs.

Burn rate (de erro)

Quao rapido vocé “queima” o orgamento do
SLO; usado para alertas rapido/lento.

Multi-armed bandits

Roteamento adaptativo de trafego conforme
performance online.

Batching vs. Streaming

Processamento em lotes vs. em fluxo/tempo
real para deploy/monitoria.
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APENDICE 3

Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo formalizar o aceite
da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“Gate”) de aprovagao: 1 de out. de 2025

Participantes da Entrega [matriculados em Residéncia em IA]:

Danielle Tavares da Silva

Entrega: [descrever a ENTREGA - requisitos e produtos gerados: links para textos, codigos, videos etc.]

Nesta Semana, foi realizada a leitura do artigo “One or Two Things We Know about Concept Drift: A Survey
on Monitoring Evolving Environments”, que apresenta uma revisao abrangente sobre o fenébmeno de
concept drift, abordando defini¢des, tipos, metodologias de detecgao, localizagéo e explicagdo, bem como
estratégias de segmentacdo. O estudo organiza os métodos em um esquema geral de quatro etapas:
aquisicao de dados, construgao de descritores, calculo de dissimilaridade e normalizagao.

B One or Two Things We know about Concept Drift A Survey on Monitoring Evolving Environments

Também foram adicionados novos termos ao glosséario de MLOps, desenvolvido em conjunto com Maria
Eduarda e Luisa.
B Glossario de termos na area de MLOPS

Além disso, houve a atualizagido da planilha de proximas leituras, incluindo artigos voltados a concept drift
e ferramentas que oferecem suporte a esse desafio.
Proximas leituras

Por fim, iniciei a leitura do artigo “From Concept Drift to Model Degradation: An Overview on
Performance-Aware Dirift Detectors”.

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]

e Concluir a leitura do artigo “From Concept Drift to Model Degradation: An Overview on
Performance-Aware Dirift Detectors”,

e Ler outros artigos relacionados ao tema de concept drift;

e Explorar plataformas e ferramentas que oferecem suporte ao monitoramento e detecc¢ao de drift no
ciclo de vida de ML.
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Observacgao: [caso precise fazer alguma observagio, de qualquer “natureza”]

ACEITE DA ENTREGA:

CEDRIC LUIZ DE CARVALHO: (1D
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One or Two Things We know about Concept Drift A Survey on Monitoring Evolving

Environments

One or Two Things We know about Concept Drift
A Survey on Monitoring Evolving Environments

1. Introducao ao Problema de Drift

e Drift ¢ a mudanca na distribuicdo dos dados ao longo do tempo, que compromete
modelos de aprendizado de méaquina.
e Detectar, localizar e explicar o drift € essencial para manter sistemas de ML confiaveis
em cenarios reais.
e O artigo divide o estudo em trés grandes blocos:
1. Drift Detection
2. Drift Localization
3. Drift Explanations

2. Drift Detection

Conceito

e Objetivo: identificar quando ocorre uma mudanga significativa na distribuicdo dos
dados.
e Pergunta central: “Houve drift ou ndo?”

Esquema Geral

1. Aquisicao de dados: selegao de janelas (sliding, fixed, growing).

2. Construcio de descritores: representagdo dos dados (ex.: estatisticas, embeddings,
arvores).

3. Calculo da dissimilaridade: comparagdo entre janelas para medir mudanga.

4. Normalizacio: aplicar testes estatisticos (p-valor, bootstrap) para garantir robustez.

Observacoes
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e Usa normalmente janelas de dados antes e depois do ponto suspeito.

e Mc¢todos podem ser simples (médias, variancias) ou mais sofisticados (modelos ML,
embeddings).

e A saida ¢ geralmente um score de dissimilaridade indicando presenca de drift.

3. Drift Localization

Conceito

e Objetivo: identificar onde no espago de dados o drift ocorreu.
e Mais detalhado que a deteccdo, pois segmenta regides ou pontos especificos.

Esquema Geral

1. Aquisicio de dados: selecdo das amostras que serdo analisadas.

2. Construcdo de descritores: gerar representagdes que permitam verificar
regides/pontos (ex.: arvores, k-NN).

3. Calculo da dissimilaridade: medir drift em regides do espaco de dados, ndo apenas
globalmente.

4. Normalizagdo: ajustar scores para obter conclusdes validas (ex.: bootstrap).

Abordagens Exemplares

e kdq-Tree: usa estrutura de arvores kd-tree para dividir espaco e medir diferengas entre
regioes.

e LDD-DIS: baseado em vizinhos préoximos, calcula o grau de drift local (Local Drift
Degree).
Model-based: treina modelos de classificagdo e analisa a saida para localizar drift.
Drift Segmentation: divide o espago em segmentos homogéneos e avalia o drift em
cada segmento.

Resultados praticos

e Localizagdo ¢ mais dificil do que deteccao e demanda maior quantidade de dados.
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e Diferencas de alinhamento de eixos, intensidade do drift, nimero de amostras e
dimensionalidade afetam fortemente os métodos.

4. Drift Explanations

Conceito

e Objetivo: explicar o drift de forma compreensivel para humanos.
e Pergunta central: “Por que ocorreu drift e de que forma?”

Caracteristicas

e Explica¢des sdo mais complexas e dependem do contexto.
e Necessitam detalhar quais varidveis mudaram, como mudaram e como essas mudancgas
se relacionam.

Esquema Geral

1. Aquisicio de dados: selecdo de amostras para explicagao.

2. Construcao de descritores: criar representagdes adequadas (arvores, histogramas,
embeddings).

3. Geracido de explicacées: calculo da intensidade da mudanga, correlagdes ou
visualizagdes.

Exemplos de Métodos

o Feature-Based Drift Explanations: medem intensidade de mudanga em variaveis
especificas.

e ConceptExplorer: ferramenta de visualizagdo para séries temporais.
e Parallel Histograms: mostram distribui¢cdes antes/depois lado a lado.

e Model-Based Explanations: usam o modelo treinado como descritor e aplicam
técnicas de XAl (ex.: LIME, SHAP, contrafactuais).
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Técnicas de Explicaciao

e Modelos interpretaveis: arvores e regressoes lineares (simples de entender, mas
limitados).

e Reducio de dimensionalidade discriminativa: projeta dados para visualizacdo e
entendimento global.

e Importancia de features global: avalia quais varidveis mais contribuiram para o drift.

e Importancia local: analise em instancias especificas (ex.: LIME, saliency maps).

e Contrafactuais: mostram pares de exemplos para ilustrar como o drift alterou pontos
semelhantes.

5. Considera¢oes Experimentais

e Experimentos mostraram que:

o Model-based ¢ geralmente mais eficaz, mas sensivel ao alinhamento dos
dados.

o kdq-Tree e LDD-DIS tém limita¢des, mas funcionam em casos especificos.

o Quanto maior a intensidade do drift, mais facil detecta-lo e explica-lo.

o Alta dimensionalidade torna o problema muito dificil sem técnicas de seleg@o
de features.
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Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo formalizar o aceite
da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“Gate”) de aprovagao: 9 de out. de 2025

Participantes da Entrega [matriculados em Residéncia em IA]:

Danielle Tavares da Silva

Entrega: [descrever a ENTREGA - requisitos e produtos gerados: links para textos, codigos, videos etc.]

MLOps - Tema: Concept Drift

Nesta Semana, li o artigo “Unsupervised Concept Drift Detection based on Parallel Activations of Neural
Network”, que apresenta o método PADD (Parallel Activations Drift Detector) para detecgdo néo
supervisionada de concept drift.

O PADD utiliza as ativagbes de uma rede neural ndo treinada e compara suas distribuicbes entre lotes
consecutivos por meio de testes estatisticos. Diferengas significativas indicam a ocorréncia de drift,
dispensando o uso de rétulos.

Reproduzi os experimentos disponiveis no GitHub (https:/github.com/w4k2 ) e estudei por cima o
cédigo para entender a implementacao dos testes e da logica de detecgéo.

Experimento 1

Encontrar bons hiperparametros do PADD (alpha, th) em um cenario controlado, observando quais
combinagdes geram um numero de alarmes compativel com os drifts — equilibrando sensibilidade e falsos
positivos.

« alpha: nivel de significancia dos t-tests (p < alpha = “drift”). Menor — mais conservador; maior — mais
sensivel.

« th: fragdo minima de testes “significantes” para declarar drift.

Experimento 2

Comparar o desempenho do PADD com outros detectores, como MD3, OCDD, CDDD (nao
supervisionados) e ADWIN/DDM/EDDM (supervisionados), em multiplos cenarios variando niumero de
features, tipo e frequéncia de drift.

Avalia quantos drifts sdo detectados, com que rapidez e quantos falsos positivos ocorrem.

B Unsupervised Concept Drift Detection based on Parallel Activations of Neural Network (PADD)

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]
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Para a proxima semana, pretendo aprofundar o estudo sobre como integrar métricas e métodos de
deteccgédo de drift dentro de uma arquitetura de MLOps.

O objetivo é entender como esses detectores (como o PADD, ADWIN ou DDM) podem ser incorporados de
forma pratica em pipelines de produgdo, monitorando continuamente os modelos e os dados em tempo
real.

Observagao: [caso precise fazer alguma observagio, de qualquer “natureza”]

ACEITE DA ENTREGA:

CEDRIC LUIZ DE CARVALHO: (D)
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Unsupervised Concept Drift Detection based on Parallel Activations of Neural Network
(PADD)

Unsupervised Concept Drift Detection based on Parallel Activations of
Neural Network (PADD)

Contexto e Motivacao

e Problema central:
Detectar concept drift (mudanca nos padrdes de dados ao longo do tempo) em data streams.

o Desafio:
A maioria dos detectores assume acesso imediato a rotulos (labels), o que ¢ irrealista em
cenarios reais por:

o Alto custo de rotulagdo

o Atraso na obtengdo de rotulos

o Escassez de dados rotulados
e Proposta:

Criar um método nio supervisionado, sem uso de rotulos, que detecte drifts com base nas
ativacoes internas de uma rede neural nao treinada.

Conceito de Concept Drift

Dividido em trés eixos principais:

Eixo Tipos Descricao
Impacto na Real e Virtual Real altera fronteira de decisdo; Virtual muda
classificacao distribui¢dao sem afetar rétulos
Dinimica da Sudden, Gradual, Mudanga abrupta ou transi¢do continua
mudanca Incremental
Recorréncia Recorrente Conceitos que reaparecem ciclicamente (ex:
sazonalidade)

Trabalhos Relacionados
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Estratégias

e Continuous rebuild: modelo atualizado continuamente (exige labels).

e Triggered rebuild: atualizacdo apenas quando o drift é detectado.

Tipos de detectores

1. Supervisionados: DDM, EDDM, ADWIN, Paired Learners, DDD (ensembles).
2. Nao supervisionados (sem labels):

o Baseados em distribuicio dos dados:

m  NN-DVI (Nearest Neighbor Density), GC3 (Grid-based Clustering), CDDD
(Centroid Distance), FAAD (Anomaly Detection).

o Baseados em modelo/classificador:

m  MD3 (Margin Density), CDBD (Confidence Distribution Batch).

Proposta — Parallel Activations Drift Detector (PADD)

Ideia principal

Usar as ativacées de uma rede neural aleatoriamente inicializada (nao treinada) para capturar
mudangas na distribuicdo dos dados.

e Sem labels
e Sem treino
e Baseado em estatistica (teste t de Student)

Intuicao

e A rede neural atua como um mapeamento nao linear fixo.
o As distribui¢oes das ativacées refletem a estrutura dos dados.
o Quando o conceito muda, as atividades médias e variacées mudam.
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e Compara ativagdes entre lotes consecutivos via testes estatisticos repetidos.

Algoritmo (resumo do pseudocodigo)
Entrada: Fluxo de dados dividido em lotes (DS1, DS., ..., DSk)

1. Obter ativagoes do lote atual: ¢ «— NN(DSk)

2. Comparar ativagoes do lote atual com historico C:
o Executar r repeticoes do teste t em cada e saida da rede.
o Se fragdo de testes significativos > 0 (threshold) — Drift detectado
o Limpar buffer histérico C

3. Armazenar c no historico.

Parametros principais:

e o — nivel de significancia do teste
e 0 — frag8o minima de testes que indicam diferenga
e r— numero de repeti¢des do teste
e s— tamanho da amostra
e ¢ — numero de saidas da rede
Experimentos
Configuracao

e Dados sintéticos (stream-learn library)
e 250 lotes x 200 amostras cada
o 240 streams com diferentes combinagdes:

o 3,5,10, 15 drifts

o 30, 60, 90 features
o drifts stibitos e graduais

Medidas de avaliacao

Medida Interpretacao

D1 Distancia média entre cada deteccdo e o drift real (penaliza falsos positivos)
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D2 Distancia média de cada drift real até a detecg¢@o mais proxima (penaliza falsos
negativos)
R Razao ajustada entre nimero de drifts reais e nimero de detecgdes (equilibrio geral)

Ajuste de Hiperparametros
o Testou-se 15 valores de o (0.03—0.2) e 10 de 6 (0.1-0.3).
e Configuragdo otima:

o Drifts graduais: 0 =0.13,6=0.26
o Drifts sabitos: o =0.07,06=0.19

Comparacao com Métodos de Referéncia

M¢étodos comparados:

Categoria Método Tipo

Nao supervisionado | MD3, OCDD, CDDD, PADD (proposto) Sem labels

Supervisionado ADWIN, DDM, EDDM Requerem labels

Resultados

e PADD mostrou desempenho estavel e competitivo, especialmente:

o Melhor em D1 (precisiao na localizacido dos drifts)
o Segundo melhor em D2 e R, empatando com ADWIN e OCDD.

e CDDD teve bons resultados, mas falhou em detectar drifts frequentes.

e DDM e EDDM geraram muitos falsos positivos.

Conclusdo dos testes estatisticos (Nemenyi + Wilcoxon):
PADD foi 0 melhor método geral entre os avaliados.
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APENDICE 4

Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo formalizar o aceite
da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“Gate”) de aprovagao: 16 de out. de 2025

Participantes da Entrega [matriculados em Residéncia em IA]:

Danielle Tavares da Silva

Entrega: [descrever a ENTREGA - requisitos e produtos gerados: links para textos, codigos, videos etc.]

Area: MLOps - Tema: Deteccdo de Concept Drift

Nesta Semana, utilizei como base o artigo “Mastering Data Drift Detection with Google Vertex Al: A
Step-by-Step Guide for Beginners” , que apresenta um tutorial pratico de como configurar um pipeline

completo de monitoramento de drift de dados no Vertex Al. O artigo demonstra, passo a passo, como
treinar um modelo de Machine Learning, implanta-lo no Vertex Al, habilitar o Model Monitoring.

Seguindo o tutorial, desenvolvi um modelo de detecgdo de fraudes com dados que eu gerei com auxilio do
ChatGPT, realizei o treinamento localmente e o deploy no Vertex Al, e avancei até o final do Step 2, que
corresponde a ativagao do monitoramento.

Tive algumas dificuldades técnicas durante o processo, o que me impediu de concluir todas as etapas
nesta Semana. Acredito que cometi algum erro de configuragdo no meio do caminho, o que acabou
dificultando o avanco até a parte final do tutorial.

B Material de apoio - Semana 7

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]

Para a préxima Semana, o objetivo é refazer o que havia feito para corrigir possiveis falhas e, em seguida,
concluir o Step 3 do tutorial, que envolve testar a detecg¢ao de drifts na pratica, validando o comportamento
do modelo diante de alteragcbes nos dados de entrada. Além disso, pretendo implementar em produgao o
método de detecgéo de concept drift estudado na Semana anterior (PADD).

Observacgao: [caso precise fazer alguma observagio, de qualquer “natureza”]
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Termo de Aceite de Entrega

Objetivo deste documento

Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo formalizar o aceite

da entrega considerando o planejado e o realizado para o periodo.
Data da Reuniao (“Gate”) de aprovagao: 22 de out. de 2025

Participantes da Entrega [matriculados em Residéncia em IA]:

Danielle Tavares da Silva

Entrega: [descrever a ENTREGA - requisitos e produtos gerados: links para textos, codigos, videos etc.]

Nesta Semana, eu conclui o teste realizado no Vertex Al com base no material: Mastering Data Drift
Detection with Google Vertex Al: A Step-by-Step Guide for Beginners | by Henri TO, PhD.
Complementei o material de apoio:

B Material de apoio - Semana 7 € 8

Meu objetivo era implementar em produgao a métrica estudada anteriormente, o PADD (Parallel Activations
Drift Detector), que identifica mudangas conceituais (concept drift) ao comparar as ativagdes internas de
uma rede neural entre diferentes periodos, sem necessidade de rétulos. No entanto, o Vertex Al ndo
permite o uso de métricas personalizadas de monitoramento, o que impossibilitou a aplicagédo direta da
PADD nesse ambiente.

Por isso, busquei alternativas que oferecessem maior flexibilidade e encontrei o tutorial Step-by-Step Guide

Drift D ion in Machine Learning Pipelines with Prefi nd MLFlow Dr. Ern Lee, que utiliza
ferramentas que permitem personalizar as métricas de detecgéo. Iniciei a replicagdo desse pipeline, mas
ainda nao consegui concluir completamente a implementagéo.

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]

Para a préxima Semana, vou estudar com mais profundidade as ferramentas envolvidas (Prefect e
MLFlow) e documentar esse processo, de modo a compreender melhor suas integragdes e permitir a
implementacéo efetiva da métrica PADD, além de interpretar adequadamente os resultados obtidos.

Observacao: [caso precise fazer alguma observagio, de qualquer “natureza”
p g ¢ qualq
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