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MINHA JORNADA

Nome: Guilherme Henrique dos Reis

Especialidade: Visao Computacional (Detecgao de Objetos)

Objetivo deste documento

Durante o processo da disciplina Residéncia em IA', foram gerados diversos
resultados na construcdo da minha especializagdo. A cada semana, um conjunto de
resultados foi formalizado por um Termo de Aceite de Entrega e avaliado por uma banca,
considerando o planejado e o realizado para o periodo. Este documento tem como objetivo
descrever esses resultados obtidos, fazendo referéncia aos Termos de Aceite de Entrega e

seus documentos associados.

Minha Jornada

Minha Jornada comecgou na Semana 1 com o objetivo de explorar e compreender a
area de Visao Computacional de forma ampla, para que eu pudesse construir uma base
sélida de conhecimento. Iniciei buscando artigos cientificos em plataformas como Google
Académico, ResearchGate e IEEE Xplore, utilizando descritores relacionados a "Computer
Vision" e "Object Detection". Adotei inicialmente uma abordagem "Bottom Up", mas percebi
que era insuficiente para alcangar os fundamentos e o contexto histérico desejados. Entao,
mudei para uma abordagem "Top Down", priorizando conceitos gerais e historicos, como
apresentados no livro “Computer Vision” de George Stockman e nos artigos “A Review
Paper on Computer Vision” e “Computer Vision and Image Processing: The Challenges and
Opportunities for New Technologies Approach”. Essa estratégia me ajudou a perceber a
inseparabilidade entre Visdo Computacional e Deep Learning, o que direcionou minha
pesquisa para um estudo mais especifico em deteccdo de objetos, uma subarea que

despertou meu maior interesse. Assim, organizei os materiais encontrados e planejei os

' Dez semanas, entre setembro de 2024 e dezembro de 2024.
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proximos passos para aprofundar minha compreensao desta fascinante area. Os materiais

relacionados a esta Semana podem ser encontrados no Apéndice 1.

Nas Semanas 02 e 03, foquei no aprofundamento de conceitos sobre deteccao de
objetos usando deep learning. Estudei o artigo "A Survey of Deep Learning-based Object
Detection", que aborda métodos classicos como R-CNN, YOLO e SSD, além de conceitos
fundamentais como redes backbone e pipelines de detecgdo. A seguir, busquei materiais
mais recentes, destacando o artigo “A review of object detection: Datasets, performance
evaluation, architecture, applications and current trends”, que introduz técnicas modernas,
como modelos hibridos CNN-Transformers e abordagens baseadas em transformers como
DETR, além de discutir novos datasets, métricas e aplicagcbes emergentes. A comparagao
entre os artigos revelou a evolugdo da area, marcada por avangcos como eficiéncia
computacional, deteccido em tempo real e aplicagdes em cenarios complexos. Meu proximo
objetivo foi explorar arquiteturas como YOLOv8 e DETR em maior profundidade para
consolidar esses conhecimentos. Os materiais relacionados a estas duas Semanas podem

ser encontrados no Apéndice 2.

As Semanas 04, 05 e 06 foram dedicadas ao estudo e andlise das principais
arquiteturas de deteccdo de objetos: YOLO e DETR. Na Semana 4, o foco foi entender os
principais pontos dessas arquiteturas, comparando suas abordagens, treinamento, inferéncia
e desempenho. A Semana 5 aprofundou-se nas implementagcbes dessas arquiteturas,
destacando as diferengas no desenvolvimento de cada uma e realizando testes para avaliar
sua performance em diferentes cenarios. Ja na Semana 6, o objetivo foi explorar a evolugao
das arquiteturas DETR, analisando as melhorias trazidas por versdes subsequentes, como a
atencao deformavel e a supervisao hierarquica densa, que resultaram em maior eficiéncia,
precisdo e otimizagao para inferéncia em tempo real. Os materiais relacionados a estas trés

Semanas podem ser encontrados no Apéndice 3.

Nas Semanas 07 e 08, estive focado em melhorar o desempenho de modelos de
deteccao de feridas e investigar as causas do baixo desempenho observado. Inicialmente,
treinei o modelo DETR, mas obtive resultados insatisfatérios, o que levou a exploragao do

YOLOvV8. Embora ambos os modelos apresentassem métricas similares e fracas, identifiquei
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que o dataset de feridas ndo estava adequadamente anotado para tarefas de detecgao, o
que comprometeu os resultados. Na Semana 08, busquei um novo dataset com anotagdes
apropriadas para deteccao de objetos, focado em melanomas, o que resultou em melhorias
significativas nas métricas de desempenho. Assim, as semanas foram cruciais para
perceber a importancia da qualidade e da adequacao do dataset para o sucesso de modelos
de IA. Os materiais relacionados a estas duas Semanas podem ser encontrados no

Apéndice 4.

Durante as Semanas 09 e 10, estive focado em melhorar os modelos de deteccao
de lesbes cutaneas, inicialmente testando diferentes arquiteturas como DETR, YOLOVS,
YOLO11x e Florence 2, a fim de superar o baseline obtido com o YOLOvS8 Large. Embora o
YOLO11x tenha alcancado o melhor desempenho, percebi que a qualidade e o tamanho do
dataset eram limitagbes significativas. Decidi, entdo, adaptar o dataset HAM10000,
originalmente destinado a classificacado, para detecgédo de objetos, anotando manualmente
10.000 imagens. Com o novo dataset anotado, treinei novamente o modelo YOLO11x, o que
resultou em melhorias consideraveis nas métricas de mAP, precisdo e recall, apesar de
desafios relacionados ao desequilibrio de classes e limitagcbes computacionais. A Semana
10 foi crucial, pois a transicdo para um dataset mais robusto e diversificado permitiu avancos
significativos no desempenho do modelo, sinalizando um grande potencial para a detecgéo
de doencas de pele. Os materiais relacionados a estas duas Semanas podem ser

encontrados no Apéndice 5.

Em funcdo de tudo que vivi nesta Jornada, gostaria de deixar registrado que a
experiéncia foi extremamente enriquecedora e reveladora. Ao longo do processo, pude
observar de perto como cada etapa, desde a compreensao dos fundamentos até a aplicacao
pratica, exige uma abordagem cuidadosa e adaptativa. A escolha de estratégias como a
abordagem "Top Down" foi fundamental para construir uma base sélida, e a transi¢ao para o
estudo mais focado em deteccao de objetos permitiu que eu encontrasse um nicho de
grande interesse e relevancia. A constante analise e ajuste das arquiteturas, bem como a
atencdo a qualidade dos dados, demonstraram como fatores como o dataset e a

implementacdo adequada podem influenciar diretamente os resultados.
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Além disso, a jornada me proporcionou uma compreensdo mais profunda da
importancia da pesquisa continua e do aprendizado pratico. Superar desafios como a
adaptacéo de datasets e a otimizacdo de modelos trouxe uma sensacao de progresso, € me
fez perceber como a Visdo Computacional e o Deep Learning tém o poder de transformar

areas como a medicina, com um impacto real na detec¢ao de doencas.

Este processo n&o apenas ampliou meu conhecimento técnico, mas também
reforcou a importdncia da paciéncia, da experimentagdo e da resiliéncia diante das

dificuldades.
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APENDICE 1
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Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo
formalizar o aceite da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“gate”) de aprovagao: 19 de set. de 2024

Participantes da Entrega [matriculados em Residéncia em IA]:

Guilherme Henrique dos Reis

Entrega: [descrever a ENTREGA: requisitos e produtos gerados: links para textos, cédigos, videos etc.]

Descri¢cdo do Stage: Material completo neste link.

e Objetivo: Obter uma compreensdo ampla da visdo computacional, explorando desde os
fundamentos até técnicas avangadas com deep learning.
e Abordagens:
o Inicio: Bottom Up - Pesquisa focada em técnicas e algoritmos especificos de detecgéo de
objetos, que se mostrou limitada.
o Final: Top Down - Mudanga para uma visdo geral da visdo computacional, estudando
fundamentos, histéria e técnicas principais.
e Materiais Revisados:
o Livro: "Computer Vision" de George Stockman - Fundamentos e conceitos basicos.
o Artigos:
m "A Review Paper on Computer Vision" - Principais aplicagdes e avangos na area.
m "Computer Vision and Image Processing" - Desafios e técnicas recentes.
e Transigao para Visdo Computacional com Deep Learning (descida de nivel):
o Artigo: "Deep learning in computer vision" - Técnicas de deep learning em visao
computacional.
e Nivel Final: Deteccao de objetos dentro do contexto de deep learning (contexto de visédo
computacional), aprofundando a pesquisa em técnicas, algoritmos, fundamentos e histéria
especificos para essa area.

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]

Estudo Detalhado do Nivel Atual: Andlise dos materiais coletados sobre detec¢dao de objetos para
uma compreensio mais aprofundada sobre a area. O objetivo sera entender a histéria da area, seus
fundamentos, conceitos chave e suas principais possibilidades de aplicagao.

Observacgao: [caso precise fazer alguma observagao, de qualquer “natureza”]
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ACEITE DA ENTREGA:

CEDRIC LUIZ DE CARVALHO: (11D

Durante o primeiro estagio da minha jornada para me tornar um especialista, o foco
foi obter uma compreensdo mais ampla da area que escolhi explorar. Inicialmente,
dediquei-me a identificar fontes confiaveis e de alta qualidade para encontrar artigos
cientificos que pudessem me auxiliar nesse processo.

Utilizei plataformas como Google Académico, ResearchGate, IEEE Xplore, entre
outras, para buscar artigos com base em conceitos-chave como "Computer Vision", "Object
Detection", "Paper Review", "Fundamentals", entre outros descritores relevantes.

Adotei inicialmente uma abordagem "Bottom Up", buscando artigos que tratassem
diretamente da detecgdo de objetos, suas técnicas e algoritmos relacionados. No entanto,
essa abordagem se mostrou frustrante, pois a maioria dos artigos que encontrei eram
voltados para aplicagdes praticas e especificas, deixando de lado os fundamentos e o
contexto histérico que eu buscava. Percebi que, se continuasse nessa linha, acabaria
limitado a estudar técnicas e algoritmos isolados, sem uma compreensao mais profunda do
campo como um todo, o que nao era meu objetivo naquele momento.

Diante disso, decidi ajustar minha estratégia e adotar uma abordagem "Top Down".
Dessa vez, meu foco foi entender a visdo computacional de forma mais ampla, a fim de
explorar as técnicas, conceitos, fundamentos e a histéria dessa area de maneira mais
completa. Retornei as mesmas plataformas de pesquisa, mas agora busquei artigos com um
escopo mais macro, abrangendo o campo como um todo.

Comecei a selecionar artigos com base em descritores semelhantes, mas com foco
em palavras-chave que indicassem uma visdo mais geral, como "Histéria da Viséo
Computacional" ou "Conceitos de Visdo Computacional". Dessa forma, compilei uma lista
inicial com artigos que me pareceram relevantes, 0s quais organizei na pasta
"Stage01-Fundamentals". Posteriormente, também adicionei artigos mais especificos nessa
pasta, apos “descer os niveis”.

Com esse primeiro conjunto de artigos em méaos, passei a analisa-los para
determinar sua utilidade. Para isso, comecei lendo apenas a introdugao de cada um, o que
me permitiu identificar os mais interessantes e aqueles que chamavam mais a minha
atencdo para continuar aprofundando os estudos.

Os materiais que decidi analisar mais profundamente foram os artigos “A Review
Paper on Computer Vision” e “Computer Vision and Image Processing: the Challenges and
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Opportunities for new technologies approach” e o livro “Computer Vision” de George
Stockman.

Comecei seguindo uma ordem cronolégica e li primeiramente o livro, datado do ano
2000. No entanto, apds concluir a leitura da introdugdo, decidi passar para o préximo
material. Embora o livro oferecesse uma soélida fundamentacao e conceitos valiosos, percebi
que ele nao seria tao util para aprofundar o conhecimento no nivel que eu precisava.

De forma resumida, o livro apresenta a visdo computacional como um campo da
ciéncia da computacao que busca desenvolver algoritmos e sistemas capazes de interpretar
imagens digitais, replicando aspectos da visdo humana. Os autores discutem a
decomposicdo de imagens em representacbes computaveis, como a extracdo de
caracteristicas, segmentagédo e classificacdo de objetos, bem como a reconstrugcdo 3D a
partir de dados 2D. Eles destacam a relagdo do campo com areas como processamento de
sinais, geometria, inteligéncia artificial e aprendizado de maquina, além de enfatizar os
desafios de traduzir informagdes visuais em descricbes simbdlicas para tomada de deciséo
automatica. A introdugéo apresenta técnicas de filtragem de imagens, detecgéo de bordas,
transformacdes geométricas e extracao de caracteristicas.

Apos isso, realizei a leitura detalhada dos 2 artigos que achei mais interessantes. E
resumi abaixo seus conteudos para facilitar o entendimento.

Artigo 01: A Review Paper on Computer vision:

O artigo revisa os avangos em visao computacional, pontuando que se trata de uma
area interdisciplinar que combina processamento de imagens, reconhecimento de padroes e
aprendizado de maquina para interpretar e analisar dados visuais, como fotos e videos. As
principais aplicagbes citadas no artigo incluem deteccdo de objetos, segmentacéio,
reconhecimento facial, veiculos autbnomos, realidade aumentadalvirtual, robdtica,
monitoramento agricola, analise esportiva e diagndstico médico. A visdao computacional
também desempenha um papel crucial em inteligéncia artificial, otimizagao de processos em
e-commerce e servigos bancarios, além de ter um futuro promissor em areas como visao
3D, processamento em tempo real e computagao de borda.

Artigo 02: Computer Vision and Image Processing: the Challenges and
Opportunities for new technologies approach

O artigo revisa os desafios e oportunidades nas areas de visdo computacional e
processamento de imagens, destacando técnicas e avangos recentes. Ele explora a
aplicacdo de processamento digital de imagens em varias areas, incluindo reconhecimento
de padrdes e inteligéncia artificial, e examina como esses métodos sao utilizados para
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analise de imagens e extracdo de dados significativos. As técnicas discutidas incluem
algoritmos de segmentacao de imagens, detecgao de bordas, e identificagdo de objetos
usando redes neurais convolucionais (CNN). A segmentacdo de imagens & usada para
dividir imagens em regides distintas para facilitar a andlise, enquanto a detecgao de bordas
€ empregada para identificar contornos de objetos com base em variagdes de pixels. O
artigo também aborda o uso de algoritmos genéticos, redes neurais artificiais e logica fuzzy
para melhorar a precisao e eficacia dos sistemas de visdao computacional.

ApOs revisar os materiais e introdugcbes dos artigos relacionados, constatei que,
atualmente, separar visdo computacional de deep learning n&o faz mais sentido. Por isso,
decidi “descer um nivel”, passando de uma abordagem geral de visdo computacional para
uma abordagem especifica de visao computacional com deep learning.

Dito isso, perceber que a integracdo entre visdo computacional e deep learning era
essencial para um entendimento mais abrangente da area, me fez focar minha pesquisa em
artigos e materiais que explorassem especificamente a visdo computacional dentro do
contexto do deep learning. Para essa nova etapa, adotei um processo, novamente,
sistematico de busca e selecdo de artigos que me permitisse aprofundar meus
conhecimentos e entender as ultimas tendéncias e avangos e, novamente, salvei esses
artigos na pasta “Stage01-Fundamentals”.

A andlise dos “novos” artigos selecionados revelou a vasta gama de técnicas e
abordagens disponiveis na area de visdo computacional com deep learning. Nessa etapa
pude perceber que mesmo estando em “um nivel abaixo” do contexto geral ainda havia uma
infinidade de areas de aplicacao, técnicas, algoritmos, frameworks e conteudos cientificos
que sustentam a nova area.

Novamente li a introducao de todos os artigos e resumi os artigos lidos (aqueles que
achei mais interessantes) para facilitar o entendimento:

Artigo 03: Deep learning in computer vision: A critical review of
emerging techniques and application scenarios:

Este artigo revisa criticamente os avancgos recentes em deep learning (DL) aplicados
a visao computacional (CV), destacando oito técnicas emergentes: AlexNet, VGGNet,
GooglLeNet & Inception, ResNet, DenseNet, MobileNets, EfficientNet e RegNet. Ele
investiga suas origens, atualizagdes e aplicagbes em quatro cenarios principais:
reconhecimento de imagens, rastreamento visual, segmentagdo semantica e restauragéo de
imagens. O artigo divide o desenvolvimento da area em trés estagios (2012-2016,
2016-2019, e de 2019 em diante) e identifica tendéncias futuras tanto no lado técnico quanto
nas aplicagbes, oferecendo insights valiosos para pesquisadores e profissionais da industria
de CV.
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Cada artigo estudado trouxe contribui¢gdes valiosas que ajudaram a aprofundar meu
entendimento sobre como os modelos de deep learning podem ser aplicados para resolver
problemas de visdo computacional em cenarios variados. Entretanto, ainda era muita coisa
€ eu percebi que era necessario “descer o nivel’” mais uma vez.

Para afunilar mais e reduzir o escopo, fiz um levantamento de alguns dos conceitos
mais citados em todos artigos que estudei, sendo eles:

Processamento de imagens
Extracao de caracteristicas
Segmentacao Semantica
Detecc¢ao de Objetos
Reconhecimento de padrées
Classificagdo de imagens

E dentre os varios conceitos que me deparei, Detecgédo de objetos continua sendo o
que mais mexe com 0 meu corag¢ao. Dessa forma, decidi descer mais um nivel, passando
de visdo computacional para visdo computacional com deep learning, e dai passando para
deteccio de objetos.

Mais uma vez pesquisei materiais ajustando minha busca de acordo com o nivel em
que eu estava, e, mais uma vez, coloquei os resultados dessa busca na pasta
“Stage01-Fundamentals”.

O meu proximo passo sera estudar esses materiais que encontrei para compreender,
de fato, a area que escolhi, pois, por mais que ja tenha descido dois niveis, ainda é uma
area extensa e com muitos materiais e técnicas proprias.

Instituto de Informatica (INF) - UFG
Alameda Palmeiras, Quadra D, Campus Samambaia
Fone: (62) 3521-1181 / Fax: (62) 3521-1182



MINISTERIO DA EDUCAGAO @ ‘ UFG
UNIVERSIDADE FEDERAL DE GOIAS ‘ ‘ UNIVERSIDADE
INSTITUTO DE INFORMATICA “ FEDERAL DE GOIAS

APENDICE 2
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Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo
formalizar o aceite da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“gate”) de aprovagao: 26 de set. de 2024

Participantes da Entrega [matriculados em Residéncia em IA]:

Guilherme Henrique dos Reis

Entrega: [descrever a ENTREGA: requisitos e produtos gerados: links para textos, cédigos, videos etc.]

Descri¢cdo do Stage: Material completo neste link.

e Objetivo: Estudar os fundamentos e histéria da Deteccdo de objetos usando Deep Learning.
e Abordagem:

o Ler os artigos selecionados anteriormente sobre Detecgcéo de objetos com Deep Learning
e Materiais Revisados:

o Artigos:

m  “A survey of Deep Learning-based Object Detection” - fundamentos e histéria do
campo de pesquisa.
e Final: Necessidade de encontrar materiais mais recentes pois grande parte do material
selecionado pode estar obsoleto e nao discutir técnicas e avangos recentes.

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]

Estudar profundamente os artigos selecionados que foram publicados nos ultimos meses para
obter uma compreensao sobre o estado da arte em Detecgao de Objetos com Deep Learning.

Observacgao: [caso precise fazer alguma observagao, de qualquer “natureza”]

ACEITE DA ENTREGA:

CEDRIC LUIZ DE CARVALHO: (11D
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O objetivo desse stage era estudar mais profundamente os artigos encontrados
sobre deteccdo de objetos, com foco no uso de técnicas de Deep Learning. Para isso,
analisei os materiais de forma parecida ao que havia feito anteriormente, ou seja, comecei
lendo apenas a introdugdo de cada artigo, o que me permitiu identificar os mais
interessantes e aqueles que chamavam mais a minha atengéo para continuar aprofundando
os estudos.

O primeiro artigo que decidi estudar foi o artigo “A Survey of Deep Learning-based
Object Detection” que, de forma resumida, faz uma revisdao detalhada dos principais
métodos de deteccdo de objetos baseados em Deep Learning, abordando suas
caracteristicas, arquiteturas e aplicagdes.

A introducdo do artigo destaca a importancia da deteccdo de objetos em varias
areas, como segurancga, diregdo autbnoma e analise de imagens de drones. A evolug¢do das
Redes Neurais Convolucionais (CNNs) e o aumento da capacidade de computacdo sao
fatores criticos para o avango nesta area. A tarefa de deteccdo envolve a localizacido de
instancias de objetos semanticos de uma determinada classe (ex.: humanos, carros) em
imagens e videos. Os métodos de deteccdo s&o divididos em detectores de uma e duas
fases.

O artigo também traz o conceito de "backbone", que refere-se a rede de extragéo de
caracteristicas usada como base para deteccdo de objetos. Redes populares incluem
ResNet, MobileNet e ShuffleNet. A escolha da rede backbone depende da necessidade de
balango entre precisdo e eficiéncia. Redes mais profundas como ResNet garantem alta
capacidade de detecgao, enquanto redes leves como MobileNet sdo usadas para aplicagdes
em dispositivos moveis.

A secao subsequente do material apresenta as principais arquiteturas de deteccéao
de objetos baseadas em deep learning R-CNN, Fast R-CNN, Faster R-CNN, YOLO, SSD e
RetinaNet.

Também é citado alguns datasets e benchmarks para essa tarefa como PASCAL
VOC, MS COCO, ImageNet e VisDrone.

O artigo também destaca quatro etapas principais de um pipeline tipico de detecgao:
pré-processamento, extracao de caracteristicas, classificagcao/localizagao e
pbés-processamento.

Além disso, é destacado que a deteccdo de objetos tem inumeras aplicagdes
praticas, como em veiculos autbnomos, vigilancia, e até em diagndsticos médicos. As
ramificagdes incluem a deteccao de textos em cena, deteccio de pedestres e segmentacao
de instancias, como no caso do Mask R-CNN, que combina detec¢do de objetos com
segmentacao.

O artigo estudado forneceu uma base solida de fundamentos e conceitos chave da
area que estavam presentes na maioria dos materiais selecionados. Entretanto, esse
material foi publicado em 2019 e ndo esta mais compativel com o estado da arte.

Instituto de Informatica (INF) - UFG
Alameda Palmeiras, Quadra D, Campus Samambaia
Fone: (62) 3521-1181 / Fax: (62) 3521-1182



MINISTERIO DA EDUCAGAO @ ‘ UFG
UNIVERSIDADE FEDERAL DE GOIAS ‘ ‘ UNIVERSIDADE
INSTITUTO DE INFORMATICA “ FEDERAL DE GOIAS

Dessa forma, fui atras de encontrar algum material mais recente que pudesse conter
técnicas e conceitos modernos da area. Encontrei o artigo “Object Detection in 20 years: a
survey” que traz uma revisdo mais recente que cita conceitos até entdo mal mencionados,
como Transformers.

Assim, o meu préximo passo sera estudar esse artigo profundamente, e outros
materiais recentes, para entender o cenario atual da deteccdo de objetos usando deep
learning.
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Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo
formalizar o aceite da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“gate”) de aprovagao: 3 de out. de 2024

Participantes da Entrega [matriculados em Residéncia em IA]:

GUILHERME HENRIQUE DOS REIS

Entrega: [descrever a ENTREGA: requisitos e produtos gerados: links para textos, cédigos, videos etc.]

Descrigcdo do Stage: Material completo neste link.

e Objetivo: Estudar materiais recentes sobre Detecgédo de Objetos Usando Deep Learning
e Abordagem:

o Ler os artigos selecionados que foram publicados no ultimo ano sobre Detecgéo de objetos

com Deep Learning

e Materiais Revisados:

o Artigo:

m  “A review of object detection: Datasets, performance evaluation, architecture,
applications and current trends” - novidades na area de Detecg¢ao de Objetos

Final: Conclui o estudo de um artigo de revisdo recente na area e o comparei com o conhecimento
adquirido durante o Stage anterior, destacando as inovagdes introduzidas recentemente.

Planejamento: [descrever o que pretende fazer para realizar a préxima ENTREGA]

Estudar as arquiteturas de Detecgdo de Objetos YOLO (You Only Look Once) e DETR (Detection
Transformers).

Observacgao: [caso precise fazer alguma observagao, de qualquer “natureza’]

ACEITE DA ENTREGA:

Instituto de Informatica (INF) - UFG
Alameda Palmeiras, Quadra D, Campus Samambaia
Fone: (62) 3521-1181 / Fax: (62) 3521-1182



MINISTERIO DA EDUCAGAO ® ‘ UFG
UNIVERSIDADE FEDERAL DE GOIAS ‘ ‘ UNIVERSIDADE
INSTITUTO DE INFORMATICA “ FEDERAL DE GOIAS

CEDRIC LUIZ DE CARVALHO: (I

O objetivo deste Stage foi realizar uma busca por materiais atualizados sobre
deteccdo de objetos utilizando deep learning, j@ que o0s recursos encontrados até o
momento, datados de 2019, poderiam nao contemplar as técnicas mais recentes. Para isso,
utilizei plataformas como Google Académico e IEEE Xplore, entre outras, aplicando filtros de
data para selecionar publicagdes dos ultimos 12 meses. A pesquisa foi realizada com o
termo "Object Detection Review".

Apos filtrar os materiais encontrados, decidi ler o artigo intitulado “A review of object
detection: Datasets, performance evaluation, architecture, applications and current trends”
de Wei Chen e colaboradores, publicado em janeiro de 2024.

Esse artigo revisa a evolugdo da deteccao de objetos, destacando a transicdo dos
métodos tradicionais para os baseados em aprendizado profundo, como as redes neurais
convolucionais (CNNs), que trouxeram avangos significativos em precisdo e eficiéncia.
Enquanto os métodos tradicionais dependiam da extragcdo manual de caracteristicas (como
HOG e SIFT), as CNNs permitem a extragdo automatica de caracteristicas de alto nivel.

O estudo classifica os métodos modernos de deteccao de objetos em ftrés
categorias: baseados em ancoras (Anchor-based), sem ancoras (Anchor-free) e baseados
em transformadores (Transformer-based). Além de discutir a estrutura, vantagens e
desvantagens desses métodos, o artigo também explora os principais conjuntos de dados
(como PASCAL VOC, MS COCO e ImageNet) e as métricas de avaliacdo (como mAP e
loU).

As aplicagdes da deteccdo de objetos abrangem diversas areas, como transporte,
medicina e vigilancia. O artigo também aponta tendéncias futuras na pesquisa, destacando
0 uso crescente de transformadores e os desafios de melhorar a deteccdo de objetos
pequenos € em cenarios complexos.

O que mais se destacou para mim foi a relevancia das adicbes que o artigo trouxe
em relagdo aos materiais estudados no Stage 02. Embora mantenha toda a base teérica dos
artigos anteriores, este trabalho introduz novas técnicas e algoritmos, como os baseados em
transformers, além de também apresentar datasets mais recentes.

Os artigos "A review of object detection: Datasets, performance evaluation,
architecture, applications and current trends" de Wei Chen (estudado no Stage03) e "A
Survey of Deep Learning-based Object Detection" de Licheng Jiao (estudado no Stage02)
tém abordagens e focos diferentes em relagdo a detecgéo de objetos, entdo decidi comparar
os dois para identificar as principais diferencas entre eles.

Diferencas entre os materiais:
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Datasets e Métricas de Avaliagao de Desempenho:

Wei Chen: O artigo de Wei Chen destaca-se por dar uma énfase detalhada aos
datasets utilizados na detecgao de objetos e métodos de avaliagdo de desempenho. Ele traz
uma revisdo abrangente das bases de dados mais atualizadas, como COCO, VOC, Open
Images, entre outras, além de discutir as métricas mais relevantes para a avaliacdo do
desempenho dos algoritmos (AP, mAP, AR, F1-score etc.).

e Novidades: Atualizagdo dos principais datasets (adicdo dos datasets Open Images,
Waymo Open Dataset, Berkley Deep Drive, VisDrone, ArgoVerse, entre outros)
utilizados na detecgdo de objetos e discussdo detalhada de desafios como o
desequilibrio de classes, complexidade de cenas e resolugao de imagens.

Licheng Jiao: O artigo de Jiao também revisa os datasets, mas o foco € menos
detalhado nesse aspecto. Ele se concentra mais em métodos baseados em aprendizado
profundo e seus impactos na detecgdo de objetos, mencionando apenas os datasets mais
amplamente usados (MS COCO, PASCAL VOC, entre outros) sem entrar em muitos
detalhes sobre como eles afetam a avaliagédo do desempenho.

Arquiteturas:

Wei Chen: Visdo atualizada das arquiteturas usadas para deteccao de objetos,
incluindo as mais recentes como EfficientDet, YOLOv8 (embora hoje ja esteja na v1i1,
langada dia 30/09/24) e versdes mais otimizadas da familia RetinaNet. Ele também fala
sobre as abordagens hibridas que combinam redes neurais convolucionais (CNNs) com
Vision Transformers (ViT) e suas variagdes, como o DETR (Detection Transformer).

e Novidades: O uso de modelos hibridos CNN e Transformers, além de melhorias em
eficiéncia computacional e menor consumo de meméaria nas novas arquiteturas, sao
aspectos abordados de maneira inédita.

Licheng Jiao: O foco maior € em arquiteturas baseadas em CNNs, como Faster

R-CNN, SSD, YOLO (primeiras versbes) e RetinaNet, visto que na época os Transformers
ainda nao tinham ganhado grande popularidade no campo da visdo computacional.

Aplicacgoées:
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Wei Chen: Aplicagdes mais recentes e emergentes da detec¢cao de objetos, como
veiculos autbnomos, drones, cidades inteligentes, monitoramento ambiental, e novas
aplicagdes em saude, como na radiologia com detecgdo de anomalias. Ele também aborda
o impacto da detecg¢ao de objetos em tempo real, discutindo tecnologias para otimizacao de
inferéncia em dispositivos mdveis e embarcados.

e Novidades: Aplicagdes emergentes como deteccdo em dispositivos loT, cidades
inteligentes e avancos na area médica, com énfase em |A para saude.

Licheng Jiao: Também discute varias aplicagbes como seguranga (CCTV,
vigilancia), veiculos autébnomos e andlise de imagens aéreas. Ele ndo aborda em detalhes
os dispositivos moveis e embarcados.

Tendéncias Atuais e Desafios Futuros:

Wei Chen: O artigo traz uma seg¢ao sobre as tendéncias atuais e desafios futuros na
deteccdo de objetos, como a necessidade de algoritmos mais robustos contra ataques
adversarios, a tendéncia de edge computing, o aumento da eficiéncia energética, e os
desafios éticos e legais, como privacidade e viés algoritmico.

e Novidades: Discussdo atualizada sobre a integragdo de edge computing, detec¢ao
de objetos em ambientes adversos e éticos no uso de |A.

Licheng Jiao: O artigo de Jiao menciona alguns desafios, mas foca mais nas
limitagbes técnicas da época, como a necessidade de melhor generalizacdo dos modelos e
aumento da eficiéncia computacional, sem entrar em detalhes sobre ética ou computagao
em borda.

Técnicas de Pos-Processamento e Modelos de Generalizagao:

Wei Chen: Aborda o uso de técnicas avancadas de pds-processamento, como
Non-Maximum Suppression otimizado e abordagens baseadas em aprendizado para
refinamento de deteccao. Também destaca como novos métodos de generalizagdo estao
surgindo para melhorar o desempenho em cenarios de few-shot e zero-shot learning.

e Novidades: Uso de aprendizado com poucos dados (few-shot) e métodos de
refinamento automatizados como parte essencial do pipeline de deteccgéo.
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Licheng Jiao: Menos foco em técnicas de pds-processamento avangadas e pouca
mencdo a few-shot e zero-shot learning, pois esses conceitos ainda estavam em seus
estagios iniciais.

Com base na comparagao entre os artigos de Wei Chen e Licheng Jiao, ficou claro
que a evolucdo das arquiteturas de deteccéo de objetos, particularmente com a introdugao
de técnicas baseadas em transformers e a combinagdo com redes convolucionais, trouxe
avancgos significativos em precisado, eficiéncia e adaptabilidade a cenarios complexos. As
inovagdes mais recentes, como as arquiteturas hibridas que combinam CNNs com Vision
Transformers (ViT) e o uso de modelos como YOLOVS (e as versoes mais atuais) e DETR,
destacam-se como marcos importantes para superar desafios como a deteccao de objetos
pequenos € o desempenho em tempo real. Dessa forma, o préximo passo natural na
jornada de estudos sera explorar mais detalhadamente as arquiteturas YOLO e DETR,
entendendo suas estruturas, pontos fortes e suas aplicagdes em cenarios reais, com o
objetivo de aprofundar o conhecimento sobre as tendéncias mais recentes da deteccao de
objetos.
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APENDICE 3

Instituto de Informatica (INF) - UFG
Alameda Palmeiras, Quadra D, Campus Samambaia
Fone: (62) 3521-1181 / Fax: (62) 3521-1182



MINISTERIO DA EDUCAGAO @ ‘ UFG
UNIVERSIDADE FEDERAL DE GOIAS ‘ ‘ UNIVERSIDADE
INSTITUTO DE INFORMATICA “ FEDERAL DE GOIAS

Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo
formalizar o aceite da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“gate”) de aprovacao: 9 de out. de 2024

Participantes da Entrega [matriculados em Residéncia em IA]:

GUILHERME HENRIQUE DOS REIS

Entrega: [descrever a ENTREGA: requisitos e produtos gerados: links para textos, cédigos, videos etc.]

Descrigcdo do Stage: Material completo neste link.

e Objetivo: Estudar as arquiteturas de Detecgédo de Objetos YOLO e DETR.
e Abordagem:
o Estudar os artigos das arquiteturas.
o Assistir videos pertinentes da playlist Modern Object Detection: from YOLO to transformers

- YouTube
e Materiais Revisados:
o Artigos:
m  “End-to-End Object Detection with Transformers” - Proposta e fundamentacao do
DETR
m “You Only Look Once: Unified, Real-Time Object Detection” - Proposta e
fundamentacéo do YOLO

Final: Levantamento de pontos chaves de cada arquitetura.

Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]

Estudar as implementagoes do YOLO e DETR

Observacgao: [caso precise fazer alguma observagao, de qualquer “natureza’]

ACEITE DA ENTREGA:
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CEDRIC LUIZ DE CARVALHO: (@11

O objetivo deste Stage foi estudar as arquiteturas de detecgao de objetos YOLO e
DETR, para compreender os algoritmos que mais sdo usados atualmente para essa tarefa.
Para isso foi estudado os artigos “End-to-End Object Detection with Transformers” e “You
Only Look Once: Unified, Real-Time Object Detection”. Para deixar o resultado do estudo
mais palpavel, elenquei os principais pontos dessas arquiteturas nesse material.

YOLO (You Only Look Once):

Sistema de detecgdo de objetos em tempo real que enquadra a tarefa de detecgao
como um unico problema de regressdo, dos pixels da imagem as coordenadas das
bounding boxes e probabilidades das classes. Detecta multiplos objetos em uma imagem,
prevendo bboxes e probabilidades de classe em uma Unica passagem direta pela rede.

DETR (Detection Transformers):

Propbe um framework de detecgdo de objetos de ponta a ponta usando
Transformers, eliminando a necessidade de componentes tradicionais como propostas de
regidao e pos-processamento (non maximum supression). Realiza a detec¢ao de objetos e a
previsdo de bboxes usando uma arquitetura encoder-decoder baseada em Transformers.

Comparacao entre YOLO e DETR

Arquitetura

YOLO:

Usa uma rede neural convolucional (CNN) customizada baseada na
arquitetura GoogLeNet. O artigo original da YOLO utiliza 24 camadas convolucionais
seguidas de 2 camadas fully conected. A YOLO divide a imagem em uma grade
(S*S), e cada célula da grade prevé bounding boxes e confianga para objetos cujo
centro cai dentro dessa célula. A YOLO realiza a classificacdao de objetos e a
localizacdo simultaneamente por meio de uma unica CNN, unificando a detecgdo em
um unico framework. Cada célula da grade prevé bboxes, confiangca de objeto e
probabilidades de classe. Combina a loss de localizag&o (regressédo da bbox) com a
loss de classificagao.

DETR:

Usa uma CNN padrao (ResNet no artigo original) para extrair caracteristicas
visuais da imagem de entrada. Usa um modelo transformer encoder-decoder onde o
encoder processa as caracteristicas da imagem, e o decoder usa consultas de
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objetos aprendidas para prever bounding boxes e classes. O DETR é projetado
como uma abordagem fim-a-fim, sem necessidade de ancoras pré-definidas,
propostas de regiao ou pos-processamento. Os transformers lidam tanto com a
deteccdo de objetos quanto com a regressdo das caixas delimitadoras. Leva
vantagem do mecanismo de atencado dos Transformers para relacionar o contexto
global entre caracteristicas da imagem e consultas de objetos.

Treinamento

YOLO:

Inicialmente pré-treinado no conjunto de dados de classificacao ImageNet
para extracdo geral de caracteristicas, e depois € ajustado em conjuntos de dados
de deteccdo de objetos. Treinado em conjuntos de dados de detecgdo de objetos
como PASCAL VOC e MS COCO. O YOLO pode lidar com varias classes de objetos
e caixas delimitadoras. O YOLO nao usa caixas de ancoras em sua versao original.
Em vez disso, cada célula da grade prevé diretamente um numero fixo de caixas
delimitadoras. A funcado de loss usada combina varias tarefas: loss de localizagéao
(para caixas delimitadoras), loss de confianga (para existéncia de objeto) e loss de
classificagao.

DETR:

Usa um backbone CNN (ResNet pré-treinada no ImageNet) para extracao de
caracteristicas, mas a porg¢ao transformer é treinada em conjuntos de dados de
detecgado de objetos. O artigo original avalia no MS COCO, mas o DETR requer
conjuntos de dados maiores devido a sua dependéncia pesada do modelo
transformer. Usa a loss Hungara para casar previsées com caixas delimitadoras de
verdadeiros positivos, combinando loss de classificagdo (para roétulos de objetos),
loss L1 (para caixas delimitadoras) e loss de loU (Intersection over Union)
generalizada.

Tempo de Inferéncia e Complexidade

YOLO:

O YOLO é conhecido por seu tempo de inferéncia rapido. Ele alcanga
deteccdo em tempo real a cerca de 45 frames por segundo (FPS) na implementacao
original. A Unica passagem direta para a deteccdo de objetos torna o YOLO
computacionalmente eficiente e ele escala bem para aplicagbes em tempo real em
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GPUs. O foco é na velocidade, trocando um pouco de precisao por um FPS elevado,
especialmente em versdes menores como o0 YOLO-nano.

DETR:

O DETR tem um tempo de inferéncia significativamente mais lento
comparado ao YOLO. Devido ao mecanismo de transformer, o DETR é muito mais
intensivo computacionalmente, especialmente na fase do decoder, que processa as
consultas de objetos iterativamente. A complexidade computacional do DETR cresce
de forma quadratica com o tamanho da imagem devido ao mecanismo de atengao
nos Transformers, resultando em tempos de inferéncia mais lentos comparado a
arquiteturas baseadas em convolucdo, como o YOLO. Sacrifica velocidade de
inferéncia por uma detecgdo de maior qualidade, especialmente em cenarios de
deteccao desafiadores.

Complexidade Matematica

YOLO:

A matematica do YOLO é relativamente simples. Ele define a tarefa de
deteccdo de objetos como um problema de regressao ao dividir a imagem em uma
grade. Para cada célula da grade, prevé caixas delimitadoras e pontuagdes de
confianga associadas. O YOLO prevé diretamente as coordenadas da caixa
delimitadora como \( (x, y, w, h)\), juntamente com a confianga do objeto. O YOLO
combina uma fungado de perda multi-parte: perda de localizagao (diferenga quadrada
para coordenadas de caixas delimitadoras), perda de confianga (entropia cruzada
binaria para a presenca de objeto) e perda de classificagdo (entropia cruzada
softmax para probabilidades de classe). A arquitetura de unica CNN reduz a
complexidade por ndo depender de redes de propostas de regidao, ancoras ou
processamento em multiplos estagios.

DETR:

O DETR é matematicamente complexo, dependendo fortemente do
mecanismo de atencdo dos Transformers. O mecanismo de auto-atengao permite
que cada elemento se relacione com todos os outros globalmente, exigindo multiplas
multiplicacdes de matrizes por camada. O DETR usa o algoritmo de correspondéncia
Hungaro para casar as caixas delimitadoras previstas com as verdadeiras. Isso
requer a solucdo de um problema de otimizagdo combinatoria para minimizar a perda
de correspondéncia entre previsdes e verdadeiros positivos. As camadas transformer
envolvem atengdo multi-cabega, que calcula pontuac¢des de atencéo entre cada par
de tokens de entrada, aumentando o custo e a complexidade computacional. O
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DETR usa uma combinagao de perda L1 para regressao de caixas delimitadoras,
perda de loU generalizada e perda de entropia cruzada para classificagdo, o que é
mais complexo do que a fung¢ao de perda do YOLO.

Pés-processamento

YOLO:

O YOLO usa supressdo ndo-maxima (NMS) para remover previsdes
redundantes de caixas delimitadoras, uma técnica comum em detectores de objetos.
Isso € necessario para filtrar caixas sobrepostas. O YOLO original ndo usa ancoras.
Versoes posteriores (YOLOvV2 e além) introduziram caixas de ancora para melhorar a
precisdo, mas a primeira versao prevé caixas delimitadoras diretamente.

DETR:

O DETR n&o requer supressdao nao-maxima (NMS) porque sua arquitetura
baseada em transformer gera um numero fixo de previsdes, e o mecanismo de
atencdo garante menos caixas duplicadas. Isso reduz a complexidade do
pos-processamento em comparagao com o0 YOLO. O DETR prevé um conjunto fixo
de consultas de objetos que s&o correspondidos com os verdadeiros positivos via o
algoritmo Hungaro, eliminando a necessidade de propostas de regido ou caixas de
ancora.

Desempenho e Precisao

YOLO:

O YOLO troca parte da precisao pela velocidade. Embora seja rapido, muitas
vezes tem dificuldades com objetos menores ou objetos em cenas densas devido a
estrutura de grade grosseira. A estrutura de grade pode limitar seu desempenho, ja
que cada célula da grade é responsavel por detectar apenas um numero limitado de
objetos, o que pode levar a erros em cenas densas.

DETR:

O DETR atinge maior precisao, especialmente em cenas complexas, e
consegue lidar melhor com a detecgéo de objetos de tamanhos variados, devido ao
contexto global fornecido pelo Transformer. Ele tem maior precisdo e melhor
localizacdo de objetos, particularmente em objetos complexos ou sobrepostos. No
entanto, o DETR requer tempos de treinamento significativamente mais longos e
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conjuntos de dados maiores para convergir, além de ser mais lento na inferéncia

comparado ao YOLO.
Resumo
e YOLO:

o Otimizado para velocidade e eficiéncia, tornando-o adequado para aplicagdes
em tempo real com precisio moderada. E mais eficiente
computacionalmente, o que o torna viavel para implantacao em dispositivos
com recursos computacionais limitados.

e DETR:

o Focado na precisdo, especialmente para cenas complexas e densas. Seu
design fim-a-fim e dependéncia da arquitetura Transformer eliminam muitos
componentes tradicionais, mas ao custo de inferéncia mais lenta e maior
demanda computacional.
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Termo de Aceite de Entrega

Objetivo deste documento
Este documento faz parte do Processo da disciplina Residéncia em IA e tem como objetivo
formalizar o aceite da entrega considerando o planejado e o realizado para o periodo.

Data da Reuniao (“gate”) de aprovagao: 16 de out. de 2024

Participantes da Entrega [matriculados em Residéncia em IA]:

GUILHERME HENRIQUE DOS REIS

Entrega: [descrever a ENTREGA: requisitos e produtos gerados: links para textos, cédigos, videos etc.]

Objetivo: material neste link
Estudar as implementac¢des das arquiteturas de deteccéo de objetos YOLO e DETR.

Abordagem:

e Pesquisar as organizagdes responsaveis pelas arquiteturas originais de ambos os algoritmos.

e Analisar os artigos e fundamentos teéricos de cada um.

e Assistir videos da playlist Modern Object Detection: from YOLO to transformers no YouTube para
complementar o entendimento.

Materiais Revisados:

e Artigos:
o "End-to-End Object Detection with Transformers" - Proposta e fundamentagéo da arquitetura DETR.
o "You Only Look Once: Unified, Real-Time Object Detection" - Proposta e fundamentagédo da
arquitetura YOLO.
e Testes com os algoritmos:
o Utilizagdo de modelos pré-treinados do DETR e YOLO11 para detecgdo em uma imagem arbitraria.
o O DETR identificou um objeto como sheep com 1.00 de confianga, enquanto o YOLO identificou
como sheep com 0.95 de confianga, mas ambos falharam na classificagéo correta.
o  Apo6s ajuste fino com um dataset de animais (1.000 imagens), o DETR identificou goat com 0.76 de
confianca, enquanto o YOLO11 classificou como racoon com 0.78 de confianga.

Resultados:

e DETR: Conseguiu identificar a classe correta (goat) com 0.76 de confianga apds o ajuste fino.
e YOLO11: Identificou incorretamente a classe (racoon) com 0.78 de confianga, mesmo apds o ajuste.

Conclusao:
O DETR demonstrou um desempenho superior na detecgao correta da classe, capturando melhor o contexto global da
imagem, enquanto o YOLO11 falhou na classificagéo.
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Planejamento: [descrever o que pretende fazer para realizar a proxima ENTREGA]

Estudar variantes do DETR (CoDETR, RTDETR, DINO)

Observacgao: [caso precise fazer alguma observagao, de qualquer “natureza’]

ACEITE DA ENTREGA:

CEDRIC LUIZ DE CARVALHO: (T

O objetivo deste Stage foi estudar as implementacdes das arquiteturas YOLO e
DETR. O primeiro passo foi identificar as organiza¢des responsaveis pelo desenvolvimento
das arquiteturas originais do DETR (DEtection TRansformers) e do YOLO (You Only Look
Once). O DETR foi proposto pela equipe de pesquisa da Facebook Al Research em 2020.
Esta arquitetura inovadora utiliza transformers, uma estrutura amplamente utilizada em
processamento de linguagem natural, para realizar a tarefa de detec¢do de objetos.
Diferente de modelos convencionais, como o YOLO, que utilizam uma abordagem baseada
em redes convolucionais, o DETR aproveita a atencdo dos transformers para identificar e
localizar objetos em imagens com mais precisdo, mesmo em cenarios mais complexos e
com sobreposicado de objetos.

Ja o YOLO, uma das arquiteturas mais populares em detec¢do de objetos, foi
inicialmente desenvolvido por Joseph Redmon e colaboradores na Universidade de
Washington em 2016. O modelo foi revolucionario ao propor uma abordagem de detecgao
em tempo real, onde a imagem ¢é dividida em regides e os objetos sdo detectados
simultaneamente, em vez de utilizar uma abordagem em varias etapas como outros
algoritmos tradicionais. Ao longo dos anos, o YOLO passou por varias itera¢des e melhorias,
com a quinta versado (YOLOv5) sendo uma das mais conhecidas e amplamente adotadas. A
organizacao Ultralytics foi responsavel pelo desenvolvimento e popularizagdo de
implementagdes da YOLO, que foram altamente otimizadas para desempenho e facilidade
de uso em projetos de visdo computacional.

Ao estudar as implementagdes desses algoritmos, foi importante compreender as
principais diferencas entre suas abordagens. O DETR, ao utilizar transformers, destaca-se
por seu potencial em capturar relagdes globais entre objetos e seu contexto na imagem. Em
contrapartida, o YOLO mantém uma abordagem baseada em redes convolucionais que
permite processar imagens de forma rapida e eficiente, sendo muito utilizado em aplicagdes
de tempo real, como drones e veiculos autbnomos. Cada um desses algoritmos tem suas

Instituto de Informatica (INF) - UFG
Alameda Palmeiras, Quadra D, Campus Samambaia
Fone: (62) 3521-1181 / Fax: (62) 3521-1182



MINISTERIO DA EDUCAGAO ® ‘ U F G
UNIVERSIDADE FEDERAL DE GOIAS ‘ ‘ UNIVERSIDADE
INSTITUTO DE INFORMATICA “ FEDERAL DE GOIAS

vantagens e desvantagens dependendo do tipo de tarefa e dos requisitos de desempenho, o
que torna essencial entender o contexto no qual serdo implementados.

Testes com os algoritmos:
Primeiramente decidi validar como os algoritmos iriam performar em imagens

arbitrarias. Para isso, utilizei os modelos pré-treinados do DETR e YOLO11, realizando a
deteccdo em uma imagem selecionada.

Deteccéo realizada com o DETR (classe sheep 1.00)
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shee[iO.QS

%

Deteccéo realizada com o YOLO11 (classe sheep 0.95)

Com esse teste inicial realizando apenas a inferéncia com os modelos pré-treinados
em uma imagem arbitraria constatei que nenhum dos modelos classificaram com éxito a
regido detectada. A partir disso decidi estender os testes e realizar um ajuste fino nos
modelos, tendo como base a imagem que usei inicialmente, em um dataset de animais com
varias classes e cerca de mil imagens.

Treinei ambos os modelos com 50 épocas e hiperparametros padrdes, e o objetivo
era perceber qual dos modelos conseguia generalizar melhor para a classe da imagem
inicial.
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