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Resumo

Aguiar Jr.,Dióscoros Brito.Tempo de Sobrevivência em um Modelo Estocás-
tico para Evolução de Espécies. Goiânia, 2014.58p. Dissertação de Mestrado.
Instituto de Matemática e Estatística, Universidade Federal de Goiás.

Neste trabalho, vamos considerar dois modelos estocásticos para evolução de espécies.

No primeiro, nascimentos e mortes ocorrem com probabilidades constantes. Cada espécie

nova é associada a uma aptidão que provém de uma distribuição uniforme em [0,1]. Toda

vez que ocorre um evento de morte, a espécie que morre é a que tem a menor aptidão.

Mostraremos que existe uma rápida transição de fase quando a probabilidade de nasci-

mento é maior do que a probabilidade de morte. O conjunto de espécies com aptidão

maior que uma aptidão crítica se aproxima de uma distribuição uniforme. Por outro lado,

todas as espécies com a aptidão menor que a crítica desaparecem após um tempo aleatório

�nito. No segundo modelo, uma nova espécie nasce com taxal e morre com taxaµ. Um

número aleatório, oriundo de uma distribuição dadaF, é associada com cada nova espécie

e é assumida como sua aptidão, no seu instante de nascimento. Da mesma maneira do pri-

meiro modelo, toda vez que ocorre um evento de morte, a espécie que morre é a que tem

a menor aptidão. Iremos considerar o tempo de sobrevivência (aleatório) de uma espécie

com uma aptidão dadaf. Iremos mostrar que a distribuição do tempo de sobrevivência

depende crucialmente de quandof < fc , f = fc ou f > fc, onde fc é uma aptidão crítica

calculada explicitamente.

Palavras–chave

Modelo de Sobrevivência, Evolução, Cadeia de Nascimento e Morte



Abstract

Aguiar Jr.,Dióscoros Brito.Survival time in a Stochastic Model for species
evolution. Goiânia, 2014.58p. MSc. Dissertation. Instituto de Matemática e
Estatística, Universidade Federal de Goiás.

In this work, we will consider two stochastic models for evolution os species. First, births

and deaths of species occur with constant probabilities. Each new species is associated

with a �tness sampled from the uniform distribution on [0,1]. Every time there is a death

event then the type is killed is the one with smallest �tness.We show that there is a sharp

phase transition when the probability is larger than the death probability. The set of species

with �tness higher than a certain critical value approach an uniform distribution. On the

other hand all the speces with �tness less than the crital disappear after a �nite (random)

time. The second model, we consider a stochastic model for species evolution. A new

species is born at ratel and a species dies at rateµ. A random number, sampled from

a given distribution F, is associated with each new species and assumed as its �tness, at

the time of birth. Likewise the �rst model, every time there is a death event, the species

that is killed is the one with the smallest �tness. We consider the (random) survival time

if a species with a given �tnessf. We show that the survival time distribution depends

crucially on whetherf < fc , f = fc or f > fc where fc is a critical �tness that is computed

explicit.

Keywords

Death and Birth Chain, Survival Model, Evolution
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CAPÍTULO 1
Introdução

Um modelo de evolução de espécies é uma formalização matemática para uma

série de estudos do meio ambiente onde em geral, se estuda a sobrevivência e morte de

espécies, que nas palavras de Darwin, é a seleção natural das espécies que se adaptam

melhor ao meio ambiente.

Os artigos a seguir provém basicamente do modelo de Bak-Sneppen([2]), um

modelo proposto em 1993, onde um número �xo (N) de espécies, distribuidas em

um círculo, cujas aptidões associadas provém de uma distribuição unforme em [0,1]. A

aptidão de uma espécie é um número aleatório associado a cada espécie no sentido que

esta denota o quão a espécie é forte. Além disso, em cada tempo discreto, dentre o número

�xo de espécies, a espécie que tiver a menor aptidão morre e além disso, as espécies

vizinhas a esta (que estão imediatamente a esquerda e a direita) são trocadas por espécies

cujas aptidões são de mesma distribuição das aptidões originais.

Tal modelo foi bastante difundido na sociedade matemática e inúmeros modelos

de evolução provém deste. O primeiro texto a ser abordado é baseado neste, mas com

diferenças signi�cativas,como o número de espécies não sendo �xa e não havendo uma

interação entre as espécies vizinhas que tem a menor aptidão, apenas a espécie que tem a

menor aptidão morre, sem reposição.

Entretanto, as espécies que tem a aptidão entre( fc;1), onde fc é um valor

crítico, tem uma distribuição assintótica uniforme, e espera-se que ocorra o mesmo

comportamento no modelo de Bak-Sneppen ainda que não tenha sido provado.

O segundo texto, é uma continuação do primeiro, pois é um modelo mais

completo, em tempo contínuo e além disso, usa-se o primeiro texto para provar uma

proposição particular deste.

Este texto foi organizado em ordem cronológica.O primeiro artigo,A Stochastic

Model of Evolution([8]), produzido por Guiol, H., Machado, F., Schinazi, R. é um modelo

de sobrevivência que ocorre em tempo discreto. Faremos uma abordagem no Capítulo 3

O segundo texto,On A Link Between A Species Survival Time In An Evolution

Model And The Bessel Distribuitions([9]), produzido por Guiol, H., Machado, F., Schi-
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nazi, R. é um modelo de sobrevivência que ocorre em tempo contínuo. Faremos uma

abordagem no Capitulo 4.

No capitulo 5, temos algumas simulações dos modelos acima, onde vemos que

os resultados teóricos são compatíveis com os resultados obtidos nas simulações.



CAPÍTULO 2
Preliminares

2.1 Introdução

Os resultados enunciados são encontrados em ([7],[15],[6],[14],[3],[11]).

Considere uma aplicação que associa a cadaw 2 W uma função real de um

parâmetro t pertencente a um conjuntot (em geral, associado ao tempo). Cria-se desta

maneira uma famíliaF de funções det, t 2 t . Este mapeamento chama-se processo

estocástico. Em outras palavras, um processo estocástico é uma aplicação de�nida por

X : W ! F

w 7! X(t;w); t 2 t

Pensando assim, um processo estocástico é uma função de duas variáveisw e t,

cujos domínios sãoWe R, respectivamente. Cada função pertencente a famíliaF é uma

realização do processo estocástico. Formalizando :

De�nição 1 Um processo estocástico X= f X(t); t 2 t g é uma coleção de variáveis

aleatórias. Isto é, para cada t2 t , X(t) é uma variável aleatória. Frequentemente, t é

interpretado como tempo e X(t), nesse caso, é o estado do processo no tempo t. Set é um

conjunto enumerável, X é um processo estocástico a tempo discreto. Set é um conjunto

não enumerável, nós chamamos o processo de processo estocástico a tempo contínuo.

Observação 1Da de�nição acima segue:

i) Interpretando t como o tempo e X(t) como estado do processo de�nimos E

como o conjunto de todos os estados possíveis do processo. E é chamado espaço de

estados.

ii) Um processo estocástico a tempo discreto é também chamado sequência

aleatória e é denotada porf Xn;n = 1;2; :::g.
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Exemplo 1 Seja X(t) o número de eventos que ocorrem em [0,t]. X= f X(t);t 2 Rg é um

processo estocástico a tempo contínuo.

Exemplo 2 Sejam X1;X2; ::: variáveis aleatórias independentes e identicamente distri-

buídas comP(Xn = 1) = p eP(Xn = � 1) = 1� p, 8 n. De�na

Sn = X1 + ::: + Xn; n = 1;2; ::: e S0 = 0:

A coleção de variáveis aleatórias S= f Sn;n � 0g é um processo estocástico chamado

passeio aleatório simples em uma dimensão.

2.2 Processo de Poisson

2.2.1 De�nições preliminares

Suponha que um experimento se inicia no tempot = 0. Eventos de um tipo

particular ocorrem aleatoriamente, a primeira ocorrência acontece no instanteT1, a

segunda no instanteT2 e assim por diante. A variável aleatóriaTi denota o instante de

tempo daia ocorrência do evento, e os valoresti deTi (i = 1;2; :::) são chamados pontos

de ocorrência.

SejamZn = Tn � Tn� 1 eT0 = 0.

A variável Zn denota o tempo entre a(n � 1)a ocorrência e ana ocorrência do

evento. A sequência de variáveis aleatóriasf Zn;n � 1g ordenadas é chamada processo

entre chegadas. Em particular, se todas as variáveis aleatóriasZn são identicamente

distribuídas e independentes, entãoZn é chamado processo de renovação ou processo

recorrente.

Note queTn = Z1+ :::+ Zn ondeTn denota o tempo até a ocorrência dono evento.

A sequênciaf Tn;n � 0g é chamada processo de chegada.

2.2.2 Processo de contagem

Um processo aleatóriof X(t); t � 0g é chamado processo de contagem seX(t)

representa o número total de eventos que ocorreram em[0;t].

Um processo de contagemX(t) satisfaz as seguintes condições :

i) X(t) � 0 eX(0) = 0 .

ii) X(t) é valor inteiro.

iii) X(s) � X(t) ses< t.

iv) X(t) � X(s) é igual ao número de eventos que ocorreram em(s;t].
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2.2.3 O processo

De�nição 2 Uma função g é dita ser o(h) se é uma função de h que vai para zero mais

rápido que h, isto é,

lim
h! 0

o(h)
h

= lim
h! 0

g(h)
h

= 0:

Observação 2o(h) satisfaz as identidades

i) o(h)+ o(h) = o(h),

ii) ao(h) = o(h) para toda constante a.

De�nição 3 Um processo de contagemf X(t);t � 0g é dito ser um processo de Poisson

com taxal ; l > 0 se

i) X(0) = 0,

ii) X(t) tem incrementos estacionários e independentes,

iii) P(X(h) = 1) = l h+ o(h),

iv) P(X(h) � 2) = o(h).

Observação 3Das condições iii) e iv)

P(X(h) = 0) = 1� l h+ o(h):

Ou seja, a probabilidade de nenhum evento ocorrer em qualquer intervalo

pequeno aproxima-se 1 quando a duração do intervalo aproxima-se de zero.

De�nição 4 Um processo de contagemf X(t);t � 0g é dito ser um processo de Poisson

com taxal , l > 0 se

i) X(0) = 0,

ii) X (t) tem incrementos independentes,

iii) O número de eventos em qualquer intervalo de comprimento t tem distribuição de

Poisson com médial t, isto é, para todo s; t > 0,

P(X(t + s) � X(s) = n) =
e� l t(l t)n

n!
; n = 0;1;2; :::

Temos que as de�nições 3 e 4 são equivalentes.

2.2.4 Processos de Markov

De�nição 5 Um processo aleatóriof X(t);t 2 t g é dito ser um processo de Markov se

P[X(tn+ 1) � xn+ 1jX(t1) = x1;X(t2) = x2; :::;X(tn) = xn]

= P[X(tn+ 1 � xn+ 1jX(tn) = xn)] (2-1)
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para qualquer escolha de t1 < t2 < ::: < tn < tn+ 1.

Em particular, sef X(t);t 2 t g é um processo com espaço de estados discretos

temos uma cadeia de Markov.

Uma cadeia de Markov a tempo discretof Xn;n � 0g é um processo estocástico

f xn;n � 0g que satisfaz

P(Xn+ 1 = jjX0 = i0; :::;Xn = in) = P(Xn+ 1 = jjXn = in): (2-2)

para qualquer escolha de estadosi0; i1; :::; in; j .

As equações acima são chamadas propriedades de perda de memória.

2.3 Processo de Poisson em duas dimensões

Vamos construir um conjunto aleatório emR2. Vamos começar com uma parti-

ção deR2 em retângulos �nitos. Denote porjAi j a área deAi . Nós temos

�[

i2Z

Ai = R;

onde
S � signi�ca união disjunta.

Para cadai, sejaYi uma variável aleatória de Poisson com esperançal jAi j. Isto

é,

P(Yi = k) =
e� l jAi j(l jAi j)k

k!
:

Assuma que as variáveis aleatórias de�nidas acima, são independentes. Fi-

nalmente, para cadai considere uma sequência de variáveis aleatórias independentes

(Ui; j ) j � 1 uniformemente distribuídas emAi

P(Ui; j 2 (A\ Ai)) =
jA\ Ai j

jAi j
:

O conjunto aleatório de interesse é :

S=
[

i2Z

Yi[

j= 1

f Ui; jg;

onde usamos a convenção
S 0

j= 1f Ui; jg = /0. Em outras palavras, colocamosYi pontos

independentes uniformemente distribuídos nos retângulosAi .

De�nição 6 Para cada conjunto mensurável A� R2, de�na M(A) sendo o número de

pontos do conjunto S\ A.
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2.3.1 Projeções

Suponha que a medida aleatóriaM(� ) descreva o processo bidimensional de pa-

râmetro 1. Agora iremos construir um processo unidimensional de Poisson de parâmetro

l como função deM(� ). Para cada intervaloI � R de�nimos

N(I) = M(I � [0; l ]):

Em palavras, o número de pontos deN(� ) no intervalo I será o mesmo que o

número de pontos no retânguloI � [0; l ] paraM(� ). É a mesma coisa quando se projeta

os pontos da faixaR � [0; l ] emR.

Algumas propriedades :

i) O processoN(� ) de�nido acima é um processo unidimensional de parâmetrol .

ii) Seja I um intervalo �nito. O evento "Dois pontos do processo bidimensional são

projetados sobre um único ponto de I" tem probabilidade zero.

2.4 Passeios aleatórios

De�nição 7 Sejam X1,X2,... variáveis aleatórias independentes e identicamente distribuí-

das tais que EjXi j < + ¥ . Seja S0 = c e

Sn = S0 +
n

å
i= 1

Xi ;n � 1:

O processof Sn;n � 0g é chamado passeio aleatório. Em particular, seP(Xi = 1) = p e

P(Xi = 1) = 1� p = q temos um passeio aleatório simples.

De�nição 8 Seja um passeio aleatório, onde S0 = i. O tempo de primeira passagem é

de�nido por

Ti;k = minf n > 0 : Sn = kg:

Quando i= k, a variável aleatória Tk;k é chamada tempo de recorrência de k. Neste caso,

escrevemos simplesmente Tk.

Uma propriedade interessante do tempo de primeira passagem no caso de pas-

seios aleatórios simples é que os passos após a primeira passagem emk é independente

das passagens anteriores.

De�nição 9 Sejam X1;X2; ::: uma sequência de variáveis aleatórias independentes. Uma

variável aleatória N é dita tempo de parada para esta sequência se o eventof N = ng é

independente de Xn+ 1;Xn+ 2; ::: para todo n=1,2,...
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Teorema 2.1 (Equação de Wald) Sejam X1;X2; ::: variáveis aleatórias independentes e

identicamente distribuídas (v.a.i.i.d.), tais que EjXi j < + ¥ e N um tempo de parada para

X1;X2; :::: com EjNj < + ¥ . Então

E

"
N

å
i= 1

Xi

#

= E[N]E[X1]:

Prova. Ver ([15]). �

A partir dessas de�nições, chegamos aos seguintes resultados:

Teorema 2.2 Seja Sn o passeio aleatório simples apresentado na De�nição7. A distri-

buição de Sn é dada por :

P(Sn = k) =

( � n
n+ k

2

�
p

n+ k
2 q

n� k
2 ; se n+k for par;

0; caso contrário:

Prova. Ver ([7]). �

Teorema 2.3 (Princípio da Dualidade) Seja Sn o passeio aleatório simples apre-

sentado na De�nição7. Então (X1; :::;Xn) tem a mesma distribuição conjunta de

(Xn;Xn� 1; :::;X1).

Prova. Ver ([7]). �

Teorema 2.4 (Principio de Re�exão) Seja Sn o passeio aleatório simples apresentado na

De�nição 7. Se x e y são positivos então o número de realizações de(0;x) para (n;y) que

tocam o eixo x é igual ao número de realizações de(0; � x) para (n;y).

Prova. Ver ([7]). �

Teorema 2.5 (Teorema do Primeiro acerto) Seja Sn o passeio aleatório simples apresen-

tado na De�nição7.Suponha S0 = 0.Tome b> 0. Então:

P(T0;b = n) =
b
n

P(Sn = b)

Prova. Ver ([7]). �
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2.5 Cadeia de Markov a tempo contínuo

De�nição 10 Considere um processo estocástico a tempo contínuo X= f Xtgt� 0 com

espaço de estados E �nito ou enumerável. X é uma cadeia de Markov a tempo contínuo

se e somente se

P[Xt+ s = jjXs = i;Xu = xu;0 � u < s] = P[Xt+ s = jjXs = i]:

Além disso, se a probabilidade de transição entre dois estados depende somente

do intervalo de tempo no qual ocorre a transição e não dos instantes de tempo nos quais a

cadeia ocupa estes estados, isto é,

P[Xt+ s = jjXs = i] = Pi; j (t);

então esta cadeia de Markov é homogênea.

2.5.1 Estrutura de uma cadeia de Markov a tempo contínuo

De�nição 11 Para uma Cadeia de Markov a tempo contínuo de�na

wt(w) = inff s � 0; tal que Xt+ s(w) 6= Xt(w)g:

wt é o período de tempo que a cadeia permanece no estado que ela ocupa no instante t.

2.5.2 Classi�cação de estados

i) i será chamado de estado instantâneo seP(wt = 0jXt = i) = 1: Neste caso a cadeia

�ca no estadoi somente no instante em que ela chegou.

ii) i será chamado de estado absorvente seP(wt < ¥ jXt = i) = 0. Neste caso, a cadeia

permanece emi para sempre.

iii) i será chamado de estado estável seP(0 < wt < ¥ jXt = i) = 1.

Toda vez que a cadeia chega num estado estável, ela �ca nele um período de tempo �nito.

Teorema 2.6 Sejaf Xtgt� 0 uma cadeia sem estados instantâneos. Para todo i2 E e todo

t � 0,

P(wt > ujXt = i) = e� qiu; u � 0

para algum número qi 2 [0;+ ¥ ).

Sejaf Xtgt� 0 uma cadeia com estados estáveis. De�naTn = instante de tempo no

qual a cadeia muda de estado pelana vez. EscrevaT0 = 0 por conveniência. Temos:
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i) 0 = T0 < T1 < ::: < Tn < :::

ii) Denotando porYn o estado visitado pela cadeia nana transição que ela faz

Xt = Yn;Tn � t < Tn+ 1:

Nesse caso :

a) Y0 é o estado inicial

b) w0 = T1,

c) T1j[Y0 = i] tem uma distribuição exponencial de parâmetroqi ,

d) Tn+ 1 = Tn + wTn;

e) Tn� 1 � Tnj[Yn = i] tem uma distribuição exponencial de parâmetroqi .

2.6 Processo de nascimento e morte

Uma cadeia de Markov a tempo contínuo com estados 0, 1 ,2,... para a qual

Pi; j (t) = 0; seji � j j > 1

é chamada processo de nascimento e morte. Em outras palavras, um processo de nasci-

mento e morte é uma cadeia de Markov a tempo contínuo com estados 0;1;2; ::: para a

qual as transições do estadoi ocorrem apenas para o estadoi + 1 ou para o estadoi � 1.

O estado do processo é usualmente visto como o tamanho de alguma população e incre-

mentar 1 signi�ca ocorrer um nascimento e diminuir 1 signi�ca ocorrer uma morte. Seja

l i eµi dados por

l i = qi;i+ 1;

µi = qi;i� 1:

Os valoresf l i ; i � 0g e f µi ; i � 1g são chamados de taxas de nascimento e taxas

de morte, respectivamente.

Agora, vamos enunciar alguns resultados de análise que serão usados no decorrer

do texto.

Teorema 2.7 (Teorema de Fubini-Tonelli)Seja f :R � R ! R uma função contínua, tal

que as integrais abaixo convirjam

Z + ¥

� ¥

Z + ¥

� ¥
j f (x;y)jdxdy e

Z + ¥

� ¥

Z + ¥

� ¥
j f (x;y)jdydx

Então, as integrais iteradas da f convergem e
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Z + ¥

� ¥

Z + ¥

� ¥
f (x;y)dxdy=

Z + ¥

� ¥

Z + ¥

� ¥
f (x;y)dydx

Prova. Ver ([3]). �

Corolário 2.8 Se as funções fn : R ! R são não-negativas8 n,x, então

å
Z

fn(x)dx=
Z

å fn(x)dx

Prova. Ver ([3]). �

Teorema 2.9 (Derivação termo a termo)Sejaf fng uma sequência de funções derivá-

veis no intervalo [a,b]. Se para um certo c2 [a,b], a sequência numéricaf fn(c)g con-

verge e se as derivadas f
0

n convergem uniformemente em [a,b] para uma função g, então

f fng converge uniformemente em [a,b] para uma função derivável f, tal que f
0
= g.

Prova. Ver ([11]). �

Corolário 2.10 (Derivação termo a termo para séries)Se a sérieå fk, de aplicações

deriváveis fk : [a;b] ! R, converge em um ponto c2 [a,b] e a sérieå f
0

k das derivadas

converge de modo localmente uniforme em [a,b], para a soma g= å f
0

k, então tem-se

convergência localmente uniforme f= å fk em [a,b], a soma f: [a;b] ! R é diferenciável

e f
0
= g.

Prova. Ver ([11]). �

O teste a seguir é uma boa forma de mostrar que uma série de funções converge

uniformemente.

Proposição 2.11 (Teste de Weierstrass)Se para cada k2 N e cada x2 [a;b], tem-se

j fk(x)j � ck; ondeå ck é uma série convergente de números reais positivos, então a série

å fk, cujos termos são aplicações fk : [a;b] ! R, converge uniformemente emR.

Prova. Ver ([11]). �



CAPÍTULO 3
Um modelo estocástico de evolução

3.1 Introdução

Este artigo foi produzido originalmente por ([8])Guiol, H.; Machado, F.; Schi-

nazi, R..

Considere um modelo a tempo discreto que começa do conjunto vazio. Ou seja,

para cada instanten � 1, com probabilidadep temos um nascimento de uma nova espécie

e com probabilidadeq = 1� p temos a morte de uma espécie (se o sistema não estiver

vazio). Assim, o número total de espécies vivas no tempon é um passeio aleatório sobre

os números inteiros positivos, onde cada salto ocorre para a direita com probabilidade

p e para esquerda com probabilidadeq, salientando que os passos são de uma em uma

unidade, tanto para a direita quanto para a esquerda. Além disso, este passeio possui uma

barreira em 0, ou seja, se o passeio estiver em 0, este se mantém em 0 com probabilidadeq

e vai para 1 com probabilidadep. Cada nova espécie é associada a um número aleatório.

Este número provém de uma distribuição uniforme em[0;1]. Além disso, tal número é

associado a esta espécie como a aptidão da mesma, esta aptidão mede o quão forte é esta

espécie no sistema. Estes números aleatórios são independentes entre si e de todo o resto

do processo. Toda vez que ocorre um evento de morte, então a espécie que morre é a de

menor aptidão.

Tomep 2 ( 1
2;1) e de�na

fc :=
1� p

p
:

Temosfc 2 (0;1). SejamLn eRn os conjuntos de espécies vivas no tempon cujas

aptidões são menores e maiores quefc, respectivamente. Como cada aptidão aparece no

máximo uma vez quase certamente, podemos identi�car cada espécie com sua aptidão e

pensar emLn eRn como conjunto de pontos em(0; fc) e ( fc;1), respectivamente. SejajAj

o número de elementos do conjuntoA. Além disso, considere a seguinte de�nição:

De�nição 12 Em uma cadeia de Markov, um estado i é recorrente nulo se a probabili-

dade desta cadeia retornar ao estado i, dado que ela começou por i for1, porém sendo o
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tempo esperado desta passagem in�nito.

Agora estamos em condições de enunciar os principais resultados deste capítulo.

3.2 Resultados principais

Teorema 3.1 Assuma que p> 1
2. Tome fc = 1� p

p .

a) O númerojLnj de espécies cujas aptidões são menores que fc é uma cadeia de

nascimento e morte recorrente nula. Em particular, o conjunto Ln é vazio in�nitas

vezes com probabilidade um.

b) Tome fc < a < b < 1, então

lim
n! ¥

1
n

jRn \ (a;b)j = p(b� a) q:c:

Em palavras, temos uma transição de fase na aptidãofc. Nenhuma espécie

com aptidão inferior afc pode sobreviver para sempre. Por outro lado, as aptidões são

assintoticamente uniformemente distribuídas em( fc;1).

Temos que quanto maior for o valorp, mais receptivo a novas espécies será o

meio ambiente. Sep está próximo de 0.5, entãofc está próximo de 1 e assim, apenas

espécies com aptidões elevadas irão sobreviver. Por outro lado, sep está próximo de 1,

entãofc está próximo de 0 e assim, até as espécies com aptidões relativamente pequenas

podem sobreviver.

a) A prova do Teorema3.1a) decorre diretamente da seguinte proposição (ver [16]):

Proposição 1 Uma cadeia de nascimento e morte é recorrente nula se e somente

se

å
k� 1

qkqk� 1:::q1

pkpk� 1:::p1
= + ¥ e å

i� 1

pi� 1pi� 2:::p0

qiqi� 1:::q1
= + ¥ ;

onde pi = p(i; i + 1) e qi = q(i; i � 1) são as probabilidades da cadeia ir do estado

i para i+ 1 , e de i para i� 1 respectivamente.

Prova. Temos que a cadeiajLnj aumenta uma unidade com probabilidadep fc
e decresce uma unidade com probabilidade 1� p. Temos quep fc = p1� p

p =

1� p. Portanto

qi = 1� p 8 i 2 N;

pi = 1� p 8 i 2 N:
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Logo, para esta cadeia os somatórios acima divergem e assim,jLnj é uma cadeia de

nascimento e morte recorrente nula. �

b)

Prova. Sejatn o número de vezesk � n para o qualLk é vazio. Isto é,

tn = jf 1 � k � n : Lk = /0gj:

Vamos mostrar que, dadoe> 0 , tn < n0:5+ eq:c: paran su�cientemente grande.

O passo principal provém do seguinte Lema.

�� �� �� �� �� �� �� �	 ���
��
��

��

���

��

�� ��

��

Figura 3.1: Um exemplo de realização do processo, onde em n=10,
temos t10 = 4.

Lema 3.2 Existem constantes positivasa
0
e D tais que para todoe> 0 temos

P
�

tn >
2

p fc
n0:5+ e

�
� De� a

0
ne

:

Prova do Lema:

Começamos do conjunto vazio. Se a primeira espécie aparece no tempot =

k, então temosk � 1 fracassos até aparecer o primeiro sucesso. Portanto, este tempo

aleatório, denotado porG0, satisfaz uma distribuição geométrica cuja esperança é1
p fc

.

Então:
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G0 = minf k � 1 : Lk 6= /0g:

De�na

E1 = minf k � G0 : Lk = /0g:

Assim,E1 é o tempo que leva começando no tempoG0 parajLnj retornar a 0.

Geralmente, de�nimos parai � 1

Gi = minf k � G0 + E1 + ::: + Gi� 1 + Ei : Lk 6= /0g

e

Ei+ 1 = minf k � G0 + E1 + ::: + Ei + Gi : Lk = /0g:

Note que(Gi) i� 0 e (Ei) i� 1 são duas sequêncas de varáveis aleatórias indepen-

dentes e identicamente distribuídas. Além disso,Gi segue uma distribuição geométrica

com esperança1
p fc

. Sejakn o número de vezes queLk atinge o conjunto vazio até o tempo

n :

kn = jf 2 � k � n : jLk� 1j = 1 ejLkj = 0gj:

Isto é,kn conta o número de vezes queLk vai de uma para nenhuma espécie, com

k � n . Note que sekn = 0, entãotn � G0. SejaC = 2
p fc

. Agora computamos

P(tn > Cn0:5+ e) � P(tn > Cn0:5+ e;kn < n0:5+ e) + P(tn > Cn0:5+ e;kn � n0:5+ e)

� P(tn > Cn0:5+ e;kn < n0:5+ e) + P(kn � n0:5+ e):

Parakn � 1, temos

G0 + G1 + :::Gkn� 1 � tn � G0 + ::: + Gkn (3-1)

e parakn = 0, temostn � G0. Assim

P(tn > Cn0:5+ e;kn < n0:5+ e) � P(G0 + G1 + ::: + Gmn > Cn0:5+ e);

ondemn é a parte inteira den0:5+ e. A desigualdade acima faz sentido, pois sekn < n0:5+ e,

temoskn = j, para algumj = 1; :::;mn. Da desigualdade (3-1), temos

f tn > C0:5+ e
n ;kn < n0:5+ eg � f G0 + G1 + ::: + G j > Cn0:5+ eg
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� f G0 + G1 + ::: + Gmn > Cn0:5+ eg:

Agora, o valor esperado deG0+ G1+ :::+ Gmn é mn+ 1
p fc

. AssimG1; :::;Gn satisfaz

as condições da Proposição (A.1), que implica (A-2). Então existea > 0 tal que

P(G0 + G1 + ::: + Gmn > Cn0:5+ e) � e� amn � e� a(n0:5+ e� 1): (3-2)

Vamos trabalhar com o segundo termo da desigualdade. Note que asEi são

variáveis aleatórias independentes e identicamente distribuídas, e que para 1� i � kn � 1

todas são menores quen. De fato, suponha quef E1 = ng, entãokn = 0, pois teríamos

G0 + E1 � n+ 1, isto é, a partir deG0, temos pelo menos uma espécie viva no sistema até

o tempon. Logo,

P(kn � n0:5+ e) � P(E1 < n;E2 < n; :::;Emn� 1 < n) = P(E1 < n)mn� 1:

Para estimarP(E1 < n), iremos compararjLnj a um passeio aleatório simétrico

simplesWn ( onde o passeio salta uma unidade para a direita ou uma unidade a esquerda

com probabilidade 0.5 a cada passo). Vamos construirWn a partir dejLnj apagando os

passos em quejLnj não muda. Se por exemplo, tivermosjL1j = jL2j = 0, jL3j = jL4j = 1

e jL5j = 2 então de�nimosW1 = 0, W2 = 1 eW3 = 2. Fazendo assim, construimos um

passeio aleatório simétrico que visita os mesmos lugares ( na mesma ordem ) quejLnj,

mas em menos tempo. Assim,Ln leva mais tempo de 1 para 0 do queWn. SejaT0 o tempo

queWn leva para atingir 0. Temos

P(kn � n0:5+ e) � P(E1 < n)mn� 1 � P1(T0 < n)mn� 1:

Temos queP1(T0 � n) é aproximadaemente 1p
pn
2

(Capítulo 3, [5]). Assim,

existem constantesa1 eD1 tais que

P(kn � n0:5+ e) � exp(a1
mn � 1

n0:5 ) � D1exp(� a1ne): (3-3)

Daí,

P(kn � n0:5+ e) � e� a1ne
: (3-4)

De (3-2) e (3-4), temos:

D1e� a1ne
+

1
e

e� ane
� 2max

�
1
e

;D1

�
e� minf a;a1gne

:

TomandoD = 2maxf 1
e;D1g ea

0
= minf a;a1g, obtemos o resultado desejado.
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�

Com este lema em mãos, podemos terminar a prova da parte (b) do teorema. Seja

Nn o número total de nascimentos no modelo até o tempon. Nn tem distribuição binomial

com parâmetrosn e p. Sejafc < a < b < 1, então

jRn \ (a;b)j �
Nn

å
i= 1

1(a;b)(Ui);

onde 1(a;b) é a função indicadora do conjunto(a;b) e (Ui) i� 1 é a sequência de aptidões

associadas aos nascimentos. TemosUi � Uniforme[0;1] independentes entre si. Esta

inequação nos diz que o número de pontos no conjunto(a;b) no tempon é menor que o

número de nascimentos que ocorreram até o tempon no mesmo conjunto.

�� �� �� �� �� �� �� �	 ���
��
��

��

���

��

�� ��

��

��
��

Figura 3.2: O mesmo exemplo da �gura (3.1) , com k10 = 3, N10=
6 ejR10 \ (a;b)j = 1.

Agora vamos limitar o número de mortes. A�rmamos que o número de mortes

em ( fc;1) é no máximotn. Isto acontece por que podemos ter uma morte em( fc;1)

somente quando(0; fc) é vazio etn conta o número de vezes que isto acontece até o

tempon. Assim,

Nn

å
i= 1

1(a;b)(Ui) � tn � j Rn \ (a;b)j �
Nn

å
i= 1

1(a;b)(Ui):

Pela Lei Forte dos Grandes Números (TeoremaA.5, Apêndice):
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1
n

Nn

å
i= 1

1(a;b)(Ui) =
Nn

n
1

Nn

Nn

å
i= 1

1(a;b)(Ui)

converge quase certamente parapE(1a;b(U)) = p(b � a). Por outro lado, pelo Lema

3.2 e pelo Lema de Borel-Cantelli (TeoremaA.3, Apêndice), existe quase certamente

um natural N tal quetn � 2
p fc

n0:5+ e para n � N. Em particular, tn
n converge para 0

quase certamente (Proposição2, Apêndice). Usando estes limites na desigualdade acima,

concluímos que quase certamente

lim
n! + ¥

1
n

jRn \ (a;b)j = p(b� a):

�



CAPÍTULO 4
Um link entre sobrevivência de espécies no

tempo em um modelo de evolução e as

distribuições de Bessel

4.1 Introdução

Este artigo foi produzido originalmente por ([9]) Guiol, H.; Machado, F.; Schi-

nazi, R..

Considere um modelo estocástico de evolução em espécies no qual espécies

nascem com taxal e morrem com taxaµ. Um número aleatório, oriundo de uma

distribuiçãoF, é associado a cada nova espécie em seu instante de nascimento. Pensamos

no número aleatório a uma dada espécie como sendo a aptidão da espécie. Estas aptidões

são independentes entre si e de tudo o que acontece no processo. Toda vez que ocorre

um evento de morte, a espécie que morre é a que tem a menor aptidão. Assumimos

queF é uma função de distribuição absolutamente contínua. Vamos estudar o tempo de

sobrevivência de um certo número de espécies iniciais com aptidãof. Mostraremos que

existe uma aptidãofc e uma transição de fase para o tempo de sobrevivência de espécies.

Temos uma conexão forte entre este modelo e passeios aleatórios.

De�nição 13 F é uma função de distribuição absolutamente contínua se existe uma

função de densidadej emR tal que

F(x) =
Z x

� ¥
j (u)du:

DenoteSupp(F) a função suporte deF por:

Supp(F) = f x 2 R : j (x) > 0g:

O processo é iniciado comk espécies, com aptidões associadasf1 < ::: < fk = f ,

que estão emSupp(F). Estas aptidões são independentes entre si e do resto do processo.
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Denote port k
f a variável aleatória que mede o tempo de sobrevivência destask espécies

neste contexto.

4.2 Resultados principais

Teorema 4.1 O tempo de sobrevivênciat k
f possui uma distribuição de Bessel :

P(t k
f > t) = 1�

�
µ
l f

� k
2

Z t

0
e� (µ+ l f )uk

u
Ik(2

q
µl f u)du (4-1)

coml f := l F( f ) < l e onde Ik é a função modi�cada de Bessel de primeira ordem com

índice k de�nida por

Ik(x) =
¥

å
j= 0

1
( j + k)! j!

� x
2

� 2j+ k
;x 2 R: (4-2)

Observação 4Toda vez quel f � µ, t := t k
f tem densidade de probabilidade

j t (t) =
�

µ
l f

� k
2

e� (µ+ l f )t k
t
Ik(2

q
µl f t); 8 t > 0: (4-3)

No casol f > µ a função acima não é densidade de probabilidade, pois

¥Z

0

�
µ
l f

� k
2

e� (µ+ l f )t k
t
Ik(2

q
µl f t)dt =

�
µ
l f

� k

< 1:

De fato, quandol f > µ

¥Z

0

�
µ
l f

� k
2

e� (µ+ l f )t k
t
Ik(2

q
µl f t)dt =

¥R

0
( µ

l f
)

k
2e� (µ+ l f )t k

t

¥
å

l= 0

1
(l+ k)!l ! (

p
µl f t)2l+ kdt

= ( µ
l f

)
k
2

¥R

0

¥
å

l= 0
e� (µ+ l f )t k

t
1

(l+ k)!l ! (
p

µl f t)2l+ kdt:

Visando satisfazer a condição necessária para trocar a ordem entre a série e a

integral (Corolário2.8), temos de terfl não-negativa, o que ocorre, pois:

fl = e� (µ+ l f )t k
t

1
(l + k)!l !

(
q

µl f t)2l+ k � 0
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parat 2 (0;+ ¥ ) e l 2 N. Sendo assim

�
µ
l f

� k
2 ¥

å
l= 0

¥Z

0

e� (µ+ l f )t k
t

1
(l + k)!l !

(
q

µl f t)2l+ kdt

=
�

µ
l f

� k
2 ¥

å
l= 0

(
p

µl f )2l+ k

(l + k)!l !
k

¥Z

0

e� (µ+ l f )tt2l+ k� 1dt

=
�

µ
l f

� k
2 ¥

å
l= 0

k
2l + k

�
2l + k

l

�  p
µl f

µ+ l f

! 2l+ k �
µ
l f

� k
2
�

l f

µ

� k
2

=
�

µ
l f

� k ¥

å
l= 0

k
2l + k

�
2l + k

l

� �
l f

µ+ l f

� l+ k �
µ

µ+ l f

� l

=
�

µ
l f

� k ¥

å
l= 0

k
2l + k

P(S2l+ k = k)

=
�

µ
l f

� k ¥

å
l= 0

P(T0;k = 2l + k)

=
�

µ
l f

� k

< 1:

Quandol f � µ, temos :

�
µ
l f

� k
2 ¥

å
l= 0

¥Z

0

e� (µ+ l f )t k
t

1
(l + k)!l !

(
q

µl f t)2l+ kdt

=
�

µ
l f

� k
2 ¥

å
l= 0

(
p

µl f )2l+ k

(l + k)!l !
k

¥Z

0

e� (µ+ l f )tt2l+ k� 1dt

=
�

µ
l f

� k
2 ¥

å
l= 0

k
2l + k

�
2l + k

l

�  p
µl f

µ+ l f

! 2l+ k �
µ
l f

� k
2
�

l f

µ

� k
2

=
�

µ
l f

� k
2
�

l f

µ

� k
2 ¥

å
l= 0

k
2l + k

�
2l + k

l

� �
l f

µ+ l f

� l � µ
µ+ l f

� l+ k

= 1
¥

å
l= 0

k
2l + k

P(S2l+ k = � k)

=
¥

å
l= 0

P(T0;� k = 2l + k)

= 1:

Observação 5O tempo de sobrevivênciat k
f não é afetado por espécies com aptidões
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menores que f. Além disso, temos

t k
f =

k

å
j= 1

(t j
f � t j � 1

f );

tomandot f = 0. Observe quet k
f são quase certamente tempos de parada �nitos (quando

µ > l f ) e da propriedade forte de Markov (TeoremaA.4), (t j
f � t j � 1

f )1� j� k é uma

sequência de variáveis aleatórias independentes e identicamente distribuídas com a

distribuição det f = t 1
f .

Ainda que (4-1) nos dê a distribuição exata do tempo de sobrevivência, não é tão

simples concluir algo disto. O próximo resultado nos dá aproximações para a distribuição

det k
f .

Corolário 4.2 O tempo de sobrevivênciat k
f satisfaz :

a) Sel f < µ então

P(t k
f > t) � Ck

e� at

t
3
2

com Ck = kp
p( µ

l f
)

k
2
�
µl f

� � 1
4 (

p
µ�

p
l f )� 2ea = (

p
µ�

p
l f )2:

b) Sel f > µ então

P(t k
f > t) � Ck

e� at

t
3
2

;

P(t k
f = + ¥ ) = 1�

�
µ
l f

� k

:

c) Sel f = µ então

P(t k
f > t) � (kpµt)

� 1
2 :

Observação 6Do corolário acima, sel > µ existe uma transição de fase em f.

Note que uma espécie que nasce com uma aptidão menor quefc := F� 1( µ
l )

morre exponencialmente rápido enquanto uma espécie com uma aptidão maior quefc
tem probabilidade positiva de sobreviver para sempre. Quanto maiorl

µ for (temos que

F � 1 é não decrescente, mais receptivo é o meio-ambiente para novas espécies). Sel
µ < 1,

todas as espécies morrem exponencialmente rápido. Por outro lado, sel
µ > 1 até mesmo

as espécies com aptidões relativamente baixas podem sobreviver.

Até agora discutimos o tempo de sobrevivência dek espécies com uma aptidão

dadaf. Em particular, é importante obter alguma informação sobre a distribuição destas

espécies sobreviventes. Suponha quel > µ e sejamLt eRt os conjuntos de espécies vivas

no tempot cujas aptidões são respectivamente menores quefc e maiores quefc. Como
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cada aptidão que apareceu até o tempot não deve aparecer novamente quase certamente,

nós podemos identi�car cada espécie com a sua aptidão e considerarLt e Rt como o

conjunto de pontos em(� ¥ ; fc) e (fc;¥ ) respectivamente. O resultado a seguir é uma

aplicação direta do resultado principal do primeiro artigo abordado.

Proposição 4.3Suponha quel > µ. Então

a) O númeroj Lt j de espécies cujas aptidões são menores que fc é uma cadeia de

nascimento e morte recorrente nula. Em particular, o conjunto Lt é vazio in�nitas

vezes com probabilidade 1.

b) Tome fc < a < b, então

lim
t! ¥

1
t

j Rt \ (a;b) j=
l (F(b) � F(a))

l + µ
q:c:

4.3 Provas

4.3.1 Construção do processo

Para chegarmos aos resultados, devemos construir o processo. Primeiramente,

considere o processo bivariadoZt = ( Z1
t ;Z2

t ). A primeira coordenada nos dá o número de

espécies vivas no tempot e a segunda é o conjunto das aptidões associadas as espécies

vivas no tempo t. SejaM um processo bidimensional de Poisson com parâmetro 1 em

R+ � R. O eixo x será a linha do tempo associada ao processo de Poisson. Vamos

supor que o processo começa comk � 1 espécies, tomef1; :::; fk k variáveis aleatórias

independentes com distribuiçãoF, independente deM. TomeT0 = 0 e Z0 = ( Z1
0;Z2

0) =

(k; f f1; :::; fkg) 2 N � S ondeS é o conjunto dos subconjuntos �nitos dos números reais

em[0;1]N. De�na

T1 = inff t > 0 : M([0;t] � [0; l + µ]) > 0g:

Isto é,T1 é a primeira vez que o processo de Poisson marca um ponto na faixa

R+ � [0; l + µ].

Denote por(T1;Y1) a coordenada da primeira ocorrência do processo de Poisson

na região acima. Pelas propriedades do processo de Poisson, temos queY1 é uma variável

aleatória uniforme em[0;1] independente deT1. Este processo de�ne o nascimento ou a

morte de uma espécie emZT1 dependendo da posição a qualY1 �ca.

� SeY1 2 [0; l ], uma nova espécie surge com aptidão associadafk+ 1 = F � 1(Y1
l )(com

esta aptidão sendo uma variável aleatória com distribuiçãoF e independente deT1),

portanto:

ZT1 = ( Z1
0 + 1;Z2

0

[
f fk+ 1g) = ( k+ 1; f f0; :::; fk+ 1g)
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que representa o nascimento de uma nova espécie.

� Caso contrário, ou seja, quandoY1 2]l ; l + µ], tome

ZT1 = ( Z1
0 � 1;Z2

0 n f minf Z2
0gg) = ( k� 1:f f0; :::; fkg n fminf fi : 1 � i � kgg)

que representa a morte da espécie mais fraca.

Entre[0;T1[ denoteZt = Z0. Assim o processo está bem de�nido até o tempoT1

Paran � 1 , denote porTn o tempo dana marca do processo de PoissonM na faixa

R+ � [0; l + µ], isto é:

Tn = in f f t > Tn� 1 : M([0;t] � [0; l + µ]) > 0g:

�� �� �� �� �� �� �� �� ������ �� �� �� �� �� �	 �
 �� ����

�

����

��

��

Figura 4.1: Uma ilustração do processo bidimensional.

Suponha que o processoZt esteja bem de�nido até o tempoTn , n � 1. Como

antes, denote por(Tn+ 1;Yn+ 1) a coordenada da(n+ 1)a marca de Poisson.

� SeYn+ 1 2 [0; l ], uma nova espécie surge com aptidão associadafk+ n+ 1 = F � 1(Yn+ 1
l )

e escrevemos

ZTn+ 1 = ( Z1
n + 1;Z2

Tn

[
f fk++ n+ 1g):

� Caso contrário,

ZTn+ 1 = ( Z1
n � 1f Z1

n> 0g;Z2
Tn

n f minf Z2
Tn

gg)
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(com a convenção min/0 = /0) e então para todo t2 [Tn;Tn+ 1[ tomeZt = ZTn. Em

palavras, a espécie que tiver a menor aptidão morre, se no tempoTn tivermos alguma

espécie viva.

�� �� �� �� �� �� �� �� ������ �� �� �� �� �� �	 �
 �� ����
����

�

��

����

��
��

Figura 4.2: Uma ilustração do que acontece em Z1
t .

4.3.2 Um acoplamento útil

Estamos interessados na distribuição det k
f . Um modo de obter esta distribuição

é a partir deXt , um processo acoplado ao processoZt , de�nido como o número de

espécies cujas aptidões são menores ou iguais quef no tempot. Observe que, pela

construção,X0 = Z1
0. Além disso, emT1

� SeY1 2 [0; l f [
S

[l ; l + µ] então tomeXT1 = ZT1: Isto quer dizer que ocorre uma

morte de uma espécie ou nasce uma espécie com uma aptidão menor quef para o

processo Z.

� Caso contrário (quandoY1 2]l f ; l ]) tomeXt = X0. Neste caso, existe um nascimento

no processo Z com aptidões associoadas maior quef e assim, o processo X

permance inalterado.

Como antes, de�naXt = X0 8 t 2 [0;T1[.

Para todo conjuntoA de números em [0,1], denote por
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f f (A) = f x 2 A : x � f g;

o conjunto dos pontos de A que são menores ou iguais af .

Observe queXt = Z1
t em[0;T1[;XT1 = jf f (Z2

T1
)j � Z1

T1
: Paran � 1 suponha queXt é

construída até o tempoTn. SeXTn 6= 0; entãojf f (Z2
Tn

)j = XTn.

� SeYn+ 1 2 [0; l f ]( relembre quefk+ n+ 1 := F � 1(Yn+ 1
l ) � f ) de�na

XTn+ 1 = XTn + 1;

� SeYn+ 1 2 [l ; l + µ] então de�na

XTn+ 1 = XTn � 1:

� Caso contrário, tomeXTn+ 1 = XTn ;

No casoXTn = 0, tomeXTn+ 1 = 0.

Isto de�ne uma sequência aleatória(Tn;XTn)n� 0, onde de�nimos o processo(Xt)t� 0

comoXt = XTn 8 t 2 [Tn;Tn+ 1[.

A prova do Teorema 3.1 decorre do seguinte Lema.

Lema 4.4 Para qualquer k� 1

f t k
f > tg = f Xt > 0g:

Isto é,t k
f possui a mesma distribuição do que a primeira passagem de Xt em 0,

o passeio aleatório simples de Bernoulli começando em k com taxa c= l f + µ e passos

individuais equivalentes a 1 e -1 com respectivas probabilidades p= l f
c e q= µ

c.

Prova. TemosX0 = Z1
t = jj f (Z2

t )j = k > 0. Desta construção, para todot < t k
f , temos

minZ2
t � f , o que implicaXt > 0. Reciprocamente, set k

f � t temos que minZ2
t k

f
> f

implicandoXt k
f
= 0. Portanto,X1

t = 0. �

4.3.3 Prova do Teorema4.1

Seja(Jn)n� 0 denotando os tempos de saltos do processo(Xt)t� 0 e de�naJ0 = 0.

A sequência aleatória(XJn)n� 0 é um passeio aleatório a tempo discreto sobreN com

passos individuais iguais a 1 ou -1 com probabilidadesp e q, respectivamente. Denote

porH0 o tempo de primeiro acerto de 0 por este passeio aleatório. Temos

P(Sn = k) =

( � n
n+ k

2

�
p

n+ k
2 q

n� k
2 ; se n+k for par,

0; caso contrário:
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Jn tem distribuição Gama com parâmetrosc e n, pois este processo tem apenas estados

estáveis(Teorema2.6), portanto:

[Xt = 0] =
+ ¥[

n= k

[Jn < t; [Ho = njXo = k]]:

Daí

P(Xt = 0) = P(
+ ¥[

n= k

(Jn < t; [Ho = njXo = k]):

Como os eventos são disjuntos, temos:

P(Xt = 0) =
+ ¥

å
n= k

P(Jn < t; [Ho = njXo = k]):

Jn é o tempo de espera até ana ocorrência do processoXt , e temosXJn, um

passeio aleatório que não interfere nos tempos de salto, poisJn depende apenas deXt .

Então o evento[Ho = njXo = k] não interfere emJn, portanto:

P(Xt = 0) =
+ ¥

å
n= k

P(Jn < tj[Ho = njXo = k])P([Ho = njXo = k])

=
+ ¥

å
n= k

P(Jn < t)P([Ho = njXo = k])

=
+ ¥

å
n= k

Z t

0

cn

(n� 1)!
un� 1e� cuP([Ho = njXo = k])du:

Pelo Corolário (2.10),podemos trocar a ordem entre a série e a integral, pois

fn(t) =
cn

(n� 1)!
un� 1e� cuP([Ho = njXo = k]) (4-4)

são não negativas em(0;t), 8t 2 (0;+ ¥ ), n 2 N . Logo, temos que (4-4 ) é igual a

Z t

0

+ ¥

å
n= k

cn

(n� 1)!
un� 1e� cuP([Ho = njXo = k])du: (4-5)

Note quefn não se anula quandon = k+ 2l , l 2 N. Expandindo a série, obtemos que

(4-5) é igual a

Z t

0
e� cuk

u
(
ck

k!
uk

�
k
0

�
qkp0 +

ck+ 2

(k+ 2)!
uk+ 2

�
k+ 2

1

�
qk+ 1p1 +

ck+ 4

(k+ 4)!
uk+ 4

�
k+ 4

2

�
qk+ 2p2+
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::: +
ck+ 2i

(k+ 2i)!
uk+ 2i

�
k+ 2i

i

�
qk+ i pi + :::)du: (4-6)

Fazendoj = k+ i, e observando que 2j � k = k+ 2i, obtemos que (4-6) vale e é igual a

Z t

0
e� cuk

u

+ ¥

å
j= k

1
( j � k)! j!

(cu)2j� kq j p j � kdu: (4-7)

Fazendo novamente uma troca de índices, tomandol = j � k, temos que (4-7) é igual a

Z t

0
e� cuk

u

+ ¥

å
l= 0

(cu)2l+ kql+ kpl du:

Pela de�nição da função de Bessel

P(Xt = 0) =
Z t

0
e� cuk

u
(
q
p

)
k
2 Ik(2cu

p
pq);

ondec = l f + µ , p = l f
c eq = µ

c:

�

Como mencionado antes na observação4, quandol f < µ, a expressão (4-3) nos

dá a função densidade de probabilidade det 1
f = t f :

j t f (t) =
r

µ
l f

e� (µ+ l )t 1
t
I1(2

q
µl f t)

parat > 0. Isso nos permite calcular a função geradora de momentos. Seja

Mt f (s) = E(e� Xs) (4-8)

� Denotandot 1
f = X

Mt f (s) = E(e� Xs) =
Z + ¥

0
e� xse� (l f + µ)x1

x
µ
l f

+ ¥

å
l= 0

1
(l + 1)!l !

�
x
q

l f µ
� 2l+ 1

dx

=
Z + ¥

0

�
µ
l f

� 1
2 e� (l f + µ+ s)x

x

+ ¥

å
l= 0

1
(l + 1)!l !

�
x
q

l f µ
� 2l+ 1

dx

=
�

µ
l f

� 1
2 + ¥

å
l= 0

1
(l + 1)!l !

� q
l f µ

� 2l+ 1Z + ¥

0
e� (l f + µ+ s)xx2l+ 1� 1dx

=
�

µ
l f

� 1
2 + ¥

å
l= 0

2l !
(l + 1)!l !

 p
l f µ

l f + µ+ s

! 2l+ 1

:
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Temos que a série acima converge paras = 0, além disso a série das derivadas

converge uniformemente(Proposição3, Apêndice) em[0;1]. Assim, podemos derivar

termo a termo a série acima

M
0

t f
(s) = �

�
µ
l f

� 1
2 q

l f µ
+ ¥

å
l= 0

2l !
(l + 1)!l !

(2l + 1)
(
p

l f µ)2l

(l f + µ+ s)2l+ 2

Aplicando ems= 0, obtemos

M
0

t f
(0) = � E(X) = �

µ
(l f + µ)2

+ ¥

å
l= 0

�
2l + 1

l

� �
l f µ

(l f + µ)2

� l

= �
µ

(l f + µ)2
1

r
1� 4l f µ

(l f + µ)2

1�
r

1� 4l f µ
(l f + µ)2

2l f µ
(µ+ l f )2

= �
µ

(l f + µ)2

µ+ l f

µ� l f

1� µ+ l f
µ� l f

2l f µ
(µ+ l f )2

= � µ
µ+ l f

µ� l f

µ+ l f � µ+ l f

2l f µ(µ+ l f )

= �
1

µ� l f
:

O que nos dáE(t f ) = 1
µ� l f

. Com isso, obtemos que

E(t k
f ) =

k
µ� l f

:

para todok � 0. Podemos também obter a esperança det f pelo modo tradicional:

E(X) =
Z + ¥

0
xe� (l f + µ)x1

x
µ
l f

+ ¥

å
l= 0

1
(l + 1)!l !

�
x
q

l f µ
� 2l+ 1

dx

=
�

µ
l f

� 1
2 + ¥

å
l= 0

1
(l + 1)!l !

� q
l f µ

� 2l+ 1Z + ¥

0
e� (l f + µ)xx2l+ 1dx

=
µ

(l f + µ)2

+ ¥

å
l= 0

�
2l + 1

l

� �
l f µ

(l f + µ)2

� l

=
1

µ� l f
:

Onde usamos o seguinte resultado([17]):

+ ¥

å
z= 0

�
2k+ a

k

�
zk =

1
p

1� 4z
(
1�

p
1� 4z

2z
)a ; j zj <

1
4

:
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4.3.4 Prova do corolário4.2

a) Quandol f < µ, temos

P(t k
f > t) =

�
µ
l f

� k
2

Z + ¥

t
e� (µ+ l f )uk

u
Ik

�
2
q

µl f u
�

du:

Parax grande o su�ciente ev �xo, uma boa aproximação paraIv(x) é (ver [1]):

Iv(x) �
ex

p
2px

(1�
4v2 � 1

8x
+

(4v2 � 1)(4v2 � 9)
2!8x

�
(4v2 � 1)(4v2 � 9)(4v2 � 25)

3!(8x)3 + :::):

Então, para todok � 1

ex
p

2px

�
1�

4v2 � 1
8x

�
� Ik(x) �

ex
p

2px
:

Fazendox = 2
p

µl f u, temos:

1

2
p

p 4
p

µl f

e� (
p

µ�
p

l f )2u

u
3
2

 

1�
4k2 � 1

16
p

µl f u

!

(4-9)

�
e� (µ+ l f )

u
Ik

�
2
q

µl f u
�

�
1

2
p

p 4
p

µl f

e� (
p

µ�
p

l f )2u

u
3
2

:

Denotandoa = (
p

µ�
p

l f )2, observe que

�
1
a

1

t
3
2

�
4k2 � 1

2a2
1

t
5
2

�
e� at �

Z + ¥

t

e� au

u
3
2

du�
1
a

e� at

t
3
2

: (4-10)

De fato, integrando
R+ ¥

t
e� au

u
3
2

du, temos :

Z + ¥

t

e� au

u
3
2

du =

�
�
�
� �

e� au

au
3
2

�
�
�
�

+ ¥

t
�

3
2a

Z + ¥

t

e� au

u
5
2

du

=
e� at

at
3
2

�
3

2a

Z + ¥

t

e� au

u
5
2

du

�
e� at

at
3
2

�
3

2a

�
e� at

at
3
2

:
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Para o outro fator, temos:

3
2a

Z + ¥

t

e� au

u
5
2

= �

�
�
�
�

3
2a

�
�

e� au

au
5
2

� �
�
�
�

+ ¥

t
+

3
2a2

5
2

Z + ¥

t

e� au

u
7
2

du

� �
�

3
2a2

�
�

e� at

t
5
2

��

� �
�

4k2 � 1
2a2

�
�

e� at

t
5
2

��
:

Disto, segue-se a desigualdade acima para o limitante superior. Para o limitante

inferior, fazendoq = (4k2� 1)
16

p
µl f

, temos que

Z + ¥

t

�
1�

q
u

�
e� au

u
3
2

du�
Z + ¥

t

e� au

u
3
2

du�
q
a

e� at

t
5
2

: (4-11)

Portanto, fazendo a ligação entre as desigualdades (4-9),(4-10),(4-11) em (4-1),

concluímos que parat su�cientemente grande :

P(t k
f > t) �

1

2
p

p 4
p

µl f

k

(
p

µ�
p

l f )2

e� (
p

µ�
p

l f )2t

t
3
2

:

b) Mesmas contas da prova acima junto com a observação4.

c) Quandol f = µ, temos

P(t k
f > t) =

Z + ¥

t
e� 2µuk

u
(2µu)du:

Usando a desigualdade (4-9), obtemos

1
2
p

pµ
1

u
3
2

�
1�

4k2 � 1
16µu

�
�

e� 2µ

u
Ik(2µu) �

1
2
p

pµ
1

u
3
2
:

Além disso ,

Z + ¥

t

1
2
p

pµ
1

u
3
2
du=

1
p

pµt
e

Z + ¥

t

1
2
p

pµ
1

u
3
2

�
1�

4k2 � 1
16µu

�
=

1
p

pµt

�
1�

4k2 � 1
16µt

�
;

o que nos dá a aproximação desejada.

�

4.3.5 Prova da proposição4.3

Para ver isto, observe que a Cadeia de Markov imersa para nosso processo é a

de�nida no Capítulo 3, comp = l
l + µ. Ou seja, quando houver uma morte ou nascimento
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no processo original, temos uma morte ou nascimento no processo imerso discreto.

Considere que quando o número de espécies é 0, as marcas de morte na construção são

ignoradas, e assim o número de espécies continua em 0 com probabilidadeµ
l + µ.

Vamos de�nir o passeio aleatório de interesse, denotando-o porQn. Ele será

de�nido da seguinte forma:

Parat = 0, façamosQ0 = k. Seja(T1;Y1) a 1a coordenada do processo bidimen-

sional de Poisson M de�nido em4.3.1. Parat = 1, temos:

Q1 = QT1 =

(
Q0 + 1 = k+ 1; seY1 2 [0; l ];

Q0 � 1 = k� 1; caso contrário:

Suponha o processoQn construído até o tempot = n � 1. Seja(Tn;Yn) a na

coordenada do processo bidimensional M. De modo análogo, parat = n, temos:

Qn = QTn =

(
Qn� 1 + 1; seY1 2 [0; l ];

Qn� 1 � 1; caso contrário:

Assim o processo está bem de�nido até o tempon. No processo de�nido no

Capítulo 3, as aptidões tem uma distibuição uniforme, mas poderiam obedecer outra

distribuição, pois na prova dos teoremas, o fato das aptidões terem uma distribuição

uniforme não interfere no resultado. Com as probabilidadesp e q de�nidas acima, temos

Qn bem de�nida e similar ao processo de�nido no Capítulo3, portanto o resultado que se

deseja é uma aplicação direta do que foi provado no Teorema3.1.

�



CAPÍTULO 5
Simulações

Neste capítulo, temos algumas simulações dos dois modelos de sobrevivência.

Nas simulações do primeiro modelo, as simulações apenas con�rmam o que já

era dado pelo Teorema3.1. Na �gura5.1, temosppróximo de 0.5, o que nos dáfc próxima

de 1. E assim, apenas as espécies com uma aptidão alta conseguem sobreviver até o tempo

simulado.

Nas outras simulações deste processo5.2, 5.3e 5.4, temos que quanto maior for

p, menor éfc. E assim, um número maior de espécies com uma aptidão relativamente

baixa consegue sobreviver até o tempo simulado. Em particular, em5.4 temos que até as

espécies com aptidões perto de 0 conseguem sobreviver até o tempot = 40:000 (O tempo

de duração da simulação do processo).

No segundo modelo, as simulações dão ideia de como funciona a distribuição de

Bessel para alguns casos particulares. Em todas as simulações deste modelo, temosµ = 5

e l = 2.

Em 5.5, 5.6e5.7, a distribuição das aptidões é uma normal padrão.

Em 5.8, 5.9e5.10, a distribuição das aptidões é uma uniforme em [0,1].

Em todas as simulações, usamos o R([13]) como software base.
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Figura 5.1: Histograma das aptidões após 40000 nascimentos e
mortes com p= 0:51.Logo, fc � 0:96.
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Figura 5.2: Histograma das aptidões após 40000 nascimentos e
mortes com p= 0:55.Logo, fc � 0:82.
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Figura 5.3: Histograma das aptidões após 40000 nascimentos e
mortes com p= 0:67.Logo, fc � 0:5.
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Figura 5.4: Histograma das aptidões após 40000 nascimentos e
mortes com p= 0:99.Logo, fc � 0:01.
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Figura 5.5: Histograma do tempo de sobrevivência após 40000
simulações e com 5 espécies iniciais, com as aptidões
tendo uma distribuição normal padrão.
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Figura 5.6: Histograma do tempo de sobrevivência após 40000
simulações e com 20 espécies iniciais, com as aptidões
tendo uma distribuição normal padrão.
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Figura 5.7: Histograma do tempo de sobrevivência após 10000
simulações e com 50 espécies iniciais, com as aptidões
tendo uma distribuição normal padrão.
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Figura 5.8: Histograma do tempo de sobrevivência após 40000
simulações e com 5 espécies iniciais, com as aptidões
tendo uma distribuição uniforme em [0,1].
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Figura 5.9: Histograma do tempo de sobrevivência após 40000
simulações e com 20 espécies iniciais, com as aptidões
tendo uma distribuição uniforme em [0,1].
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Figura 5.10: Histograma do tempo de sobrevivência após 10000
simulações e com 50 espécies iniciais, com as apti-
dões tendo uma distribuição uniforme em [0,1].



CAPÍTULO 6
Conclusão

Nestes dois artigos estudados, temos resultados interessantes do ponto de vista

matemático.

No primeiro artigo, um modelo de evolução a tempo discreto, temos um processo

de nascimento e morte onde nascimentos e mortes ocorrem com probabilidades constan-

tes. Se a probabilidade de nascimentop for maior que 0.5, temos uma transição de fase

neste processo no sentido de que todas as espécies que tem uma aptidão menor que a crí-

tica tem probabilidade 1 de morrer em tempo �nito. Além disso, as aptidões associadas a

estas espécies tem distribuição uniforme em [0,1] e se olharmos a distribuição assintótica

destas aptidões, observamos que estas têm distribuição uniforme em( fc;1). Simulando o

processo, vemos que se p� 0.5, somente espécies com aptidões próximas de 1 sobrevi-

vem até o tempo simulado. Caso p� 1, até espécies com aptidões relativamente baixas

chegam a sobreviver até o tempo simulado.

O segundo artigo, é uma evolução do primeiro. De fato, segue basicamente os

mesmos conceitos no quesito de nascimento e morte de espécies. Entretanto, no segundo

artigo o processo é mais so�sticado. Agora, cada espécie possui uma aptidão associada

cuja distribuição é absolutamente contínua. Além disso, o processo ocorre em tempo

contínuo. Obtemos que a distribuição do tempo de sobrevivência dask espécies iniciais

depende diretamente das taxas de nascimento e morte e da maior aptidão dentre ask

espécies iniciais. Sel f < µ, sua distribuição tem cauda leve e é simulável, pois a esperança

do tempo de vida destask espécies iniciais é �nita. Sel f = µ ou l f > µ, a esperança

do tempo de vida destask espécies é in�nita e portanto, não simulável. No último caso,

temos que a distribuição tem cauda pesada e existe a probabilidade positiva das k espécies

iniciais sobreviverem.

Nas simulações dos dois processos, vemos que os resultados teóricos condizem

com o que foi veri�cado nas simulações.

Os dois processos podem ser aprimorados. Podemos considerar as aptidões, bem

como as taxas de nascimento e morte variando em função do tempo e então, obtemos

modelos mais realísticos, mesmo que isso torne o estudo teórico mais complexo.
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Apêndice

Proposição A.1 Sejam X1; :::;Xn variáveis aleatórias, independentes e identicamente

distribuídas e seja Sn = X1+ :::+ Xn. Se a função geradora de momentos M(s) = E[esXi ] <

+ ¥ para algum t > 0, entãoP(Sn � na) ! 0 exponencialmente rápido. Aqui a> E[Xi ], e

iremos identi�car

a(a) = lim
n! + ¥

1
n

logP(Sn � na): (A-1)

Prova. Ver ([4]). �

Observação 7O limite em (A-1) existe. De fato, sejapn = P(Sn � na). Então

P(Sm+ n � (m+ n)a) � P(Sm � ma;Sm+ n � Sm � na) = pnpm;

pois Sn e Sm+ n � Sm são independentes. Tomandobn = logpn, o Lema a seguir nos garante

a existência do limite.

Lema A.2 Sebm+ n � bm+ bn, então quando n! + ¥ , bn
n ! supm

bm
m

Prova. limsupbn
n � supbm

m . Para completar a prova, é su�ciente provar que para qualquer

m, liminf bn
n � bm

m . Escrevendon = km+ l com 0� l < musando a hipótese acima temos

bn � kbm+ bl . Dividindo porn = km+ l segue

b(n)
n

�
�

km
km+ l

�
b(m)

m
+

bl

n
:

Tomandon ! + ¥ e chamandon = km+ l , 0 � l < m nos dá o resultado dese-

jado. �

O lema anterior implica que se (A-1) existe, entãob(a) � 0. Com isso, segue que

P(Sn � na) � ena(a) (A-2)
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para n su�cientemente grande.

Teorema A.3 (Lema de Borel Cantelli)Seja(En) uma sequência de even-

tos em um espaço de probabilidade(W;F ;P): Se å + ¥
n= 1P(En) < + ¥ , então

P(En ocorre in f initas vezes) = 0

Prova. Temos

f En in�nitas vezesg = limsup
n! ¥

En =
+ ¥\

k= 1

+ ¥[

n= k

En:

De�na In = IEn como a variável aleatória indicadora do eventoEn. Tome

N =
+ ¥

å
n= 1

In:

Assim P(En i.v. ) = 0 se e somente seP(N < + ¥ ) = 1. Por outro lado, se

E(N) < ¥ , entãoP(N < + ¥ ) = 1. Agora observe que

E(N) =
+ ¥

å
n= 1

E(In) =
+ ¥

å
n= 1

P(In = 1) =
+ ¥

å
n= 1

P(En):

Assim, temos o resultado. �

Proposição 2 O conjunto Wn de�nido no Lema3.2ocorre in�nitas vezes com probabili-

dade 0

Prova. SejaWn =
n

tn > 2
p fc

o
: Do Lema3.2, temos

P(En) < De� nea
0

com D,eea �xos. Então:

+ ¥

å
n= 1

P(En) <
+ ¥

å
n= 1

De� nea
0

:

Mas existen0 tal que

1

enea0 �
1

enna0 �
1

2nna0 �
1
2n

para todon � n0. Portanto,

+ ¥

å
n= n0

De� nea
0

�
+ ¥

å
n= n0

D
1
2n < + ¥
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Segue do TeoremaA.3 que

P(Wn in�nitas vezes) = 0:

Logo, tn
n ! 0 paran su�cientemente grande. �

O teorema abaixo pode ser encontrado em ([12]):

Teorema A.4 (Propriedade Forte de Markov) Seja(Xn)n� 0 uma cadeia de Markov e

seja T um tempo de parada de(Xn)n� 0: Então, condicionando emf T < ¥ g e f XT = ig,

(XT+ n)n� 0 é uma cadeia de Markov e independente de X0;X1; :::;XT .

Prova. SeB é um evento determinado porX0; :::;XT , entãoB\ f T = mg é determinado

porX0; :::;Xm, daí temos:

P(f XT = j0;XT+ 1 = j1; :::;XT+ n = jng \ BjT < + ¥ ;XT = i)

=
P(f XT = j0;XT+ 1 = j1; :::;XT+ n = jng \ B\ f T < + ¥ g \ f XT = ig)

P(T < + ¥ ;XT = i)

=
å mP(f XT = j0;XT+ 1 = j1; :::;XT+ n = jng \ B\ f T = mg \ f XT = ig)

å mP(f T = mg; f XT = ig)

Pela propriedade de Markov no tempom, temos:

P(f XT = j0;XT+ 1 = j1; :::XT+ n = jng \ B\ f T = mg \ f XT = ig)

= Pi(f X0 = j0;X1 = j1; :::;Xn = jng)P(B\ f T = mg \ f XT = ig)

Logo,

å mP(f XT = j0;XT+ 1 = j1; :::;XT+ n = jng \ B\ f T = mg \ f XT = ig)
å mP(f T = mg; f XT = ig)

= å
m

Pi(f X0 = j0;X1 = j1; :::;Xn = jng)P(B\ f T = mg \ f XT = ig)
å mP(f T = mg; f XT = ig)

= Pi(f X0 = j0;X1 = j1; :::;Xn = jng)
å mP(B\ f T = mg \ f XT = ig)

å mP(f T = mg; f XT = ig

= Pi(f X0 = j0;X1 = j1; :::;Xn = jng
P(B\ f T < + ¥ g \ f XT = ig

P(f T < + ¥ g; f XT = ig)
= Pi(f X0 = j0;X1 = j1; :::;Xn = jngP(Bjf T < + ¥ g; f XT = ig):

�

Proposição 3 Temos que Mt f (s), de�nida em (4-8) satisfaz as condições do Corolário

2.10
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Prova. A função de interesse é

Mt f (s) =
�

µ
l f

� 1
2 + ¥

å
l= 0

2l !
(l + 1)!l !

 p
l f µ

l f + µ+ s

! 2l+ 1

Então, tomandos = 0, obtemosMt f (0) = 1, por de�nição. Vamos mostrar queMt f (s)

satisfaz a Proposição2.11

jM
0

t f
(s)j =

�
µ
l f

� 1
2 q

l f µ
+ ¥

å
l= 0

2l !
(l + 1)!l !

(2l + 1)
(
p

l f µ)2l

(l f + µ+ s)2l+ 2

�
�

µ
l f

� 1
2 q

l f µ
+ ¥

å
l= 0

2l !
(l + 1)!l !

(2l + 1)
(
p

l f µ)2l

(l f + µ)2l+ 2

=
µ

(l f + µ)2

+ ¥

å
l= 0

�
2l + 1

l

� �
l f µ

(l f + µ)2

� l

:

=
1

µ� l f
:

PortantoM
0

t f
(s) converge uniformemente para uma funçãog e assim podemos derivar

termo a termo a funçãoMt f (s), como queríamos. �

Teorema A.5 (Lei Forte dos Grandes Números de Kolmogorov) Sejam X1;X2; ::: variá-

veis aleatórias independentes, identicamente distribuídas e integráveis, com E[Xn] = µ.

Então

X1 + � � � + Xn

n
�! µ quase certamente

Prova. Ver ([10]). �
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