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Resumo

Basílio Neto, Altino Dantas.Aplicação de CNN e LLM na Localização de
Defeitos de Software. Goiânia, 2024. 178p. Tese de Doutorado Relatório de
Graduação. Programa de Pós-Graduação em Ciência da Computação, Instituto
de Informática, Universidade Federal de Goiás.

O aumento na quantidade ou complexidade dos sistemas computacionais leva a um

crescimento na ocorrência de defeitos emsoftware. A indústria investe altas quantias na

depuração de código e parte considerável do custo está associada à tarefa de localizar o

elemento responsável pelo defeito. Técnicas automatizadas para a localização de defeitos

são amplamente exploradas, com avanços recentes impulsionados pelo uso de modelos

de aprendizado profundo que combinam diferentes informações sobre o código-fonte

defeituoso. Contudo, a acurácia dessas técnicas ainda apresenta espaço para melhorias,

sugerindo a existência de questões em aberto nesse campo. Este trabalho tem como

objetivo formalizar e investigar os aspectos mais impactantes para técnicas de localização

de defeitos, propondo umframeworkde caracterização de abordagens do problema e

duas metodologias de solução: a) baseada em redes neurais convolucionais (CNNs)

e b) baseada em modelos de linguagem de grande porte (LLMs). A partir de uma

experimentação envolvendo conjuntos de dados públicos em linguagem Java e Python,

demonstrou-se que as CNNs são capazes de se comparar com métodos tradicionais, porém

se mostraram inferiores a outros métodos da literatura. Já a proposta baseada em LLM

superou amplamente heurísticas como Ochiai e Tarantula e se mostrou competitiva com a

literatura mais recente. Uma experimentação em cenário livre do problema de vazamento

de dados mostrou que as abordagens baseadas em LLM podem ser aprimoradas pela

combinação com a heurística Ochiai.

Palavras–chave

Localização de defeitos, Redes Neurais Arti�ciais, Redes Neurais Convolucio-

nais, Modelos de Linguagem de Grande Porte.



Abstract

Basílio Neto, Altino Dantas.Deep neural networks applied to software fault
localization. Goiânia, 2024. 178p. PhD. Thesis Relatório de Graduação. Pro-
grama de Pós-Graduação em Ciência da Computação, Instituto de Informática,
Universidade Federal de Goiás.

The increase in the quantity or complexity of computational systems has led to a growth

in the occurrence of software defects. The industry invests signi�cant amounts in code

debugging, and a considerable portion of the cost is associated with the task of locating

the element responsible for the defect. Automated techniques for fault localization have

been widely explored, with recent advances driven by the use of deep learning models

that combine different types of information about defective source code. However, the

accuracy of these techniques still has room for improvement, suggesting open challenges

in the �eld. This work aims to formalize and investigate the most impactful aspects of

fault localization techniques, proposing a framework for characterizing approaches to

the problem and two solution methodologies: a) based on convolutional neural networks

(CNNs) and b) based on large language models (LLMs). From experimentation involving

public datasets in Java and Python, it was demonstrated that CNNs are comparable to

traditional methods but were found to be inferior to other methods in the literature. The

LLM-based approach, on the other hand, greatly outperformed heuristics like Ochiai and

Tarantula and proved competitive with more recent literature. An experiment in a scenario

free from the data leakage problem showed that LLM-based approaches can be improved

by combining them with the Ochiai heuristic.

Keywords

Fault Localization, Arti�cial Neural Network, Convolutional Neural Networks,

Large Language Model.
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CAPÍTULO 1
Introdução

1.1 Contextualização

Um software é um conjunto de artefatos que incluem os programas propriamente

ditos, ou seja, sequência de instrução para realização de uma tarefa especí�ca, mas

também documentação de implementação e manual de utilização, dados de operação e

con�gurações, tudo isso para viabilizar o funcionamento de computadores, celulares e

outros dispositivos digitais (SOMMERVILLE, 2015)

O software desempenha um papel crucial em diversas esferas do cotidiano,

com aplicações que variam de tarefas simples, como compras online, até operações

so�sticadas, como diagnósticos médicos e previsões de desastres. Apesar da ausência

de dados globalmente uni�cados que mensurem o volume de softwares no mundo, a

crescente complexidade dos sistemas computacionais é acompanhada por um aumento

na demanda por pro�ssionais de software. Nos Estados Unidos, por exemplo, segundo o

levantamento do U.S. Bureau of Labor Statistics (2023), o número de desenvolvedores

aumentou de 677.900 em 2003 para 1.656.880 em 2023, uma tendência que re�ete o

cenário global.

Dentre as muitas atividades que os pro�ssionais do desenvolvimento e susten-

tação de software desempenham, uma das mais relevantes e desa�adoras é denominada

depuração do código. Segundo Agans (2002), a depuração de código é o processo de

identi�car, localizar e corrigir erros ou defeitos em um software, que podem ser erros de

sintaxe, erros lógicos ou problemas que causam comportamentos inesperados.

Depurar o código é uma parte essencial do ciclo de desenvolvimento de software,

e envolve técnicas como o uso de ferramentas de depuração, inserção de pontos de

interrupção, e análise detalhada de logs e execuções passo a passo. Com o aumento

da complexidade dos softwares e dos processos de desenvolvimento e manutenção, a

tarefa de depuração representa um desa�o importante, sendo responsável por uma parcela

signi�cativa do tempo e dos recursos gastos (HAILPERN; SANTHANAM, 2002).

A localização de defeitos por requerer a identi�cação precisa de elementos

defeituosos como linhas de código, variáveis, instruções, função ou arquivos, consome
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uma porção signi�cativa do tempo dedicado à depuração, podendo representar até 95%

desse tempo (MYERS; SANDLER; BADGETT, 2011). Um estudo realizado por Böhme

et al. (2017) revela que desenvolvedores gastam cerca de 60% do tempo de depuração com

a análise e localização de defeitos. Esses números evidenciam a importância de estratégias

e�cientes para automação dessa tarefa.

Como uma tarefa dispendiosa, inúmeras estratégias são desenvolvidas para auto-

matizar esse processo com o objetivo de auxiliar especialistas em engenharia de software

a encontrar e, posteriormente, corrigir as falhas. As abordagens para localização de de-

feitos de forma automática incluem técnicas baseadas em dados de cobertura de código

(ABREU; ZOETEWEIJ; GEMUND, 2007; JANSSEN; ABREU; GEMUND, 2009; XIE

et al., 2013), métodos que usam análise de mutantes (PAPADAKIS; TRAON, 2015; DE-

FREITAS et al., 2018), fatiamento dinâmico do programa (AGRAWAL et al., 1995; MAO

et al., 2014), rastreamento da pilha de erro gerada por IDE (WONG et al., 2014; WU et

al., 2014) e análise de informação de relatório do defeito e histórico de desenvolvimento

(KIM et al., 2007; RAHMAN et al., 2011).

Recentemente, trabalhos mais so�sticados exploram a combinação de informa-

ções de forma e�ciente, utilizando técnicas de inteligência computacional para localiza-

ção de defeitos. Entre essas técnicas, destacam-se a computação evolucionária (SILVA-

JUNIOR et al., 2020), redes neurais profundas (ZHANG et al., 2021) e modelos de lingua-

gem de grande porte (KANG; AN; YOO, 2024; YANG et al., 2024), que oferecem novas

possibilidades ao combinar diferentes fontes de informação sobre o código defeituoso.

1.2 Justi�cativa

Ao ser analisado o cenário das soluções para localização de defeitos de software

de forma automática, percebe-se que tipicamente as diversas soluções propostas se

distinguem com relação ao ambiente ou contexto de aplicação, o tipo de informações

que pode ser usada para a localização e como essas informações são representadas e

manipuladas, por métodos especí�cos de combinação de dados. No entanto, não há

um esforço para formalização desses aspectos de modo a se classi�car ou categorizar

as soluções, por exemplo, com relação a questões sensíveis como escalabilidade, custo

computacional, disponibilidade de informações fundamentais.

Além disso, embora existam métodos capazes de alcançar uma precisão con-

siderável, muitas vezes, essas técnicas falham ao lidar com sistemas complexos ou não

conseguem ser aplicadas de forma e�ciente em grandes bases de código. O custo compu-

tacional elevado, a di�culdade de integração com sistemas reais e a falta de aceitação das

ferramentas automatizadas pelos desenvolvedores de software são obstáculos adicionais
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Nesse cenário, torna-se fundamental explorar novas técnicas que, além de apri-

morar a acurácia na localização de defeitos, sejam escaláveis e economicamente viáveis

para aplicação prática. Este trabalho busca contribuir para essa área ao propor e ava-

liar metodologias que integram redes neurais convolucionais e modelos de linguagem de

grande porte, com o objetivo de oferecer uma solução �exível para a localização automa-

tizada de defeitos.

1.3 Objetivos

O objetivo geral deste trabalho é desenvolver e avaliar técnicas que melhorem a

acurácia na identi�cação automática de elementos defeituosos no código de software, pela

aplicação de Redes Neurais Convolucionais (CNN) e Modelos de Linguagem de Grande

Porte (LLM). Espera-se que a utilização dessas duas abordagens e a formalização dos

aspectos fundamentais para a localização de defeitos ofereça parâmetros que orientem o

desenvolvimento de novas pesquisas na área.

Para alcançar o objetivo geral, foram de�nidos os seguintes objetivos especí�cos:

• Elencar e formalizar aspectos-chaves para a construção de soluções de localização

de defeitos de forma automática;

• Adaptar e implementar arquiteturas de redes neurais profundas para aprimorar a

identi�cação de defeitos em software;

• Propor e avaliar estratégias de geração de rankings de elementos suspeitos com base

em LLMs;

• Integrar múltiplas fontes de informação para enriquecer o processo de localização

de defeitos, explorando como essas fontes podem contribuir para aumentar a

precisão das técnicas;

• Validar as propostas em projetos de software reais para avaliar a e�cácia e apli-

cabilidade das técnicas desenvolvidas, veri�cando sua aplicabilidade em contextos

práticos;

• Avaliar as propostas considerando conjuntos de dados para diferentes linguagens

de programação.



1.4 Organização do Texto 22

1.4 Organização do Texto

Além desta introdução, o texto que descreve esta pesquisa está organizado da

seguinte forma:

O Capítulo 2 apresenta os conceitos fundamentais que sustentam este trabalho,

incluindo Localização de Defeitos de Software, Redes Neurais Arti�ciais, Redes Neurais

Convolucionais e Modelos de Linguagem de Grande Porte (LLMs), que fornecem a base

teórica para as abordagens propostas.

O Capítulo 3 examina os principais trabalhos relacionados à localização de

defeitos, com foco nas metodologias mais próximas deste estudo, especialmente aquelas

que utilizam aprendizado de máquina e LLMs.

O Capítulo 4 propõe uma sistematização e formalização dos aspectos essenciais

para a localização automática de defeitos, estruturando a base teórica para o desenvolvi-

mento das propostas subsequentes.

O Capítulo 5 apresenta uma abordagem baseada em Redes Neurais Convoluci-

onais (CNNs) para a localização de defeitos, utilizando dados de cobertura de código e

detalhando a modelagem do problema como uma tarefa de aprendizado supervisionado.

O Capítulo 6 avalia experimentalmente as abordagens baseadas em CNNs,

comparando os resultados obtidos com as técnicas tradicionais, utilizando conjuntos de

dados amplamente aceitos na área de depuração de software.

O Capítulo 7 introduz uma abordagem baseada em Modelos de Linguagem de

Larga Escala (LLMs) para a localização de defeitos, explorando estratégias de combina-

ção de múltiplas fontes de informação para gerar rankings de suspeita mais precisos.

O Capítulo 8 apresenta um estudo empírico das abordagens baseadas em LLMs,

avaliando seu desempenho em um extenso conjunto de dados contendo mais de mil

programas escritos em Python.

O Capítulo 9 explora experimentações em cenários livres de vazamento de

dados, avaliando a e�cácia das abordagens de LLMs em contextos em que os dados de

treinamento não in�uenciam a validação.

Por �m, o Capítulo 10 traz as conclusões, resumindo os principais achados da

pesquisa e propondo direções futuras para a continuidade do trabalho, incluindo melhorias

nas técnicas e novas áreas de exploração.



CAPÍTULO 2
Fundamentação Teórica

Este capítulo tem como objetivo fornecer uma base teórica sólida para os

principais conceitos abordados neste trabalho, organizando o conhecimento em tópicos

principais: Localização de Defeitos de Software, Redes Neurais Arti�ciais e Modelos

de Linguagem. A partir de uma análise abrangente de cada um desses temas, busca-

se explorar as abordagens mais relevantes e as tecnologias subjacentes que suportam o

desenvolvimento da presente pesquisa.

Na Seção 2.1, aborda-se a Localização de Defeitos de Software, pela discussão

das técnicas baseadas em espectro de cobertura, método baseado em dados de execução

dos testes, e abordagens de aprendizado de máquina, que se destaca nos últimos anos pela

capacidade de detectar padrões mais complexos. Além disso, serão apresentadas métricas

usadas para avaliar a e�ciência dessas técnicas.

A Seção 2.2 explora as Redes Neurais Arti�ciais (RNAs), enfatizando a impor-

tância desses modelos para tarefas de classi�cação. Nesta Seção, será dado destaque às

Redes Neurais Convolucionais (CNNs), um tipo especí�co de RNA com forte aplicabili-

dade em tarefas de processamento de imagens, além de discutir as métricas de avaliação

mais usadas para mensurar o desempenho dessas redes em tarefas de classi�cação.

Por �m, a Seção 2.3 trata dos Modelos de Linguagem, que desempenham um

papel cada vez mais central em diversas aplicações de Processamento de Linguagem

Natural (PLN). Serão abordados conceitos fundamentais de Modelos de Linguagem de

Grande Porte (LLMs), discutindo seu impacto no campo da inteligência arti�cial, bem

como os desa�os e direções futuras que guiam a evolução dessa tecnologia.

2.1 Localização de Defeitos de Software

Com o aumento da complexidade dos softwares e os altos custos associados à

depuração de código, houve um esforço signi�cativo para automatizar, total ou parcial-

mente, o processo de localização de defeitos. Wong et al. (2016) realizaram um extenso

levantamento de trabalhos publicados entre 1977 e 2014, identi�cando mais de 331 arti-

gos que abordam o problema a partir de diferentes estratégias.
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Ainda de acordo com Wong et al. (2016), as técnicas tradicionais de localização

de defeitos incluem: 1) monitoramento de registros de variáveis e estados do programa; 2)

inserção de a�rmações no código que veri�cam condições durante a execução; 3) uso de

pontos de parada para permitir que o desenvolvedor inspecione o estado do programa

durante a execução; e 4) criação de per�s de execução que indicam comportamentos

anômalos compatíveis com defeitos.

Os autores também identi�caram várias técnicas avançadas desenvolvidas para

melhorar a e�cácia da localização de defeitos. Essas incluem: 1) técnicas baseadas em

fatias de código; 2) técnicas baseadas em espectro de cobertura; 3) abordagens estatísticas;

4) análise do estado do programa; 5) métodos de aprendizado de máquina; 6) mineração

de dados; 7) modelagem; e 8) outras técnicas diversas (WONG et al., 2016).

Embora o uso de aprendizado de máquina para localização de defeitos estivesse

ainda em fase inicial no período do levantamento citado, técnicas como as baseadas em

espectro de cobertura já apresentavam resultados promissores (ABREU et al., 2009).

Essas técnicas serão detalhadas a seguir, enquanto o uso de aprendizado de máquina será

explorado em um capítulo dedicado aos trabalhos relacionados a esta pesquisa.

2.1.1 Localização de Defeitos Baseada em Espectro de Cobertura

O termo “espectro” refere-se à ideia de que é possível analisar as propriedades

de um programa observando a execução de componentes especí�cos (HARROLD et al.,

2000). As técnicas de localização de defeitos baseadas em espectro de cobertura utilizam

as informações geradas durante a execução de uma suíte de testes para identi�car os

componentes de software potencialmente responsáveis por um defeito. A suposição é

que os componentes do software que foram exercitados pelos casos de teste que falharam

estão envolvidos na causa do defeito, e, portanto, devem ser priorizados para inspeção.

Inicialmente, alguns estudos sugeriram o uso exclusivo dos dados de cobertura

dos casos de teste que falharam. No entanto, pesquisas subsequentes mostraram que a

combinação de dados de casos de teste bem-sucedidos e malsucedidos produz melhores

resultados na identi�cação de defeitos (WONG et al., 2016). A Figura 2.1 ilustra uma

matriz de cobertura, onde cada célula indica se um determinado “statement” foi exercitado

durante a execução de um caso de teste.

Na Figura 2.1, cada posiçãoai j indica se o statementj foi “tocado” pelo caso

de testei. O vetor falhas armazena os resultados de cada execução, enquanto o valor

S(e j) representa a propensão de umstatementser o local do defeito, calculada por uma

técnica especí�ca. Em geral, as técnicas baseadas em espectro de cobertura aplicam uma

equação (heurística) formulada por variáveis cujos valores são obtidos a partir da matriz

de cobertura, gerando umrankingdestatementsem ordem de suspeita.
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Figura 2.1: Representação de dados de cobertura e suspeita porstatement.

Fonte: Adaptada de Abreu et al. (2009).

Uma das primeiras heurísticas empregadas na localização de defeitos em soft-

ware é denominada Ochiai, originalmente desenvolvida para inferência de similaridade

genética e adaptada para a localização de defeitos (ABREU; ZOETEWEIJ; GEMUND,

2006). A heurística Ochiai é calculada da seguinte forma:

S(e) =
Ce fp

(Ce f + Cn f ) � (Ce f + Cep)
(2-1)

ondeCe f é o número de casos de teste malsucedidos que tocaram ostatement e, Cep é

o número de casos de teste bem-sucedidos que tocaram ostatement e, eCn f é o número

de casos de teste malsucedidos que não tocaram ostatement e. A Figura 2.2 ilustra um

exemplo de aplicação da heurística Ochiai.

Figura 2.2: Exemplo de programa com dados de cobertura e suspeita calculada pela heurística
Ochiai.

Fonte: Elaborada pelo autor.

Na Figura 2.2, os círculos preenchidos indicam que ostatementfoi tocado

pelo caso de teste, a seta (X ) indica que a execução foi bem-sucedida e o símbolo

(x) indica uma falha. A aplicação da heurística Ochiai produz resultados que permitem

ranquear osstatementspor sua propensão a conter defeitos, priorizando aqueles com

maior probabilidade de erro.

A Tarantula, introduzida por Jones, Harrold e Stasko (2002), é outra técnica

baseada em dados do espectro de cobertura para assinalar a propensão de um elemento

de código ser o responsável pelo defeito. Essa heurística baseia-se na ideia de que os
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elementos executados pelos casos de testes bem-sucedidos são menos suspeitos do que

aqueles exercitados pelos casos de testes que malsucedidos. Para isso, a Tarantula é dada

pela equação:

S(e) =
%Cep

%Cep+ %Ce f
(2-2)

onde, %Cep é o percentual de casos de testes que exercitam o elementoe e foram bem-

sucedidos e %Ce f é o percentual de elementos que exercitam o elementoe e foram

malsucedidos.

2.1.2 Localização de defeitos baseada em Aprendizado de Máquina

A localização de defeitos baseada em aprendizado de máquina (AM) é uma

abordagem que ganhou destaque nos últimos anos devido à sua capacidade de lidar com

a crescente complexidade dos sistemas de software. Diferente das técnicas tradicionais,

que dependem de heurísticas ou da inspeção manual, o aprendizado de máquina utiliza

modelos estatísticos e algoritmos para identi�car padrões nos dados que indicam a

presença de defeitos (TANTITHAMTHAVORN et al., 2016; CETINER; SAHINGOZ,

2020; MUMTAZ et al., 2021).

O uso de aprendizado de máquina na localização de defeitos contribui para au-

mento na acurácia desse processo em sistemas de software cada vez mais complexos. Por

acurácia, entenda-se a capacidade das técnicas de localização de defeitos em classi�car

corretamente elementos de código como sendo ou não os locais de defeito. Paralelamente,

a e�ciência das técnicas, diz respeito à condição de se realizar a localização de defeitos

com um custo computacional razoável, que permita a efetiva utilização da técnica em

ambiente real de desenvolvimento e manutenção de software.

À medida que os sistemas se tornam maiores e mais interconectados, a tarefa de

localizar manualmente os defeitos se torna impraticável e propensa a erros. O aprendizado

de máquina oferece uma solução para esses desa�os, permitindo a análise automatizada

de grandes volumes de dados de execução, históricos de falhas, métricas de código e

outros artefatos gerados durante o desenvolvimento e manutenção de software.

Diversas técnicas de aprendizado de máquina são aplicadas à localização de

defeitos, cada uma com seus próprios métodos e áreas de aplicação. As principais

abordagens incluem:

Classi�cação Supervisionada- Nesta abordagem, modelos de aprendizado

supervisionado, como árvores de decisão, máquinas de vetores de suporte (SVM), como

o trabalho de Jiang e Su (2007) e redes neurais, são treinados com dados rotulados, onde

os defeitos conhecidos são mapeados para os respectivos elementos de código. Após o

treinamento, o modelo pode prever a presença de defeitos em novos trechos de código

com base nas características aprendidas.
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Redes Neurais Profundas (Deep Learning)- Com o aumento da disponibili-

dade de dados e poder computacional, redes neurais profundas, como as Redes Neurais

Convolucionais (CNNs), como o trabalho de Zhang et al. (2019) e Redes Neurais Recor-

rentes (RNNs), como o trabalho de Li et al. (2019), são exploradas para a localização de

defeitos. Essas redes são capazes de capturar relações complexas entre os dados de entrada

e os defeitos, aprendendo representações em múltiplos níveis de abstração. A vantagem

dessas técnicas é sua capacidade de processar dados não estruturados, como código-fonte

e logs de execução, sem a necessidade de uma engenharia de características intensiva.

Aprendizado Semi-Supervisionado e Não Supervisionado- Em muitos casos,

os dados rotulados (ou seja, onde se conhece a presença de defeitos) são escassos ou caros

de se obter. Abordagens semi-supervisionadas e não supervisionadas, comoclusteringe

detecção de anomalias, permitem que modelos aprendam a identi�car padrões suspeitos

sem a necessidade de grandes quantidades de dados rotulados. Essas técnicas são úteis

para identi�car trechos de código que apresentam comportamentos fora do comum, que

podem indicar a presença de defeitos. Um exemplo de uso de método não supervisionado

para localização de defeitos é o trabalho de Cai e Xu (2012).

Técnicas Híbridas - Em alguns casos, combinações de diferentes técnicas de

aprendizado de máquina são usadas para melhorar a precisão da localização de defeitos

(YOO, 2012). Por exemplo, uma abordagem híbrida pode combinar técnicas declustering

para agrupar elementos de código similares e, em seguida, aplicar um classi�cador

supervisionado para identi�car os grupos mais propensos a conter defeitos, como proposto

por Cai e Xu (2012).

Estudos empíricos demonstram que as técnicas de aprendizado de máquina

podem melhorar signi�cativamente a acurácia e a e�ciência da localização de defeitos.

Por exemplo, as redes neurais profundas mostram grande potencial em tarefas complexas

de detecção de defeitos, especialmente em sistemas grandes e com código altamente

modularizado. Além disso, modelos supervisionados, como SVMs e árvores de decisão,

são e�cazes na identi�cação de padrões em métricas de código que indicam a presença

de defeitos.

Um estudo relevante é o de Tantithamthavorn et al. (2016), que aplicou técnicas

de aprendizado de máquina para a localização de defeitos em um grande repositório de

código aberto. Os resultados mostraram que os modelos baseados em aprendizado de

máquina superaram técnicas tradicionais, especialmente em projetos com grande volume

de código e histórico de falhas.

Embora o aprendizado de máquina ofereça muitas vantagens na localização de

defeitos, existem desa�os e limitações a serem considerados:

Qualidade e Disponibilidade dos Dados- A acurácia dos modelos de apren-

dizado de máquina depende da qualidade e da quantidade de dados disponíveis. Dados
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incompletos ou ruidosos podem levar a previsões imprecisas.

Complexidade Computacional- Modelos avançados, como redes neurais pro-

fundas, podem exigir recursos computacionais signi�cativos para treinamento e inferên-

cia, o que pode ser uma barreira em ambientes com restrições de recursos.

Generalização- Um desa�o importante é garantir que os modelos de aprendi-

zado de máquina generalizem bem para diferentes projetos e contextos de software. Um

modelo treinado em um projeto especí�co pode não ser diretamente aplicável a outro,

devido às diferenças nas práticas de codi�cação, arquiteturas de software e ambientes de

execução.

A pesquisa em localização de defeitos baseada em aprendizado de máquina

continua a evoluir. Algumas das direções promissoras incluem:

• Integração de LLMs (Large Language Models): A aplicação de modelos de lingua-

gem de grande porte, como GPT, na análise de código e identi�cação de defeitos

é uma área emergente que promete trazer avanços signi�cativos. Esses modelos

podem entender o contexto do código e sugerir correções de forma mais intuitiva.

• Aprendizado por Transferência: O uso de aprendizado por transferência para aplicar

modelos treinados em um contexto para outro, reduzindo a necessidade de grandes

quantidades de dados rotulados para cada novo projeto.

• Explicabilidade: Desenvolver métodos que tornem os modelos de aprendizado de

máquina mais interpretáveis, permitindo que desenvolvedores compreendam por

que um modelo identi�cou determinado trecho de código como defeituoso.

2.1.3 Métricas de Avaliação para a Localização de Defeitos

Para mensurar o desempenho das técnicas que se propõem a resolver o problema

da localização de defeitos desoftwarede forma automática, algumas métricas foram

incorporadas de outras áreas e métricas especí�cas do contexto de localização de defeitos

foram desenvolvidas.

Uma dessas métricas adotadas para medir a e�cácia de um ranking produzido

para a localização de defeitos é a acurácia, referida em muitos trabalhos comoACC@N

(LE et al., 2016a). Essa métrica trabalha com valores absolutos e mensura a quantidade

de statementscom defeito posicionados até a posiçãoN do ranking de suspeitas. Por

exemplo, oACC@N, paraN = 1, é a quantidade destatementsque possuem defeito(s) e

a técnica de localização colocou talstatementna primeira posição do ranking. É comum

se utilizar pelo menos 3 valores paraN durante uma investigação empírica utilizando essa

métrica. De maneira mais formal, a métricaACC@N pode ser dada por:

ACC@N= å
d2D

1� (rank(d) � N) (2-3)
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onde,D é o conjunto defeitos a serem localizados,rank(d) é a posição do defeitod na lista

de elementos ordenados pela suspeita de conter o defeito,N é o número de elementos mais

suspeitos a serem considerados e(rank(d) � N) indica se o defeito deve ser contabilizado

atéN ou não.

A métrica Exam (WONG et al., 2012) ouExpenseé uma medida de avaliação

que possui um valor relativo ao tamanho do programa sob investigação. Dado umranking

de suspeitas porstatements, o valor de Exam é de�nido pela porcentagem destatements

inspecionados até que se encontre o defeito, conforme:

Exam=
rank(d)

jEj
(2-4)

onde,rank(d) é a posição do primeiro defeito encontrado na lista ordenada de elementos

de código, classi�cada pelo modelo com base em suspeitas ejEj é o número total de

elementos de código considerados.

Em cenários de experimentação de técnicas de localização de defeitos, é comum

que se tenha um conjunto de programas para nos quais se pretende coletar a métrica Exam,

logo, pode ser adotada a variação de Exam médio, da seguinte forma:

Exam médio=
1

jPj

�
rank(d)

jEj

�
(2-5)

onde,P é a quantidade a quantidade de programas com defeitos.

Apesar da medida relativa ser justa, por considerar a magnitude do programa

para avaliar uma técnica que se propõe a localizar um defeito nele, essa métrica pode não

ser tão prática, uma vez que os desenvolvedores tendem a sentir fadiga ao inspecionar um

número alto destatements.

A métrica wef@n (LE et al., 2016b) ouWasted Effortde certa forma é uma

combinação das duas anteriores, pois representa o esforço desperdiçado por um desenvol-

vedor, tomando asn primeiras posições do ranking de suspeitas, até encontrar o primeiro

statementdefeituoso. Ou seja, computa quantosstatementsnão defeituosos precisam ser

inspecionados até que um defeito seja encontrado, mas inspecionando até um limiten,

conforme:

WEF@N=
min(rank(d);N) � 1

N
(2-6)

onde,rank(d) é a posição do primeiro defeito encontrado na lista ordenada de elementos

de código, classi�cada pelo modelo com base em suspeitas ejNj é o número de elementos

de código mais suspeitos considerados.
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2.1.4 Contextos de Avaliação de Métodos de Localização de Defeitos

A complexidade de investigação de um defeito em software pode variar consi-

deravelmente a depender do contexto do ambiente em que o código sob investigação se

encontra. Trabalhos anteriores de Silva-Junior et al. (2023) e Hirsch e Hofer (2022), a des-

peito de terminologias diversas, levantam que, do pontos de vista dos conjuntos de dados

largamente utilizados para avaliação de métodos de localização de defeitos, o contexto

do software, consequentemente dos dados utilizados para a localização podem ser pelo

menos três, softwares de ambiente de produção, software real de ambiente controlado e

software sintético, conforme apresentado abaixo:

• Software de ambiente de produção: diz respeito ao software que efetivamente é

utilizado recorrentemente para solução um problema, em linhas gerais, os conjuntos

de dados que representam essa categoria são oriundos de projetos de software de

código aberto;

• Software real de ambiente controlado: são programas de computador reais, no

sentido de terem sido desenvolvidos por programadores humanos, que resolvem um

problema concretamente especi�cado, porém, que não necessariamente entrarão em

produção. Por produção, entenda-se uma operação real com usuários comuns que

usam o software para uma aplicação de negócio e não apenas com �ns acadêmicos.

No geral, esse contexto se caracteriza por programas provenientes de cursos de

programação e competições de programação;

• Software sintético: Software produzido de forma arti�cial com o intuito de es-

tressar atributos especí�cos que possam ser usados para construção de cenários

hipotéticos e, consequentemente, avaliar capacidades peculiares dos métodos de lo-

calização de defeitos.

Em geral, as abordagens de localização de defeitos em si não impõe restrições

ou não são desenvolvidas especi�camente para software de algum contexto. Todavia, o

ambiente de no qual o software está inserido por representar algum nível de limitação em

relação à disponibilidade de informações úteis para a localização do defeito.

2.2 Redes Neurais Arti�ciais

As redes neurais arti�ciais são uma família de estratégias de aprendizagem de

máquina inspiradas nas redes neurais reais. Assim como as redes neurais reais, as redes

neurais arti�ciais trabalham com a ideia de interconexão entre neurônios para controle

de sistemas e/ou realização de tarefas. Todavia, de forma prática, as redes neurais arti-

�ciais podem ser utilizadas para a resolução de problemas de inteligência arti�cial sem
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necessariamente replicar, em detalhes, um sistema biológico real (SUMATHI; PANEER-

SELVAM, 2010).

Assim como outros métodos de aprendizagem de máquina, comumente referido

pelo termo em língua inglesaMachine Learning, as redes neurais arti�ciais tipicamente

constituem um modelo preditivo a partir da auto adaptação por experiências. Ou seja,

a partir da sucessiva apresentação de exemplos, a rede neural é capaz de inferir as

relações entre as diferentes variáveis que caracterizam o problema (SILVA; SPATTI;

FLAUZINO, 2010). De acordo com Russell e Norvig (2010), uma tarefa de aprendizagem

supervisionada pode ser de�nida como:

Considerando um conjunto, tido como conjunto de treinamento, de N pares

contendo entradas e saídas (x1, y1), (x2, y2), ... (xn, yn), ondeyi tenha sido gerado por

uma função desconheciday = f (x), pretende-se descobrir uma funçãoh que se aproxime

da funçãof verdadeira. A funçãoh se aproxima da funçãof à medida que dado o mesmo

domínio, a diferença numérica entre cada valor imagem deh e o correspondente valor

imagem def tende a 0.

Considerandoh como uma hipótese, a aprendizagem é o processo de explora-

ção do espaço de hipóteses que melhor expliquem o comportamento dos dados de trei-

namento, mas que também seja adequada para explicar novos exemplos que não foram

utilizados durante o treinamento. Essa é uma característica conhecida como a capacidade

de generalização de um modelo de aprendizagem. De acordo com Silva, Spatti e Flau-

zino (2010), a capacidade de generalização é uma das principais características das redes

neurais arti�ciais.

Quando a técnica de aprendizagem de máquina supervisionado é utilizada para

resolver um problema cuja cardinalidade do domínio de saída é �nito, tal como o conjunto

f ”gato” ; ”cachorro”g, onde cada elemento do conjunto representa uma classe, dizemos

que se trata de uma tarefa de classi�cação. Por outro lado, se as saídas do problema forem

valores numéricos do espaço contínuo, trata-se de uma tarefa de regressão. Para o caso

das tarefas de classi�cação, algumas técnicas de aprendizagem de máquina consistem na

construção de uma distribuição de probabilidade condicionalP(Yjx). Dessa forma, dada

uma amostrax, a resposta do modelo treinado será a probabilidade de aquela amostra

pertencer à classeY.

Para a construção de um modelo de predição supervisionado, para tarefas de

classi�cação, uma rede neural arti�cial usa cada neurônio como uma unidade de proces-

samento dos dados do problema. A Figura 2.3 apresenta um esquema do funcionamento

dos principais componentes de um neurônio arti�cial.

Durante o processo de treinamento, fase em que a rede precisa achar os parâme-

tros que gerem a melhor aproximação para a verdadeira função que explica as saídas, os

neurônios recebem os valores de cada variávelxi que compõe uma amostrak. Os valores
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Figura 2.3: Esquema dos componentes de um neurônio arti�cial

Fonte: Elaborada pelo autor.

de entrada, também conhecidos como sinais sinápticos, são ponderados pelos pesos sináp-

ticos e em seguida combinados por uma função combinadora, tipicamente um somatório.

Então, obtém-se um valor chamado de potencial de ativaçãouk, que é um valor numérico

representando o quão impactantes são os valores das características da amostrak para a

ativação do neurônio. O potencial de ativação é submetido a uma funçãog, conhecida

como função de ativação. Finalmente, a saída da função de ativação é uma previsão do

valoryk = g(uk) para a amostrak. Como se tem acesso ao valor esperado deyk é possível

comparar com a saída obtida e calcular o erro da estimação.

O processo de treinamento de um neurônio ou de uma rede consiste, portanto,

na apresentação iterativa das amostras de treinamento, o cálculo do erro e o ajuste dos

pesos sinápticos na direção que minimize o erro global do modelo na próxima iteração. O

cálculo de erros é feito por uma função denominada função de perda, que indica o quão

distante o modelo está do ideal. Os ajustes nos pesos podem ser realizados a cada nova

amostra observada ou a cada bloco de amostras observados e, quando todas as amostras

forem apresentadas à rede, pode ser realizada uma nova iteração, conhecida como época.

Como pode ser visto na Figura 2.3, cada pesow está associado a uma entrada

x, porém, existe um pesow0, ou bias, que é associado a uma entrada �xa de 1 (ou -1).

Esse peso é o responsável por regular o impacto dos sinais de entrada na ativação do

neurônio, uma vez que se ele não existisse, apenas os valores dexi determinariam o valor

do potencial de ativaçãou. Matematicamente, a consequência da introdução desse termo

em uma combinação linear, é a capacidade de se afastar a reta produzida pela combinação

da origem do espaço formado pelas dimensõesx.

A função de ativação é um dos componentes preponderantes para a construção

de um bom modelo de uma rede neural arti�cial. Como este é o componente responsável

por regular a saída do neurônio, ele tem papel decisivo na forma numérica da predição
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que será realizada, caso seja um neurônio de saída, ou na propagação do sinal de entrada,

caso seja um neurônio de uma camada intermediária. Por exemplo, para uma tarefa de

classi�cação binária, para função de ativação pode ser utilizada uma função degrau:

g(u) =

8
<

:
1; se u � 0

� 1; se u < 0
(2-7)

onde, a saída será 1 se o potencial de ativação for maior ou igual a 0 e -1, caso contrário.

Apesar de funcionar para problemas triviais, esse tipo de função não pode ser usado por

estratégias de otimização dos pesos que se baseiem em gradiente descendente, pois uma

função degrau não é diferenciável em todo seu domínio (SILVA; SPATTI; FLAUZINO,

2010). Por esse motivo, uma função de ativação frequentemente usada para saída binárias

é a função logística, dada por:

g(u) =
1

1+ e� bu
(2-8)

onde,b é uma constante real de�nindo o nível de inclinação da curva diante do ponto de

in�exão da função. Uma das vantagens do uso dessa função é a possibilidade de simular

uma probabilidade, pois ela mapeia qualquer valor de entrada para o intervalo [0,1].

Existem diferentes tipo de redes neurais, aplicadas a problemas de diferentes

naturezas, por exemplo, arquiteturas recorrentes para tratamento de séries temporais,

redes auto-organizadas para lidar com problemas de agrupamentos ou redes de camada

única, comoHop�eld para otimização de sistemas. Uma das arquiteturas mais difundidas

é conhecida comoMultilayer Perceptron(MLP), ou PerceptronMulticamadas (PMC).

Essa arquitetura é largamente aplicada tanto para tarefas de regressão quando tarefas de

classi�cação e possui desempenho elevado para problemas cujas características sejam

predominantemente numéricas.

Um PMC é uma RNA composta por pelo menos uma camada de neurônios

escondidos e uma camada com neurônios de saída; utiliza a regra delta generalizada no

processo de treinamento; tem uma fase de propagação, em que se projetam os dados da

camada de entrada à camada de saída; e, há uma fase de retro propagação, na qual se

atualizam os pesos com base na regra delta (RUMELHART et al., 1995).

O treinamento de um modelo baseado em apresentação de exemplos pode ter

como consequência o comportamento de “superajuste” nos dados que foram apresentados

e, ao invés de ter um modelo generalizável, tem-se um modelo que decorou os dados

de treinamento. Esse comportamento é conhecido comoover�tting. Uma das causas

para esse comportamento é uma quantidade alta de neurônios em camadas iniciais ou

intermediárias da arquitetura da rede (SILVA; SPATTI; FLAUZINO, 2010). Uma das

formas de se veri�car uma condição deover�tting é o monitoramento dos valores da

função de perda no conjunto de validação, durante o treinamento.
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Um treinamento comover�tting será evidenciado quando a perda deixar de cair

e passar a subir, considerando o conjunto de validação, enquanto a perda no conjunto de

treinamento continuar a descer, com o passar das épocas. Como o nome sugere, conjunto

de validação é uma fatia dos dados de treinamento que é usada para validar alguns

aspectos de aprendizagem do modelo. Dentre as opções de tratamento deover�tting estão

a diminuição da complexidade da arquitetura, a aplicação de regularização, que signi�ca

uma penalização no cálculo da função de perda, e a utilização de camadas do tipodropout,

que fazem a desativação aleatória de um percentual de neurônios.

2.2.1 Redes Neurais Convolucionais

Apesar de terem gerado um impacto inicial maior no campo da visão computa-

cional, principalmente na classi�cação de imagens, as Redes Neurais Convolucionais, do

inglêsConvolutional Neural Networks(CNNs) são empregadas com sucesso nas mais va-

riadas áreas, tais como: detecção e rastreamento de objetivos, detecção e reconhecimento

de textos, reconhecimento de gestos e ações em vídeos ou imagens, anotação de cenas,

processamento de fala, e outras aplicações relacionadas a processamento de linguagem

natural (GU et al., 2018). Essa variedade de aplicações ilustra a �exibilidade e potencial

que esse tipo de arquitetura de rede neural possui.

As CNNs seguem fundamentalmente os mesmo princípios de uma rede neural

convencional como um PMC, por exemplo. Uma rede convolucional também aprende por

meio da exposição de várias amostras do problema, e faz um ajuste dos pesos sinápticos

de acordo com uma função de perda que mede a distância do modelo para a real função

que explica os dados (O'SHEA; NASH, 2015). Todavia, as redes neurais convolucionais

combinam três princípios arquiteturais que as diferenciam da redes neurais tradicionais,

sendo eles: os campos receptivos locais, pesos compartilhados e sub-amostragem espacial

ou temporal (LECUN et al., 1998).

Com a ideia dos campos receptivos locais, a rede é capaz de extrair características

visuais elementares, como pontos, setas ou curvas. Então, essas características podem ser

combinadas em camadas subsequentes para gerar informação de um grau mais elevado.

Por exemplo, o reconhecimento de uma bola de futebol, pode se dar pela combinação

de várias informações elementares como semicírculos, bordas, restas etc. Pela aplicação

de �ltros convolucionais, são gerados diversos extratores de características, com seus

próprios pesos. Os �ltros convolucionais também são matrizes de valores que ao serem

deslocados sobre a matriz de entrada, que é a imagem original, destacam informações

da imagem (MATHER, 2004). Esses mapas de características possuem, portanto, pesos

que modelam estruturas visuais comuns a �guras mais complexas que pretendem ser

identi�cadas.
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Uma vez detectadas as características mais relevantes, a posição exata não é

tão relevante quanto saber a posição relativa a outras características úteis. Por exemplo,

um traço seguido de um triângulo pode ser uma seta de direção. Tem-se então, a sub-

amostragem espacial ou temporal, pela qual a rede aplica a redução do espaço de

características pela concentração nos valores mais expressivos. A Figura 2.4 mostra um

exemplo de uma CNN típica aplicada ao contexto de classi�cação de imagens, nesse caso,

reconhecimento de letras escritas à mão.

Figura 2.4: Exemplo de arquitetura típica de CNN aplicada ao contexto de classi�cação de
imagens

Fonte: Lecun et al. (1998).

Inicialmente, a matriz de características, com todos ospixelsque compõem uma

imagem de tamanho 32x32, é submetida à uma camada com �ltros convolucionais que

geram 6 mapas de características de tamanho 28x28. Após a aplicação de uma sub-

amostragem, que pode ser valor máximo, valor médio, e outros, o tamanho dos mapas

diminui para 14x14, ou seja, a metade. Aplica-se mais uma camada de convoluções,

seguida de sub-amostragem, até que se tenham 16 �ltros de tamanho 5x5, o que signi�ca

um total de 400 características. Nesse ponto, todas as características são submetidas a

um classi�cador convencional, ou seja, um PMC, contendo 120 neurônios na camada de

entrada, 84 na intermediária e 10 na camada de saída, representado as 10 classes possíveis.

O exemplo anterior detalha a utilização de �ltros convolucionais do tipo 2D, ou

seja, o deslocamento dos �ltros ocorre em duas dimensões. Entretanto, também existem

redes convolucionais 1D e 3D. Para compreensão intuitiva, enquanto uma convolução

2D ocorre sobre uma área retangular que tende a um quadrado, uma convolucional 1D

estaria sobre um retângulo cuja altura tende a ser pequena e largura grande, de modo que

o deslocamento seja apenas no sentido horizontal e, por �m, uma convolucional 3D atua

em uma �gura similar a um cubo, com deslocamentos em três dimensões.

As CNNs 2D são aplicadas para uma grande variedade de problemas nos quais

é possível uma modelagem para um problema de sinais em duas dimensões. Porém, seja

por escassez de dados para treinamento, seja por uma necessidade especí�ca de domínio,

muitas vezes não é possível aplicar-se �ltros 2D. Por isso, as redes convolucionais 1D
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foram recentemente desenvolvidas e atingiram desempenho elevado em aplicações como

classi�cação personalizada de dados biomédicos e diagnóstico precoce, monitoramento

de integridade estrutural, detecção e identi�cação de anomalias em eletrônica de potência

e elétrica detecção de falhas do motor (KIRANYAZ et al., 2019).

2.2.2 Métricas de Avaliação para Tarefas de Classi�cação

Para se aferir a qualidade de um modelo produzido por uma rede neural, são

utilizadas métricas que dependem do tipo de tarefa, ou seja, existem métricas para tarefas

de regressão e métricas para tarefas de classi�cação. Relativo às métricas para tarefas de

classi�cação, frequentemente usa-se: matriz de confusão, acurácia, precisão,recall e F1.

A matriz de confusão indica quantos exemplos existem em cada grupo: falso

positivo (FP), falso negativo (FN), verdadeiro positivo (VP) e verdadeiro negativo (VN).

Por FP entenda-se a quantidade de amostras classi�cadas como sendo de uma determinada

classe, mas que na verdade pertencem a outra; FN é quantidade de amostras classi�cadas

como não sendo de uma determinada classe, mas que de fato são; VP é a quantidade

de amostras classi�cadas como sendo de uma classe e de fato são; e, �nalmente, VN

é a quantidade de amostras classi�cadas como não sendo de uma determinada classe e

verdadeiramente não são.

A Tabela 2.1 mostra uma representação de quais grupos estariam em cada

posição para o caso binário. Para análise da tabela, deve-se considerar que os valores

corretos estão nas linhas e as previsões estão nas colunas. Como os valores apresentados

em uma matriz de confusão são absolutos, é importante considerar a proporção entre as

classes para se obter conclusões.

Tabela 2.1:Matriz de confusão para o caso binário

Positivo Negativo

Positivo VP FN
Negativo FP VN

Fonte: Elaborada pelo autor.

A acurácia, ou simplesmente acurácia, é dada pelo número de acertos dividido

pelo total de exemplos preditos. Essa medida é sensível à distribuição dos dados no con-

junto, portanto, é mais susceptível a falsas conclusões quando as classes são desbalance-

adas em número de elementos. A acurácia é calculada conforme fórmula abaixo:

Acurácia=
VP+ VN

VP+ VN+ FP+ FN
; (2-9)

onde,VP é a quantidade de verdadeiros positivos,VN a quantidade de verdadeiros

negativos,FP a quantidade de falso positivos eFN é a quantidade de falsos negativos.
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A precisão é o número de exemplos classi�cados como pertencentes a uma

classe, que realmente são daquela classe (Verdadeiros Positivos - VP), dividido pela soma

entre este número e o número de exemplos classi�cados nesta classe, mas que pertencem

a outras (falsos positivos - FP), conforme a fórmula abaixo:

Precisão=
VP

VP+ FP
; (2-10)

onde,VPé a quantidade de verdadeiros positivos eFP a quantidade de falso positivos.

O Recallou sensibilidade é número de exemplos classi�cados como pertencen-

tes a uma classe, que realmente são daquela classe, dividido pela quantidade total de

exemplos que pertencem a esta classe, mesmo que sejam classi�cados em outra. No caso

binário, Verdadeiros Positivos divididos por total de positivos, conforme:

Recall=
VP

VP+ FN
; (2-11)

onde,VPé a quantidade de verdadeiros positivos eFN é a quantidade de falsos negativos.

Finalmente, o F1 é uma medida que harmoniza os cálculos de precisão e

sensibilidade, e é dado por duas vezes o produto da precisão pela sensibilidade, dividido

pela soma dos dois, conforme Equação 2-12. Essa métrica ajuda a lidar com o problema

de classes desbalanceadas no conjunto de dados.

F1 = 2�
Precisão� Recall
Precisão+ Recall

(2-12)

2.3 Modelos de Linguagem

Modelos de linguagem representam um avanço signi�cativo no processamento

de linguagem natural (PLN) e são aplicados com sucesso para gerar código com mí-

nima assistência humana. Com o surgimento dos Modelos de Linguagem de Grande Porte

(LLMs), essa capacidade foi aprimorada, estabelecendo novos padrões na geração de có-

digo baseada em linguagem natural. Esses modelos oferecem uma abordagem mais in-

tuitiva para a criação de código, reduzindo obstáculos na interação entre humanos e má-

quinas. Eles podem gerar trechos de código complexos dadas descrições em linguagem

natural, auxiliando desenvolvedores em tarefas repetitivas do desenvolvimento e manu-

tenção de software. No geral, a integração de LLMs no desenvolvimento de software

representa um avanço, oferecendo capacidades aprimoradas para a geração de código e

transformando a forma como o software é desenvolvido e mantido (FAN et al., 2023).
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2.3.1 Processamento de Linguagem Natural

O Processamento de Linguagem Natural (PLN) é uma subárea da inteligência

arti�cial que se concentra na interação entre computadores e a linguagem humana. O

objetivo principal do PLN é permitir que máquinas compreendam, interpretem e gerem

linguagem de uma forma que seja natural para os seres humanos (MANNING, 1999).

Nas últimas décadas, o PLN evoluiu signi�cativamente, impulsionado pelo desenvolvi-

mento de algoritmos avançados e pelo aumento da capacidade computacional. Técnicas

como análise sintática, semântica e pragmática, juntamente com modelos estatísticos e

redes neurais, têm permitido avanços substanciais na compreensão de textos, tradução

automática, resumo de documentos, e outras aplicações (JURAFSKY; MARTIN, 2024).

2.3.2 Modelos de Linguagem

Modelos de linguagem são centrais para o PLN, pois são responsáveis por prever

a probabilidade de uma sequência de palavras em um dado contexto. Tradicionalmente,

esses modelos eram baseados em métodos estatísticos, como os modelos de n-gramas,

que calculam a probabilidade de uma palavra ou sequência de palavras com base em

sua frequência em grandes corpora de texto (ROSENFELD, 2000). Embora e�cazes para

certas tarefas, esses métodos eram limitados pela necessidade de grandes quantidades

de dados rotulados e pela di�culdade de capturar contextos mais amplos. A Figura 2.5

resume como os Modelos de Linguagem evoluíram ao longo dos anos no que diz respeito

à capacidade de resolver problemas e das abordagens mais proeminentes.

Figura 2.5: Evolução das capacidades dos modelos de linguagem ao longo dos anos.

Fonte: Adaptada de Zhao et al. (2023).

Com o advento das redes neurais, os modelos de linguagem evoluíram para

capturar padrões mais complexos e contextos de longo alcance em textos. Dessa forma,

os modelos passaram a resolver um conjunto mais amplo de problemas.
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Como a mostra a Figura 2.5, 2013 é um marco para os modelos de linguagem

neurais, a partir dos quais diversos problemas típicos de NLP, como análise de sentimento,

reconhecimento de entidade, preenchimento de texto, foram mais efetivamente tratados

com o princípio da representação distribuída de palavras, por exemplo, através de Redes

Neurais Recorrentes (HOCHREITER, 1997) ou word2vec (MIKOLOV, 2013).

Posteriormente, tem-se a introdução dos chamados modelos de linguagem pré-

treinados. Nesse período, os modelos de linguagem ganham a capacidade de aprender a

representação de palavras sensíveis ao contexto, ao invés de uma representação estática,

por exemplo através do método ELMo introduzido por (PETERS et al., 2018). Com

a introdução da arquitetura deTransformerspor (VASWANI, 2017) e a apresentação

do BERT (DEVLIN, 2018), �cou consolidada a ideia de que seria possível aprender a

representação semântica de textos a partir de grande conjuntos de dados e em seguida

realizar um ajuste �no (�ne-tuning) para tarefas especí�cas.

Finalmente, a partir de 2020 dar-se o surgimento efetivo dos Modelos de Lingua-

gem de Grande Porte, LLMs do inglêsLarge Language Models. A partir do treinamento

de modelos de linguagem pré-treinados escalando-se os dados de treinamento e/ou a ar-

quitetura de pesos, foi percebida uma habilidade crescente nos modelos para resolver

problemas cada vez mais so�sticados (WEI et al., 2022).

Essa nova realidade muda o patamar da aplicação dos modelos de linguagem pré-

treinados. No caso dos LLMs, ganhou-se a capacidade de resolver problemas do mundo

real até então intratáveis ou tratados com pouco sucesso pela área de NLP. Diferentemente

dos modelos da geração anterior, que supunham um processo de�ne-tuning para tarefas

especí�cas, os LLMs supõem que o conhecimento paramétrico do modelo pode ser

acessado e�cientemente a partir de umprompt, que seria a ligação entre o tarefa especí�ca

e o modelo (JURAFSKY; MARTIN, 2024).

2.3.3 Modelos de Linguagem de Grande Porte (LLMs)

Os Modelos de Linguagem de Grande Porte (LLMs), como GPT-3, Llama e

T5, representam um salto signi�cativo na capacidade das máquinas de entender e gerar

linguagem natural. Esses modelos são treinados em enormes volumes de dados textuais

e consistem em bilhões de parâmetros, permitindo-lhes capturar nuances linguísticas e

contextuais com alta precisão (ZHAO et al., 2023).

Tipicamente, LLMs utilizam a arquitetura detransformers, que é particularmente

e�caz em capturar dependências de longo alcance em textos, permitindo a geração de res-

postas coerentes e contextualmente relevantes. Essa habilidade é explorada com sucesso

em uma larga gama de aplicações, como geração de textos (GOYAL; LI; DURRETT,
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2022), resposta a questionários (LI et al., 2024), traduções (BROWN, 2020), resumo de

textos (DUBEY et al., 2024) e análise de sentimentos (XING, 2024).

Uma aplicação notável dos LLMs é a geração automática de código a partir de

descrições em linguagem natural. Ferramentas como o GitHub Copilot, baseado no mo-

delo Codex da OpenAI, demonstram como esses modelos podem ajudar desenvolvedores

a escrever código de forma mais rápida e com menos erros. Ao receber uma descrição

em linguagem natural, tais modelos geram automaticamente trechos de código funcional,

facilitando tarefas repetitivas e auxiliando na resolução de problemas complexos.

Além disso, LLMs estão transformando a maneira como o software é desenvol-

vido e mantido. Eles permitem uma interação mais intuitiva entre humanos e máquinas,

em que os desenvolvedores podem simplesmente descrever a funcionalidade esperada, e o

modelo gera uma solução apropriada. Isso não só aumenta a produtividade, mas também

reduz a barreira de entrada para o desenvolvimento de software, permitindo que indiví-

duos com menos experiência em programação possam contribuir de forma signi�cativa.

2.3.4 Conceitos Fundamentais em LLMs

Como ferramenta originária no Processamento de Linguagem Natural, os Mo-

delos de Linguagem de Grande Porte estão intimamente ligados a conceitos amplamente

difundidos na área de PLN, mas também introduzem alguma variações na abordagem de

questões clássicas. Uma das distinções importantes no contexto das técnicas são as cate-

gorias. Geralmente, os LLM podem ser classi�cados como: modelo apenas de codi�cação

(encoder-only), modelo de codi�cação e decodi�cação (encoder-decorder) e modelo ape-

nas de decodi�cação.

Os modelosencoder-only, como BERT proposto por Devlin et al. (2019) e

RoBERTa introduzido por Liu et al. (2019) caracterizam-se pelo uso da parte codi�cadora

dostransformerspara, a partir da entrada de sequências textuais, gerar uma representação

codi�cada profunda das relações entre as partes do texto. Esse tipo de modelo possui uma

performance alta para tarefas que exigem alta compreensão de texto como classi�cação

textual, análise de sentimentos e detecção de similaridade textual.

Paralelamente, os modelos do tipoencoder-decoderalém de uma rede capaz

de gerar a codi�cação das sequências textuais de entrada, também possui uma rede

decodi�cadora que é capaz de gerar uma sequência textual como saída, a partir da

geração iterativa de tokens ou símbolos. Para tal, o modelo gera o próximo elemento

com base no contexto codi�cado noencondere no token anterior. Modelos como T5

proposto em Raffel et al. (2023) e BART de Lewis et al. (2019) são exemplos de encoder-

decoder amplamente aplicados para diversas tarefas modeladas como texto-para-texto,

como tradução, resumo e geração de texto de uma forma geral.
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Por �m, os modelosdecoder-only, como a família GPT (BROWN et al., 2020),

LLaMA (TOUVRON et al., 2023) e Claude (ANTHROPIC, 2024), diferentemente dos

anteriores, não apresentam um componente de codi�cação. Tais modelos possuem ape-

nas a fase de decodi�cação, que gera uma sequência textual diretamente a partir de um

contexto dado como entrada. Os modelos desse tipo também são tipicamente autoregres-

sores, ou seja, geram a sequência de tokens ou palavras um a um, usando sempre as saídas

anteriores como contexto para a geração do próximo token. Na prática, esse modelos são

unidirecionais, gerando sequências da esquerda para direita e são amplamente utilizados

para construção dechatbotse assistentes virtuais.

Como apontado anteriormente, uma vez treinado, um modelo de linguagem de

grande porte tem sua utilização, majoritariamente, dependente do componente denomi-

nadoprompting. Na prática, esse componente consiste nas entradas e instruções que o

LLM recebe como entrada para resolver uma tarefa especí�ca. O processo de de�nição e

ajuste doprompt, seja manual ou automático, é conhecido comoengenharia deprompt.

A despeito de existirem trabalhos avaliando diferentes estratégias de de�nição deprompt

(WHITE et al., 2023; SANTU; FENG, 2023), para variadas tarefas, existem algumas re-

comendações comumente aceitas e aplicáveis à maioria dos LLM mais comuns.

De acordo com o trabalho de Zhao et al. (2023), os principais ingredientes para

construção de um prompt envolvem: a) uma descrição da tarefa a ser executada, b) os

dados de entrada, tipicamente com uma descrição em linguagem natural, c) informações

contextuais que possam se unir ao conhecimento paramétrico do modelo para lidar

com uma tarefa especí�ca e d) estilo doprompt de modo que �que explícito qual o

comportamento esperado, por exemplo, indicando que o modelo deva se comportar como

especialista em determinado contexto.

Além disso, é importante que a engenharia deprompt siga princípios como:

expressar com clareza, sem dubiedade, os objetivos da tarefa, para problemas mais

complexos, decompor em subtarefas e apontar um passo a passo de como a tarefa deve ser

abordada, prover exemplos de resolução do problema e aplicar formatação amigável ao

tipo de LLM utilizado, adotando caracteres especiais para separar instruções de contexto.

2.3.5 Arquitetura Transformers

Redes neurais recorrentes (RNNs) são amplamente utilizadas para problemas

de modelagem de sequência, como tradução e modelos de linguagem de forma geral.

No entanto, a natureza sequencial dessas técnicas limita a paralelização, di�cultando o

treinamento em sequências longas devido a restrições de memória.

Mecanismos de atenção surgiram como componentes-chave para modelagem de

sequência, permitindo capturar dependências entre elementos sem considerar a distância
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na sequência. Até a introdução da arquitetura Transformer, a maioria das aplicações

de mecanismos de atenção era pela combinação com redes recorrentes. A arquitetura

Transformer, proposta por Vaswani (2017), elimina a recorrência e se baseia inteiramente

em mecanismos de atenção para capturar dependências globais entre entrada e saída. Isso

permite maior capacidade de paralelização, e passando a ser o estado da arte para tarefas

como tradução e geração de texto.

A Figura 2.6 apresenta uma visão geral da arquiteturaTransformer. Os prin-

cipais componentes desse tipo de rede neural são: codi�cador (encoder), decodi�cador

(decoder), mecanismo de atenção, rede de alimentação direta (feed-forward), camadas de

normalização e codi�cação posicional.

Figura 2.6: Arquitetura do modelotransformer.

Fonte: Vaswani (2017).

O modeloTransformersegue uma estrutura de codi�cador-decodi�cador, no

qual um vetor de entradax é inserido em um codi�cador, resultando em uma representação

mapeadaz. Com z, o decodi�cador gera uma saíday, um elemento de cada vez, ou

seja, primeiro gerandoy1, depoisy2, atéym. Em cada uma dessas etapas, o modelo é

autorregressivo, o que signi�ca que as saídas previamente geradas sempre in�uenciam as

saídas futuras.

O codi�cador doTransformercanônico é composto porN = 6 camadas idênticas

empilhadas. Cada camada é dividida em dois subníveis: o primeiro é uma camada
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de atenção com múltiplas cabeças e o segundo é uma camada de redefeed-forward

totalmente conectada, aplicada ponto a ponto. O codi�cador ainda emprega conexões

residuais em torno de cada subnível, seguidas por uma camda de normalização.

O decodi�cador também é composto porN = 6 camadas idênticas, mas introduz

um terceiro subnível projetado para realizar atenção com múltiplas cabeças sobre as

saídas do empilhamento do codi�cador. Assim como no codi�cador, são implementadas

conexões residuais e normalização de camada.

Para garantir que o modelo seja autorregressivo, isto é, que apenas as posições

anteriores in�uenciem a posição atual, é necessário modi�car o primeiro subnível. A

presença de um mecanismo de mascaramento e o deslocamento dosembeddingsde saída

em uma posição asseguram que a previsão da posiçãoi dependa exclusivamente das saídas

conhecidas que precedemi.

O componente principal da arquiteturatransformeré o mecanismo de atenção.

Uma função de atenção pode ser descrita como o mapeamento de uma consulta (query) e

um conjunto de pares chave-valor para uma saída, onde a consulta, as chaves, os valores

e a saída são todos vetores. A saída é calculada como uma soma ponderada dos valores,

em que o peso atribuído a cada valor é determinado por uma função de compatibilidade

entre a consulta e a chave correspondente.

Além dos subníveis de atenção, cada camada em nosso codi�cador e decodi�-

cador contém uma redefeed-forwardtotalmente conectada, aplicada de forma separada

e idêntica a cada posição. Esta rede consiste em duas transformações lineares com uma

ativação ReLU entre elas:

FFN(x) = max(0;xW1 + b1)W2 + b2 (2)

Embora as transformações lineares sejam as mesmas em diferentes posições, elas

utilizam parâmetros diferentes em cada camada. Outra forma de descrever essa estrutura é

como duas convoluções com tamanho de kernel igual a 1. A dimensionalidade da entrada

e da saída édmodel= 512, e a camada intermediária possui dimensionalidadedf f = 2048.

Como pode ser notado, otransformernão possui recorrência nem convolução,

então, para que ele possa utilizar a ordem da sequência, existe uma informação sobre

a posição relativa ou absoluta dos tokens na sequência. Para isso, adiciona-se conceito

de “codi�cações posicionais” (Positional Encoding) aosembeddingsde entrada tanto do

codi�cador quanto do decodi�cador. As codi�cações posicionais têm a mesma dimensão

dmodel dos embeddings, de modo que possam ser somadas. Existem várias opções de

codi�cações posicionais, tanto aprendidas quanto �xas.
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2.3.6 Desa�os e Futuras Direções

Apesar dos avanços, a integração de LLMs no desenvolvimento de software apre-

senta desa�os signi�cativos. Dois desses desa�os são a interpretabilidade e a con�abili-

dade. Os LLMs, assim como diversos métodos baseados em Aprendizado Profundo, são

frequentemente descritos como "caixas-pretas". Entender o raciocínio por trás do código

gerado por um LLM pode ser complexo, o que levanta questões sobre a segurança e a

robustez do software produzido. Além disso, esses modelos requerem vastos recursos

computacionais para treinamento e inferência, o que pode limitar sua aplicabilidade em

contextos nos quais o acesso a esses recursos é restrito (FAN et al., 2023).

Ainda de acordo com Fan et al. (2023), um dos caminhos promissores para o

sucesso dos LLMs na Engenharia de Software é a adoção de métodos híbridos, de modo

que os métodos e ferramentas já consolidados possam atenuar problemas como a não

explicabilidadee a alucinação dos modelos.

No geral, os Modelos de Linguagem de Grande Porte estão rede�nindo o

desenvolvimento de software, oferecendo novas ferramentas e abordagens que têm o

potencial de transformar a indústria. A pesquisa contínua e o desenvolvimento desses

modelos serão cruciais para enfrentar os desa�os e maximizar seu impacto positivo.

2.4 Considerações Finais

Neste capítulo, foram explorados conceitos essenciais para a localização de

defeitos de software, abordando técnicas tradicionais e avanços recentes baseados em

aprendizado de máquina e inteligência arti�cial. Foram discutidos métodos clássicos,

como as técnicas de espectro de cobertura, bem como métricas de avaliação (ACC@N,

Exam, Wef@n), que oferecem bases para avaliação de rankings de inspeções de código.

Ademais, foi destacado o papel das Redes Neurais Arti�ciais e, especialmente, das Redes

Neurais Convolucionais, cuja capacidade de identi�car padrões complexos mostra-se

promissora na classi�cação de imagens e em outras tarefas aplicáveis à análise de código.

A incorporação dos LLMs surge como uma inovação promissora na resolução

de problemas clássicos da Engenharia de Software (ES), permitindo, por exemplo, a

geração automática e contextualizada de código, elevando o potencial das soluções de ES.

LLMs, como GPT e Llama, oferecem uma interação mais intuitiva entre desenvolvedores

e máquinas, contribuindo tanto para a detecção como para a correção de defeitos em

ambientes de software dinâmicos. Contudo, ainda são observados desa�os em relação à

explicabilidade, con�abilidade e custo computacional desses modelos, os quais requerem

abordagens híbridas para mitigar suas limitações.
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Esse embasamento teórico provê os fundamentos para o desenvolvimento das

abordagens investigadas nesta pesquisa, e orienta futuras aplicações e melhorias na loca-

lização de defeitos, com foco na precisão, e�ciência e integração de novas tecnologias.



CAPÍTULO 3
Trabalhos Relacionados

Neste capítulo, são abordagens inovadoras aplicadas à localização de defeitos de

software, divididas em duas seções. Na Seção 3.1, são abordados métodos baseados em

Redes Neurais, como DeepFL, que utiliza redes neurais recorrentes para integrar múltiplas

fontes de informação e otimizar a localização de defeitos em código. Em seguida,

exploram-se redes neurais convolucionais, com foco em arquiteturas que combinam

dados de cobertura e mutação para identi�car padrões de defeitos. A Seção 3.2 examina

abordagens baseadas em LLM, que avançam signi�cativamente a área, como na técnica

AutoFL que empregam LLMs para localizar defeitos em nível de método e o LLMAO

que via processo de �ne-tune de LLM, realiza a localização de defeitos em nível de linhas

de código sem a necessidade de execução de casos de teste.

3.1 Localização de Defeitos Baseada em Redes Neurais

Em 2019, Zou et al. (2019) apresentaram uma técnica baseada na ideia de

learning to rank, muito utilizada na área de recuperação de informação, que se apresentou

de forma muito competitiva frente às abordagens de localização de defeitos baseados em

espectro de cobertura e espectro de mutação (PAPADAKIS; TRAON, 2012; MOON et al.,

2014). Na ocasião, os autores demonstraram que a tarefa de localização de defeitos era

mais efetivamente solucionada quando se consideravam diferentes famílias de técnicas

em conjunto.

Contudo, no mesmo ano, Li et al. (2019) argumentaram que a técnicalearning

to ranking não seria a mais adequada para o problema pois ela teria di�culdade em

se manter e�caz para cenários em que a quantidade de características fosse elevada. E

então, propuseram a técnica denominadaDeepFL. A técnica emprega a ideia de combinar

diferentes fontes de informação: suspeita baseada em mutante, suspeita baseada em

cobertura, tendência a falha com base na complexidade computacional e a similaridade do

texto presente do elemento do programa e o texto apresentado na manifestação da falha.

Para tanto, propuseram o uso de uma arquitetura baseada em redes neurais recorrentes do

tipo LSTM (HOCHREITER; SCHMIDHUBER, 1997), conforme visto na Figura 3.1.
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Figura 3.1: Abordagem doDeepFLpara localização de defeitos baseado em rede recorrente

Fonte: Li et al. (2019).

A camada de entrada da arquitetura proposta recebe grupos de características

inferidas para cada elemento de código do conjunto de treino, mas antes de seguir para a

camada da rede recorrente, contendo as unidade LSTM, os grupos de características são

normalizados com a estratégia de preenchimento0-padding, ou seja, aqueles grupos que

possuem menos características do que a quantidade máxima observada, têm o tamanho

normalizado pela adição de características com valor 0.

Como a Figura 3.1 sugere, a saída do processamento realizado pela camada re-

corrente vai para uma camada responsável pela geração da suspeita. Nesse ponto, em vez

de usar um PMC convencional, isto é, camadas sequenciais totalmente interconectadas,

fazendo todas as características culminarem diretamente para dois neurônios (um respon-

sável pela resposta positiva e outro pela resposta negativa, quanto ao elemento investi-

gado ser defeituoso), os autores adaptaram camadas totalmente conectadas para grupos

de características e subsequentemente combinaram as saídas dessas camadas até os dois

neurônios de saída. Sendo avaliado no conjunto de dados doDefects4J, os resultados

apresentados colocaram a proposta como o estado da arte na ocasião.

O trabalho desenvolvido por Zhang et al. (2021) se propõe a investigar a aplica-

ção de redes neurais profundas ao problema da localização de defeitos desoftware. Os

autores introduzem uma modelagem para o problema, em que, ao invés de se criar um

modelo para aprender e estimar a associação entre umstatemente o defeito, usa-se a

própria associação como a suspeita. A arquitetura CNN proposta pelo trabalho tem como

entrada uma partição da matriz original de cobertura, compreendendo uma quantidade de

h statements, e usa como saída o vetor de resultados dos casos de teste. Dessa forma, o

modelo acaba por aprender os padrões de cobertura que levam um caso de teste a ter um

resultado malsucedido. Como saída, o modelo tem uma camadasoftmaxcorrespondente

à quantidade de casos de teste. Sendo assim, para que as predições possam ser feitas para

osstatements, é utilizada uma matrizVMxN, ondeM são os casos de teste virtuais eN são
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osstatementspara os quais se pretende fazer a predição, conforme a Figura 3.2.

Figura 3.2: Abordagem doDeepFLpara localização de defeitos baseada em RNN

Fonte: Li et al. (2019).

Pela �gura, percebe-se que a matriz é preenchida com 1 apenas na diagonal

principal, então, cada uma das saídas produzidas pode ser associada a um dosstatements

xi , e esse é o valor assumido como a suspeita dostatement i.

Com as adequações pertinentes, o trabalho avalia ainda uma arquitetura baseada

em redes neurais recorrentes, com células do tipo LSTM, e uma rede neural com múltiplas

camadas, como o PMC. Os resultados reportados indicam que a arquitetura convolucional

foi mais adequada para tratar o problema, considerando a modelagem proposta. Apesar de

apresentar uma nova modelagem para o problema, o trabalho contém algumas limitações,

uma vez pela proposta não há como serem incorporadas outras fontes de informações; a

arquitetura avaliada para a rede convolucional foi baseada apenas em �ltros do tipo 2D, e,

pelo menos em tese, a arquitetura recorrente seria comparável a uma convolucional 1D;

e, a rigor, o que os modelos estão aprendendo é muito simular à construção de uma das

várias heurísticas que já existem para o contexto em questão.

Outro trabalho utilizando redes neurais convolucionais para localização de defei-

tos foi proposto por Li, Wang e Nguyen (2021) e superou de�ciências de muitas técnicas

heurísticas baseadas em espectro de cobertura e espectro de mutação. O trabalho aborda

o problema da localização de defeitos em nível destatemente em nível de métodos, isto

é, em vez de localizar o defeito em umstatement, localiza o método em que ostatement

defeituoso se encontra. Fundado na ideia de que apenas a matriz de cobertura ouscorede

mutação não carregam todas as informações necessárias para a localização de defeitos em

softwaresreais, o artigo propõe uma abordagem que se utiliza de todas as informações

apresentadas na Figura 3.3.

Como pode ser visto, o trabalho propõe o uso de três tipos de informação:

cobertura de código, dependência entrestatementse representação do código. As matrizes

de cobertura descritas, são, na verdade, tanto as informações de cobertura de �uxo

de controle quanto as informações do espectro de mutação. Os dados de dependência

são obtidos por intermédio da combinação dos dados de informações dos caminhos de
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Figura 3.3: Visão das informações utilizadas no DeepLR4FL

Fonte: Li, Wang e Nguyen (2021).

execução dos casos de teste e dados de �uxo de controle. Finalmente, os dados que

representam o código são obtidos a partir da Árvore Sintática Abstrata.

Sabendo que as três fontes de informação produzem dados representados de

maneira diferente, utiliza-se uma série de estratégias para encontrar uma representação

vetorial para cada uma dessas informações. Por representação vetorial, entenda-se uma

estrutura com uma quantidade �xa de posições (características) que podem ser su�cientes

para codi�car uma informação originalmente conhecida em outro espaço dimensional.

Essa estratégia tem sido amplamente utilizada em Processamento de Linguagem Natural

e é conhecida comoembeddings.

Com os vetores que representam as diferentes informações, para cadastatement

ou para cada método, dependendo da estratégia, estes são combinados através de uma

operação conhecida como ProdutoHadamard(STYAN, 1973). O resultado dessa ope-

ração é uma matriz tridimensional, em que cada dimensão possui o mesmo tamanho do

vetor que a gerou. Em outras palavras, tem-se um cubo de informações que descrevem

o statement, ou método. A partir desse ponto, os dados são introduzidos em uma arqui-

tetura convolucional convencional, com camadas 3D, com sub-amostragem e saída dada

por umasoftmax, classi�cando em amostra com defeito e amostra sem defeito.

Em suma, além do custo de obtenção dos dados de todas as fontes de informação

utilizadas, um dos fatores chave da abordagem é a representação de dependência entre

statements. Essa informação é obtida por meio dos dados gerados pela manifestação da

falha, no caso dos programas Java, a própriastack trace. Sendo assim, a abordagem

é fortemente dependente de uma informação que pode não estar disponível, pois, nem

sempre o defeito causa uma colisão no local em que a falha se origina.
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3.2 Localização de Defeitos Baseada em LLM

Recentemente, com o avanço no desenvolvimento dos Modelos de Linguagem de

Grande Porte, muitas áreas da Engenharia de Software estão fazendo uso dos potenciais

que tais modelos demonstram em diversos campos além do processamento de linguagem

natural, a área que os originou.

Na área de depuração de código, especi�camente na tarefa de localização de de-

feitos, um exemplo de exploração do potencial dos LLMs é o trabalho de Kang, An e Yoo

(2024). Os autores apresentam uma técnica, denominada AutoFL, para localização de de-

feitos de forma automática, considerando métodos como a granularidade da localização,

isto é, aponta-se um método e não uma linha oustatementcomo local provável do de-

feito. Como principais contribuições, esse trabalho conseguiu: a) utilizar LLMs, GPT 3.5

e GPT 4, contornando, em certa medida, a limitação de tamanho de entrada; b) superar

outras técnicas de localização de defeitos baseadas em Redes Neurais; e, c) realizar uma

validação da abordagem proposta utilizando desenvolvedores humanos.

A abordagem é fundamentada em cinco fases ao longo de dois estágios: No

primeiro estágio, o de geração da explicação do defeito, a informação produzida pela

execução do casos de teste negativo é passada para um LLM fazer um resumo do erro

e decidir se faz chamadas a métodos envolvidos nas informações do erro e repetir esse

processo porN vezes, sendoN um parâmetro da abordagem, e, por �m, o LLM é mais uma

vez utilizado para gerar uma explicação do defeito, resumindo o resultados de todas as

interações realizadas. Para as interações, o LMM pode receber informações de cobertura

de classes e métodos, bem como os fragmentos de código propriamente. No segundo

estágio, o estádio de predição da localização do defeito, o LLM é requerido para apontar

qual seria o método mais propenso a ser a causa do defeito e, consequentemente, retorna o

método como sendo o local do defeito. Essa metodologia é repetidamvezes e, no �nal, há

uma normalização dos scores para criação do ranking de suspeita dos métodos. Na prática,

todos os métodos cobertos pelos casos de teste, entram no ranking, mas com privilégio

para aqueles que foram preditos pela abordagem como suspeitos.

O trabalho utilizou os modelos GPT 3.5 e GPT 4 em um experimento que envol-

veu problemas reais em linguagem de programação Python e Java. Considerando a mé-

trica de avaliação ACC@1, a proposta superou outras técnicas de localização de defeitos

em nível de método. Além disso, os autores conduziram um experimento com desenvol-

vedores para avaliar a qualidade e relevância das explicações dosdefeitosaprontadas pela

abordagem. De acordo como os resultados reportados, mais da metade dos participan-

tes aprovaram os textos em linguagem natural gerados automaticamente pelo LLM para

explicar o defeito.

Apesar de apresentar resultados interessantes, o trabalho traz importantes limi-
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tações, tais como a dependência de execução de casos de teste ao longo das interações

com o LLM e a predição do defeito ocorrer apenas no nível de método, o que, em alguns

cenários pode ainda signi�car um largo esforço de inspeção por parte do desenvolvedor.

Outro trabalho recente com forte impacto na área de localização de defeitos de

forma automática, foi apresentado por Yang et al. (2024). O artigo propõe a criação de

um novo modelo baseado no�ne-tuning do CodeGen que, proposto por Nijkamp et al.

(2023), é um LLM especí�co para a geração de código. A técnica resultante denominada

LLMAO é capaz de realizar a localização de defeitos em código-fonte, em nível de

statementconsiderando as linguagens Python, Java e C. A inovação central deste trabalho

é a introdução de uma técnica de localização de defeitos que não depende da execução

de casos de teste, diferentemente de outras abordagens existentes. Por outro lado, supõe

a necessidade de adaptação e treino de um novo modelo, sobre o modelo base. Além

disso, o modelo se destaca pela sua capacidade de detectar vulnerabilidades de segurança

em códigos, superando técnicas tradicionais de localização de defeitos baseadas em

aprendizado de máquina.

A abordagem proposta funciona da seguinte forma: a entrada do sistema é um

trecho de código defeituoso e a saída é uma lista de probabilidades indicando quais

linhas de código têm maior propensão de serem a causa dos defeitos. O processo segue

os seguintes passos:Tokenização e Extração de Representação Vetorial. Tanto no

treinamento quanto na inferência, o código-fonte original étokenizadoe, em seguida,

enviado para um LLM pré-treinado, que extrai a representação vetorial de cada linha

de código. Importante destacar que o LLM base não passa por um novo treinamento,

sendo utilizado apenas para gerar essas representações;Modelagem das Relações entre

Linhas de Código. A partir das representações vetoriais obtidas, um modelo bidirecional

é treinado para modelar as relações entre as diferentes linhas de código e suas respectivas

propensões a apresentar defeitos. Este modelo bidirecional é composto por um adaptador

do tipotransformercom duas camadas;Entropia Binária Cruzada e Ajuste de Pesos.

Para ajustar os pesos do modelo bidirecional, utiliza-se a entropia binária cruzada, tendo

como base uma anotação de diff (diferenciação entre a versão incorreta e a versão

corrigida de código) que indica a resposta correta para cada linha, ou seja, uma marcação

binária sobre a presença ou não de defeito na respectiva linha.

O modelo proposto oferece uma abordagem inovadora para a localização de

defeitos sem a necessidade de execução de casos de teste, e também é pioneiro em

apresentar resultados positivos na detecção de vulnerabilidades de segurança no nível de

código. Comparado com outras técnicas baseadas em aprendizado, o modelo mostrou-se

superior, posicionando-se como o estado da arte em termos de localização de defeitos.

Apesar dos avanços, o estudo apresenta alguns pontos de discussão e limitações.

Por exemplo, considerando a limitação do tamanho de contexto suportado pelo modelo
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base utilizado, um limite de 128 linhas de código foi imposto, forçando-se assim a

elaboração de uma heurística para que um arquivo com mais linhas de código possa

ser tratado. Além disso, como se supõe um processo de�ne tune, corre-se o risco de

haver uma forte dependência de um volume alto de dados para que o ajuste do modelo

bidirecional seja efetivo.

3.3 Considerações Finais

Neste capítulo abordagens de localização de defeitos foram descritas sob duas

principais vertentes: técnicas baseadas em aprendizado de máquina e aquelas que usam

Modelos de Linguagem de Grande Porte. Na primeira vertente, as técnicas baseadas em

aprendizado de máquina apresentadas diferem-se principalmente no tipo de modelo utili-

zado (Redes Neurais Convolucionais, Recorrentes etc.) e na forma como elas representam

e combinam as diferentes fontes de informação (cobertura de código, dependência entre

statements, representação do código). De maneira geral, essas técnicas obtiveram resulta-

dos superiores às abordagens tradicionais de localização de defeitos baseadas em espectro

de cobertura e mutação, porém, com níveis de precisão ainda modestos em conjuntos de

dados tipicamente utilizados, como o Defects4J.

Na segunda vertente, foram discutidos trabalhos recentes que utilizaram LLMs

como base para a de�nição de abordagens de localização de defeitos. As técnicas dessa

vertente apresentam resultados superiores, posicionando-se como o novo estado da arte.

O AutoFL aplica um LLM para sintetizar informações contextuais e oferecer uma expli-

cação detalhada dos defeitos. Enquanto o AutoFL ainda depende de casos de teste para

gerar predições, a técnica proposta denominada LLMAO inova ao localizar defeitos sem

essa necessidade, destacando-se também pela capacidade de detectar vulnerabilidades de

segurança no código.

Ambas as vertentes de técnicas mostraram-se promissores, com os LLMs al-

cançando maior precisão, mas enfrentando desa�os de escalabilidade e dependência de

grandes volumes de dados para treinamento. Ademais, essas técnicas recentes, baseada

em LLM, ainda possuem limitações, como dependência de execução de casos de teste,

restrições no tamanho do código-fonte analisado ou dependência de alto volume de dados

para realização de�ne-tuning.



CAPÍTULO 4
Sistematização e Formalização de

Aspectos-Chaves na Localização Automática de

Defeitos de Software

Este capítulo apresenta uma das contribuições centrais desta tese: a sistemati-

zação e formalização dos aspectos fundamentais para o desenvolvimento de métodos de

localização automática de defeitos de software. Ao longo dos anos, a pesquisa na área

tem progredido com o uso de técnicas que incorporam informações de múltiplas fon-

tes, cada uma trazendo diferentes perspectivas sobre o comportamento dosoftware. No

entanto, essa diversidade de abordagens tem resultado em uma falta de padronização e

clareza metodológica, di�cultando a replicação dos estudos e a comparação direta entre

as técnicas propostas.

Um dos objetivos deste trabalho é propor umframeworkestruturado que orga-

niza aspectos fundamentais para ferramentas de localização de defeitos, proporcionando

uma base metodológica que pode ser utilizada tanto por pesquisadores quanto por pro-

�ssionais da área. Esta sistematização facilita a replicação e a comparação dos métodos,

contribuindo para o avanço contínuo da área ao fornecer uma estrutura clara para a cate-

gorização e entendimento das técnicas de localização de defeitos.

Conforme pôde ser notado tanto no Capítulo 2, dos conceitos fundamentais,

quanto no Capítulo 3, dos trabalhos relacionados, as metodologias de resolução do

problema da localização de defeitos, utilizam informações provenientes de diferentes

fontes para a análise dos programas defeituosos. Contudo, observou-se uma lacuna

na sistematização desses aspectos comuns, que são fundamentais para o sucesso das

técnicas de localização de defeitos. A falta de uma abordagem estruturada limita o

potencial de comparação e evolução dos métodos existentes, criando a necessidade de

uma formalização que permita maior clareza e replicabilidade.

Neste capítulo, portanto, é proposta uma formalização e discussão desses as-

pectos essenciais para o desenvolvimento de métodos e�cazes de localização automática

de defeitos de software. Dessa forma, tanto os trabalhos anteriores, quanto as propostas
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apresentadas nos capítulos seguintes, podem ser categorizadas quanto aos aspectos esta-

belecidos neste capítulo. A proposta de formalização dos aspectos-chaves para a localiza-

ção de defeitos é dividida em três componentes principais: Caracterização da Informação,

Representação dos Dados e Método de Combinação. Naturalmente, esses componentes

in�uenciam o resultado �nal da localização de defeitos, isto é, têm impacto na acurácia

da identi�cação dos elementos defeituosos, uma vez que se inter-relacionam de forma a

criar uma estrutura integrada, como ilustrado na Figura 4.1.

Figura 4.1: Aspectos fundamentais à construção de métodos para localização de defeitos de
software

Fonte: Elaborada pelo autor.

4.1 Aspectos-chaves para Localização Automática de De-

feitos de Software

A sistematização apresentada neste capítulo facilita a exploração de diferentes

combinações de componentes, proporcionando clareza quanto ao custo e impacto de

cada um na precisão das técnicas de localização de defeitos. O termo “componente”

refere-se à uma estratégia computacional especí�ca que implementa um dos aspectos-

chaves discutidos, levando em consideração as características associadas a esses aspectos.

A seguir, cada um desses aspectos será detalhado, discutindo-se como, eventualmente,

in�uenciam o desempenho e a e�cácia dos métodos de localização automática de defeitos.

Os aspectos-chaves possuem uma natureza de categorização, de modo que cada

um deles deve ser preenchido com a descrição equivalente ao que se percebe na solução

de localização de defeitos. Tais aspectos-chaves possuem também atributos que podem

ser utilizados para categorizar ou avaliar as soluções de localização de defeitos mais

detalhadamente em relação ao aspecto-chave correspondente.
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4.1.1 Caracterização da Informação

A e�cácia de um método de localização de defeitos está diretamente ligada à

qualidade da informação disponível sobre o software em análise. Esta seção propõe uma

análise das características que de�nem a qualidade dessa informação, destacando cinco

atributos essenciais: Disponibilidade, Custo de Aquisição, Origem, Natureza e Tipo.

Disponibilidade

Refere-se à existência de informações relevantes para a localização de defeitos

em umsoftwareespecí�co ou em um conjunto desoftwaresque compartilham certas

características, como linguagem de programação ou plataforma. A relevância desta ca-

racterística é evidente, pois informações que melhoram a acurácia em um cenário podem

não estar disponíveis em outros, limitando a aplicabilidade e a generalização do método.

Por exemplo, uma abordagem que depende de dados gerados por relatórios de erro de um

compilador pode ser e�caz apenas em ambientes onde esses relatórios estão disponíveis,

restringindo seu uso a certos tipos de defeitos e contextos. De forma prática, propõem-se

que esse atributo seja avaliado pela anotação de um dos níveis de adequação abaixo:

• Não se aplica:caso em que não existe possibilidade de obtenção da informação.

Por exemplo, informação textual dolog de erro em ambiente que não gere esse tipo

de dado;

• Baixa: caso em que existe a possibilidade de obtenção da informação, mas esta

raramente está disponível ou o custo de aquisição é alto. Por exemplo, informação

de uso de memória durante a execução de cada elemento de código;

• Média: quando a informação pode ser obtida, mas está totalmente condicionada

a alguma ferramenta, documentação ou procedimento adicional à execução do

código. Por exemplo, informação do espectro de cobertura;

• Alta: quando a informação está sempre disponível a um custo computacional igual

ou inferior à execução do próprio código defeituoso. Por exemplo, o próprio código-

fonte defeituoso.

Custo de Aquisição

Este atributo representa o esforço necessário para tornar a informação disponí-

vel para a técnica de localização de defeitos, abrangendo tanto o esforço computacional

quanto o esforço intelectual. O esforço computacional inclui medidas como tempo de

processamento e uso de armazenamento, enquanto o esforço intelectual envolve a criação

de algoritmos personalizados e o entendimento de lógicas complexas para extrair a in-

formação necessária. O Custo de Aquisição deve ser cuidadosamente avaliado, pois pode
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determinar a Disponibilidade da informação e, consequentemente, impactar a acurácia do

método. Por exemplo, uma informação que só pode ser obtida durante a execução dosoft-

warepode ser valiosa, mas seu alto custo de aquisição pode limitar sua viabilidade em ce-

nários que demandem maior e�ciência computacional. Novamente, propõem-se que esse

atributo seja avaliado de acordo com níveis de adequação, conforme detalhado a seguir:

• Baixo: casos em que o esforço computacional, de processamento e armazenamento,

é igual ou inferior àquele requerido para execução do programa sob análise. Por

exemplo, informação da saída produzida pela execução do programa aplicando-se

um caso de teste negativo;

• Médio: quando o esforço computacional é maior do que aquele caracterizado como

baixo ou a obtenção da informação requer uso de ferramentas complementares ao

código-fonte sob teste. Por exemplo, informação de espectro de cobertura, que

para obtenção exige-se o emprego de ferramentas capazes de coletar o dado de

exercitação de cada elemento do código para cada caso de teste;

• Alto: quando para se obter a informação desejada, são aplicadas múltiplas estraté-

gias (ou ferramentas) classi�cadas como de custo médio ou ainda quando se exige a

elaboração de algoritmos especí�cos que combinem múltiplas ferramentas ou ins-

trumentalize o código-fonte. Por exemplo, informação de heurísticas baseadas na

cobertura do espectro de mutação e uso de memória baseada em ponto de checa-

gem durante a execução do código.

Origem

Este atributo diz respeito à fonte de onde a informação é extraída dentro do ecos-

sistema dosoftware. A origem da informação pode variar de componentes diretamente

relacionados ao código-fonte, como uma Árvore Sintática Abstrata (AST), a elementos

externos,logsde execução e bibliotecas de terceiros. A escolha da origem da informação

in�uencia diretamente outras características, como Disponibilidade e Custo de Aquisi-

ção. Por exemplo, informações derivadas de componentes externos ao código podem ser

custosas computacionalmente, tornando-as menos viáveis para determinados métodos de

localização de defeitos. Formalmente, esse atributo deve ser avaliado a partir do uso de

uma das seguintes descrições categóricas:

• O próprio código: quando o código-fonte é diretamente usado como informação

relevante para a localização do defeito;

• Derivada do (ou relacionada ao) código: informação que represente o código-

fonte, como AST, ou que pode ser extraída diretamente do código sem necessidade

de execução, como estilo de escrita.
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• Externa ao código: qualquer informações relativa à documentação do programa

ou obtida pela execução do programa, como histórias de usuários ou dados de

cobertura de �uxo de controle.

• Híbrida quando resulta da combinação de qualquer das origens anteriores.

Natureza

A natureza da informação refere-se ao momento em que a informação pode ser

obtida, em relação à execução do método de localização de defeitos: durante a execução

(informação dinâmica) e antes (informação estática). A natureza da informação é um

fator crítico tanto para a acurácia �nal da localização de defeitos quanto para o Custo

de Aquisição. Informações dinâmicas, por exemplo, podem oferecer uma visão mais

detalhada do comportamento dosoftware, mas exigem monitoramento contínuo e podem

aumentar signi�cativamente o custo computacional envolvido para a obtenção dos dados.

Assim, este atributo suporta duas descrições categóricas:

• Estática: quando a informações pode ser obtida antes do início da execução do

método de localização de defeitos. Ex.: dados do espectro de cobertura ou docu-

mentação do software;

• Dinâmica: quando a informação deve ser obtida durante a execução do método de

localização de defeitos. Ex.: dados de saída de uma execução do código incorreto

durante a busca pelo local defeituoso;

Importante ressaltar que esse atributo refere-se à existência prévia da informação,

ou seja, antes de que se execute a técnica de localização de defeitos já se tenha acesso aos

dados. Esse fator é relevante pois ainda que o custo de aquisição da informação possa ser

elevado, a possibilidade de processamentooff-line, em relação ao método de localização

de defeitos, pode viabilizar o uso da informação.

Tipo

Este atributo diz respeito à semântica que a informação carrega, em outras

palavras, representa sobre o que ou sobre qual aspecto do software a informação diz

respeito. Essa caracterização tem fortes implicações na de�nição da estrutura de dados

capaz de representar a informação e, consequentemente, na adequação com a técnica que

efetivamente produzirá a localização de defeitos. Por exemplo, alguns trabalhos propõem

a utilização de espectro de cobertura de casos de teste para inferir um local no código

mais provável de ser o defeito. Para se utilizar dessa informação, um método poderia

processar a matriz de cobertura diretamente como uma estrutura de dados do tipo matriz,

ou seja, não seriam necessárias transformações computacionalmente complexas para lidar
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com esse tipo de informação. Por outro lado, considerando a utilização de um texto em

linguagem natural para corroborar a localização de defeitos, seria muito provável que tal

informação não pudesse ser usada antes de uma transformação para uma representação

de dados mais compatível com as técnicas de localização de defeitos baseadas em redes

neurais convolucionais ou recorrentes. Assim, podem ser assumidos, não exaustivamente,

os seguintes as seguinte descrições categóricas para este atributo:

• Árvore Sintática Abstrata (AST);

• Cobertura de Fluxo de Controle;

• Cobertura de Fluxo de Dados;

• Cobertura de Mutantes;

• Estatísticas sobre o código-fonte;

• Documentação em linguagem natural;

• Similaridade de código/texto;

• Complexidade de código;

• Logsde execução;

• Grá�cos de �uxo de controle;

• Caminhos de execução;

• Histórico de edições do código;

4.1.2 Representação dos dados

A representação dos dados tem forte relação com a estrutura computacional

utilizada para armazenar as informações sobre osoftwareem que se pretende localizar

defeitos. Essa representação é fundamental, pois pode in�uenciar a e�ciência e a e�cácia

das técnicas de localização. Exemplos de representação incluem o uso de matrizes para

modelar a cobertura de casos de teste, árvores para representar uma Árvore Sintática

Abstrata (AST), grafos para dependências em �uxo de controle, e até a incorporação

de dados textuais, como umastack-traceou documentação em linguagem natural.

Ao de�nir a representação dos dados, é essencial considerar as características

discutidas a seguir.

Consistência

Refere-se à capacidade de uma estrutura de dados, ao ser usada para representar

computacionalmente uma informação, preservar a semântica original dos dados envol-

vidos. Ao transformar dados de uma representação para outra, pode ocorrer perda de

precisão ou expressividade, comprometendo a qualidade da informação. Por exemplo,

ao codi�car informações destatementspara uso em técnicas de localização de defeitos,

diferentes métodos de codi�cação podem preservar a semântica com variados graus de
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precisão. A escolha da representação deve, portanto, balancear a necessidade de precisão

com a viabilidade de uso da informação em diferentes contextos. Idealmente, a consis-

tência mais privilegiada nos cenários em que a forma como a informação é originalmente

representada pode ser utilizada diretamente na metodologia de combinação da informa-

ção, sem necessidade de uma representação intermediária. De forma objetiva, propõem-se

que esse atributo seja avaliada na perspectiva de níveis de adequação abaixo:

• Baixa: caso em que uma determinada representação de informação não é capaz de

preservar a semântica da informação original. Em outras palavras, qualquer função

de transformação aplicada aos dados na representação original, resultará em um

conjunto vazio ou com elementos sem utilidade para a localização de defeitos na

representação alvo. Por exemplo, tratar uma documentação em linguagem natural

com vetores de frequência de termos resultará em pouca ou nenhuma preservação

da semântica expressada originalmente;

• Média: quando a representação da informação é capaz de modelar a informação

original com algum nível de perda de detalhes dos dados. Por exemplo, uso de

uma representação de vetor de inteiros para representar o código-fonte a partir da

frequência de ocorrência dos termos presentes no código. Apesar de se possível

se extrair a característica de distribuição de termos no código, a dependência

semântica entre tais termos seria pedida, o que resultaria em uma representação

menos expressiva do que a original, em texto plano;

• Alta: quando a representação da solução preserva completamente os detalhes da

informação original. Por exemplo, uso de matrizes para representar dados de

cobertura de �uxo de controle, onde as linhas podem representar os elementos de

código, as colunas os casos de testes e os valores 1 ou -1, quando presente na célula

ci j , indicar que o elementoi é exercitado pelo caso de testej. Nessa representação,

toda informação relativa à cobertura de casos de teste mantém-se preservada.

Compatibilidade

Trata da adequação da representação adotada aos métodos que serão utilizados

para processar a informação. Se a representação não for compatível com o algoritmo que

manipula os dados, pode ser necessária a aplicação de transformações adicionais, o que

pode comprometer a consistência e a integridade dos dados, ou, simplesmente diminuir

a expressividade da informação e, consequentemente, a precisão da abordagem como

um todo no tocante à localização do defeito. Por exemplo, técnicas baseadas em redes

neurais arti�ciais exigem que os dados sejam representados numericamente. Informações

que já possuem uma representação numérica são mais facilmente compatíveis e tendem
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a maximizar o desempenho dessas técnicas. Assim, para avaliação desse atributo da

representação de informação, deve ser utilizado um dos níveis de adequação a seguir:

• Nenhuma: quando a representação da informação não pode ser utilizada direta-

mente pelo algoritmo destinado a manipular os dados e não existe uma representa-

ção intermediária que viabilize esse uso preservando o mínimo de informação útil

à localização do defeito;

• Parcial: quando a representação da informação não pode utilizada diretamente pelo

algoritmo destinado a manipular os dados na tentativa de vinculá-los, mas existe

uma representação intermediária que possibilita o uso, ainda que com alguma

perda. Por exemplo, histórico de alteração do programa pode envolver alterações

em diversos artefatos de código e a representação mais precisa das alterações

signi�caria os textos alterados, porém, para uso em uma metodologia de localização

de defeitos baseada em redes neurais convolucionais, dada a impossibilidade de

uso direto dos textos, poderia ser adotada uma representação vetorial reunindo

estatísticas do histórico de alterações.

• Total: quando a representação da informação pode ser utilizada diretamente no

algoritmo de manipulação dos dados sem necessidade de transformação ou ajustes.

Por exemplo, documentação em linguagem natural utilizada como informação para

localização de defeitos baseada em Modelos de Linguagem.

Escalabilidade

Refere-se à capacidade da representação de permanecer e�ciente e viável em

cenários de grande volume de dados. A viabilidade de uma representação de dados deve

ser avaliada em termos de sua capacidade de lidar com grandes quantidades de informação

sem perda signi�cativa de desempenho. Por exemplo, uma técnica de localização de

defeitos que utiliza um algoritmo genético pode se tornar inviável se a representação dos

statementsem um cromossomo resultar em estruturas de dados muito grandes, dado que

algoritmos genéticos possuem limitações conhecidas ao lidar com cromossomos extensos.

Objetivamente, esse atributo pode ser avaliado a partir dos níveis de adequação abaixo,

sempre levando-se em consideração o algoritmo adotado para manipulação dos dados:

• Baixa: em casos em que a representação da informação não suporta aumento

no volume de dados ou que esse aumento resulta em perda de informação. Por

exemplo, utilizar uma representação vetorial inteira para modelar a descrição em

linguagem natural resultaria em uma solução pouco escalável para descrições com

vocabulário grande;

• Média: quando a representação da informação suporta aumento no volume de

dados, mas com perda no desempenho do algoritmo de combinação. Por exemplo,
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usar texto plano para representar o código-fonte é completamente compatível com

aumento no tamanho do código, porém, em um contexto de aplicação de LLMs,

esse aumento pode signi�car uma perda de desempenho na localização de defeitos

pois o modelo pode não ser capaz de se atentar a todos os detalhes do texto;

• Alta: quando a representação da informação suporta aumentos no volume de dados

sem impacto no desempenho do algoritmo utilizado para manipulação dos dados.

Por exemplo, utilizar matrizes para representar os dados de cobertura de �uxo de

controle em um cenário de utilização de heurísticas como Ochiai seria robusto para

aumentos no volume de elementos de código e casos de teste sem impacto direto

no desempenho da técnica de localização de defeitos.

4.1.3 Métodos de Combinação

Os métodos de combinação referem-se aos algoritmos e/ou abordagens que,

utilizando as informações representadas, analisam as relações entre os dados para realizar

a localização de defeitos nosoftware. A escolha adequada desses métodos é crucial para a

e�cácia de qualquer técnica que integra múltiplas fontes de informação na localização de

defeitos. Nesta pesquisa, a escolha do método de combinação deve levar em consideração

os atributos que passam a ser detalhados a seguir.

Custo

Refere-se às exigências computacionais associadas à execução do método de

combinação de informação, como a complexidade de tempo e o espaço de armazenamento

requeridos. Com o crescente uso de técnicas de Aprendizado Profundo (Deep Learning),

que muitas vezes requerem recursos dehardwareespecializado, o custo computacional

pode se tornar proibitivo para alguns usuários. Portanto, é essencial realizar um balanço

entre o aumento da acurácia e o esforço computacional necessário para uso de um

determinado método. Redes neurais profundas podem oferecer alta acurácia, mas o custo

associado ao treinamento e execução pode ser inviável para aplicações de grande escala ou

em ambientes com recursos dehardwarelimitados. Para avaliação deste atributo, propõe-

se que sejam utilizados os níveis de adequação abaixo:

• Baixo: quando os recursos computacionais (memória e processamento) requeridos

para a execução do método de combinação não são superiores aos recursos exigidos

para a execução do programa original. Por exemplo, para execução uma heurística

como Tarantula, os recursos computacionais mínimos são os mesmo utilizados para

execução do programa original.

• Médio quando os recursos computacionais exigidos para execução do método

de combinação podem ser os mesmos da execução do programa original, mas
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o consumo de memória ou processamento é superior. Por exemplo, a utilização

de Algoritmos Genéticos para a construção de heurísticas customizadas a partir

de dados de cobertura pode ocorrer nos mesmos recursos computacionais da

execução do programa com defeito, mas com uma demanda superior em consumo

de memória e processamento.

• Alto quando os recursos computacionais necessários para a execução do método

de combinação são especializados, distintos daqueles utilizados para execução

do programa original por imposição das características das técnicas algorítmicas

empregadas. Por exemplo, é comum que abordagens de localização de defeitos

baseadas em redes neurais profundas exijam a utilização de hardware especí�co

(GPU) seja para o processo de treinamento dos modelos, seja para a inferência de

respostas. Em um cenário em que o software original, com defeito, não requeira uso

de GPU, a aplicação de redes neurais profundas como método de combinação para

se ter a localização de defeitos representa um custo alto.

Flexibilidade

Refere-se à capacidade do método em suportar diferentes formas de represen-

tação de dados e em ser adaptável a novas fontes de informação. Na prática, a e�cácia

na localização de defeitos muitas vezes depende da incorporação de múltiplos tipos de

dados, desde o código-fonte, informações de cobertura de testes, até documentação em

linguagem natural. Métodos que não conseguem se adaptar a essa diversidade de dados

tendem a ter uma aplicabilidade limitada. Portanto, abordagens que permitem alto grau

de personalização e integração com diferentes fontes de dados tendem a maximizar o po-

tencial da técnica de localização de defeitos. De forma prática, para uso deste atributo

pode-se utilizar os níveis de adequação a seguir:

• Baixa: quando a abordagem ou o método de combinação é especí�co para um tipo

único de informação. Por exemplo, a heurística Ochiai, projetada exclusivamente

para uso de variáveis extraídas de dados de cobertura, não tem �exibilidade para

uso sobre outro tipo de informação;

• Média: quando o método de combinação (algoritmo de manipulação de dados) su-

porta utilização de diferentes tipos de dados desde que modelados para uma repre-

sentação de dados especí�ca requerido por cada variação de método de combina-

ção. Por exemplo, uso de redes neurais convolucionais suportam diferentes fontes

de informação desde que representadas como matrizes n-dimensionais.

• Alta: quando o método de combinação suporta diferentes tipos de informação sem a

necessidade de conversão de representação de informação para uma representação
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única. Por exemplo, uma abordagem baseada em LLM pode incorporar diferentes

tipos de informações sem necessidade de representações de informações especiais.

Escalabilidade

Refere-se à capacidade de um método de manter sua e�cácia quando aplicado a

grandes volumes de dados ou a sistemas desoftwarecomplexos. No entanto, ao considerar

a escalabilidade, é fundamental equilibrar o custo computacional com o tamanho do

código em análise. Embora técnicas que funcionam bem em pequena escala possam

enfrentar desa�os à medida que o volume de dados aumenta, é igualmente relevante

desenvolver e aplicar métodos e�cientes em cenários de menor escala, onde o custo

computacional é uma preocupação signi�cativa.

Em contextos de pesquisa e desenvolvimento com recursos limitados, a escala-

bilidade deve ser considerada dentro dos limites práticos e econômicos. A capacidade de

localizar defeitos com precisão emsoftwarede menor porte, a um custo computacional

reduzido, é uma contribuição valiosa. Esse enfoque permite que técnicas e�cazes e aces-

síveis sejam desenvolvidas e aplicadas, oferecendo soluções viáveis em ambientes onde

recursos para experimentos em larga escala não estão disponíveis. Portanto, a escalabili-

dade deve ser balanceada com o custo, valorizando abordagens que proporcionem bons

resultados mesmo em um escopo reduzido. Assim, para avaliação desse atributo, deve ser

utilizado um dos níveis de adequação a seguir:

• Baixa: quando a abordagem não suporta aumento no volume de dados, no sentido

que a própria técnica impõe um limite de crescimento na quantidade de dados.

Por exemplo, uma abordagem baseada em LLM pode ser limitada ao tamanho de

contexto suportado pelo modelo;

• Média: quando a abordagem suporta aumento no volume de dados de entrada,

mas com degeneração do desempenho. Por exemplo, uma abordagem baseada em

algoritmos genéticos para combinar diferentes variáveis de cobertura de �uxo de

controle, poderia suportar um aumento da quantidade de variáveis disponíveis, mas

à medida que o número aumenta a tendência é que o desempenho da abordagem se

degenere;

• Alta: quando a abordagem suporta aumento no volume de dados de entrada sem

grande impacto no desempenho na acurácia da localização. Por exemplo, heurísti-

cas baseadas em variáveis extraídas de dados de cobertura, que não sofrem degene-

ração de desempenho com aumento na quantidade de elementos de código.

A Tabela 4.1 apresenta um resumo de como essa proposta formaliza os aspectos-

chaves para construção de soluções para o problema da localização de defeitos. Na coluna

Aspecto-chave tem-se a descrição de cada um dos três elementos apontados; na coluna
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de�nição, há a forma como cada um dos aspectos-chaves pode ser descrito quando

utilizado para categorizar uma abordagem de localização de defeitos. Essa de�nição

é uma descrição aberta, no sentido de que não existe uma lista exaustiva para tal; A

coluna Atributos apresenta a lista de atributos que cada aspecto-chave possui e, por �m,

a coluna Avaliação/Classi�cação indica, para cada um dos atributos, qual a forma de

preenchimento.

Tabela 4.1: Resumo da formalização dos aspectos-chaves e os respectivos atributos relevantes
para soluções de localização de defeitos de software.

Aspecto-chave De�nição Atributos Avaliação/Classi�cação

Caracterização da Informação Descrição Disponibilidade Não se aplica, Baixa, Média, Alta

Custo de aquisição Baixo, Médio, Alto

Origem

O Próprio Código

Derivada do Código

Externa ao Código

Natureza Estática, Dinâmica

Tipo

Árvore Sintática Abstrata (AST)

Cobertura de Fluxo de Controle

Cobertura de Fluxo de Dados

Cobertura de Mutantes

Estatísticas sobre o código-fonte

Documentação em linguagem natural

Similaridade de código

Complexidade de código

Logsde execução

Histórico de edições do código

Representação dos Dados Descrição Consistência Baixa, Média, Alta

Compatibilidade Nenhuma, Parcial, Total

Escalabilidade Baixa, Média, Alta

Método de Combinação Descrição Custo Baixo, Médio, Alto

Flexibilidade Baixa, Média, Alta

Escalabilidade Baixa, Média, Alta

A partir da formalização dos aspectos-chaves, pela de�nição dos atributos e

domínio dos valores de cada atributo, foi realizada uma aplicação desseframeworksobre

os trabalhos relacionados a esta pesquisa que foram listados no Capítulo 3. Os detalhes

dessa aplicação encontram-se no Apêndice I.
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4.2 Considerações Finais

Em resumo, a sistematização e formalização dos aspectos fundamentais para

a localização automática de defeitos desoftware, conforme apresentado neste capítulo,

oferecem uma contribuição signi�cativa para a área. Esteframeworknão apenas facilita

o entendimento, construção e avaliação de métodos atuais, mas também estabelece uma

base para a adaptação e expansão de novas abordagens. Ao fornecer uma estrutura clara

e adaptável, este trabalho apresenta um caminho para novas abordagens que podem

melhorar a precisão e e�ciência das técnicas de localização de defeitos emsoftware,

mesmo em contextos de recursos limitados.

A proposta de sistematização aqui delineada visa a preencher lacunas existentes

na literatura, ao mesmo tempo em que oferece um arcabouço �exível que pode ser

utilizado por futuros pesquisadores para enfrentar novos desa�os. Com isso, espera-se

que esteframeworkcontribua para orientar e fomentar avanços contínuos na área de

localização de defeitos emsoftware.



CAPÍTULO 5
Proposta de Localização de Defeitos em

Software Utilizando Redes Neurais

Convolucionais: Um Enfoque em Cobertura de

Código

Neste capítulo, é apresentada uma proposta para a localização de defeitos base-

ada no uso de Redes Neurais Convolucionais e fundamentada na análise de informações

de cobertura de �uxos de controle da execução de casos de teste. Esta abordagem busca

aproveitar a capacidade das CNNs de identi�car padrões em grandes volumes de dados,

aplicando-as à tarefa de localizar defeitos em código-fonte. A proposta está intrinseca-

mente conectada aos aspectos sistematizados no capítulo anterior, especialmente na forma

como os dados de cobertura são representados e combinados para aprimorar a acurácia

do processo de localização de defeitos.

O foco desta abordagem está na exploração de dados gerados a partir da exe-

cução de casos de teste, uma informação que pode ser obtida com custo computacional

relativamente baixo, a depender das ferramentas disponíveis para tal e da amplitude da

suíte de teste, e que, quando bem utilizada, pode fornecerinsightsimportantes sobre a

localização de defeitos. Ao mesmo tempo, a proposta leva em conta os desa�os de esca-

labilidade, reconhecendo a necessidade de um equilíbrio entre o tamanho do código e o

custo computacional, conforme discutido na sistematização dos aspectos-chaves.

5.1 Abordagens

A proposta deste trabalho baseia-se na aplicação de informações de cobertura de

código, obtidas por meio da execução de casos de teste, para a localização automática

de defeitos emsoftware. Dado que a presença de defeitos é con�rmada por testes falhos,

a coleta dessas informações de cobertura é uma tarefa de baixo custo computacional e,
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como discutido anteriormente, essas informações podem ser representadas de maneira

consistente para serem processadas por modelos de aprendizado de máquina.

Um dos pontos centrais da proposta é a utilização de CNNs, que foram escolhidas

pela sua capacidade de lidar e�cientemente com grandes volumes de dados e pela

�exibilidade na adaptação a diferentes formas de representação de dados. As CNNs são

particularmente adequadas para processar a matriz de cobertura, que cresce linearmente

com o número de casos de teste estatements, e para gerar umranking das regiões de

código mais propensas a conter defeitos.

Conforme ilustrado na Figura 5.1, no contexto de um projeto desoftwarecom

histórico de versões, é possível treinar um modelo de aprendizado de máquina usando

as informações de cobertura de testes. Durante a fase de operação, o modelo retorna um

rankingdosstatementsou blocos de código mais prováveis de conter defeitos.

Figura 5.1: Visão geral da posposta para localização de defeitos de software

Fonte: Elaborada pelo autor.

Ao desenvolver essa abordagem, alguns desa�os signi�cativos foram identi�ca-

dos. Primeiramente, a matriz de cobertura pode se tornar esparsa, o que pode afetar o

desempenho da rede neural durante o treinamento. Além disso, a evolução dosoftware

pode resultar em mudanças na suíte de testes e nos própriosstatements, gerando uma

matriz de cobertura com tamanhos variáveis em ambas as dimensões. Outro desa�o é o

desbalanceamento dos dados, pois a quantidade destatementsque apresentam defeitos

tende a ser signi�cativamente menor em comparação aosstatementsque nunca foram

identi�cados como defeituosos.

Esses desa�os são abordados na proposta por meio de técnicas especí�cas de

pré-processamento dos dados e adaptação das CNNs, que incluem estratégias de pre-
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enchimento de dados e mecanismos para lidar com o desbalanceamento. Essas soluções

estão alinhadas com os aspectos-chaves doframeworkdiscutido no capítulo anterior, asse-

gurando que a abordagem proposta não só seja robusta, mas também escalável e aplicável

a diferentes cenários desoftware.

5.1.1 Abordagem porstatements

A abordagem porstatementsvisa produzir umranking dos statementsde um

programa, ordenados de acordo com a probabilidade estimada de cadastatementconter

um defeito. Para atingir esse objetivo, são utilizados modelos de redes neurais que

fornecem saídas normalizadas entre 0 e 1, onde cadastatementé avaliado individualmente

na fase de operação, resultando em uma estimativa de sua propensão a conter um defeito.

Em seguida, osstatementssão ordenados com base nesses valores, permitindo uma

priorização dos locais mais prováveis de defeitos no código.

Considera-se a matrizAM� N como a matriz de cobertura gerada pela execução

da suíte de testes, ondeM representa a quantidade destatementseN a quantidade de casos

de teste executados. As entradas da matriz são de�nidas comoAi j = 0 quando o caso de

teste j não executa ostatement i, Ai j = 1 quando o caso de testej executa ostatement i

com sucesso, eAi j = -1 quando o caso de testej executa ostatement i, mas falha.

Para o treinamento dos modelos, cada amostraS corresponde a uma linha da

matriz, representando os dados de cobertura associados a umstatement, juntamente com

a anotação que indica se ostatementem questão foi identi�cado como local de um defeito.

Como dito anteriormente, no caso prático, a tendência é que a quantidade de

casos de teste e destatementsvarie entre as versões. Sendo assim, para se construir

um conjunto de dados para treinamento, que seja composto por amostras de diferentes

versões, é necessário um procedimento para garantir que todas as amostras possuam

o mesmo tamanho. Do ponto de vista da rede neural, é necessário que as amostras

possuam a mesma quantidade de características. Portanto, nesse caso, utiliza-se o método

de preenchimento que consiste em: iterar sobre todas as versões do software e descobrir

qual a quantidade máxima de casos de teste em todas as suítes de teste vinculadas às

versões. Em seguida, cada uma das amostras que tenham menos características do que

a quantidade máxima de casos de teste é preenchida com zeros inseridos imediatamente

antes da anotação, até que a amostra possua tantas características quanto a quantidade

máxima de casos de teste. Finalmente, uma amostra de dados de treinamento para esta

abordagem se parece como o exposto na Figura 5.2.

Como pode ser visto, as três primeiras posições do vetor representado na Figura

5.2, na cor amarelo, contém os dados de cobertura de três casos de testes que foram

executados sobre a versão à qual pertence o referidostatement. Na primeira posiçãoX1,
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Figura 5.2: Representação de uma amostra para treinamento da abordagem porstatement

Fonte: Elaborada pelo autor.

o valor 0 indica que o caso de testeCT1, ao ser executado, não exercitou ostatement e.

Por outro lado, oX2 = 1 indica que o caso de testeCT2 exercitou ostatement ee passou,

enquantoX3 = � 1 implica que o caso de testeCT3 exercitou ostatement ee falhou. A

porção verde da �gura, comX4 = X5 = 0, indica um preenchimento realizado para que

todas as amostras tenham o mesmo número de variáveis, nesse caso, 5. Por �m, o valor

em azul,Y = 1, é a anotação binária dostatementquanto a ser o local do defeito. Nesse,

o statementseria o local do defeito, dada a anotaçãoY = 1.

Para avaliar o desempenho dessa abordagem, foram implementadas duas arqui-

teturas de redes neurais. A primeira, baseada noMultilayer Perceptron(MLP), é uma

escolha clássica, adaptada para incorporar conceitos de redes neurais profundas, ampla-

mente utilizada em problemas com representações semelhantes. A segunda arquitetura

utiliza redes neurais convolucionais (CNNs) com �ltros 1D, escolhidas por sua capaci-

dade de capturar relações espaciais ao longo da matriz de cobertura, especialmente úteis

para identi�car padrões em agrupamentos de casos de teste que são relevantes para a

inferência de defeitos.

Essas escolhas metodológicas estão alinhadas com os aspectos discutidos no

frameworkproposto, garantindo que as soluções sejam robustas e adaptáveis a diferentes

cenários desoftware. Os detalhes de implementação e a avaliação comparativa das duas

arquiteturas serão discutidos no capítulo de experimentação (Capítulo 6), onde serão

analisados os resultados obtidos em termos de e�cácia na localização de defeitos.

5.1.2 Abordagem por Blocos

Nesta abordagem, ao invés de estimar a propensão ao defeito de cadastatement

individualmente, propõe-se a inferência da probabilidade de um bloco dep statements

conter ostatementresponsável pelo defeito. Dessa forma, as amostras de treinamento

consistem em blocos dep statements, permitindo que a análise seja feita em uma

granularidade maior.

Tal como na abordagem porstatement, a abordagem por blocos requer a equali-

zação dos tamanhos das linhas da matriz de cobertura, que representam a quantidade de



5.1 Abordagens 70

casos de testes da versão dosoftwaresob investigação. O procedimento de preenchimento

(padding) é aplicado para garantir que todas as amostras tenham o mesmo tamanho, com

zeros adicionados para normalizar as dimensões entre diferentes blocos.

Há duas estratégias principais para a construção dos blocos: a divisão baseada

em conteúdo de métodos ou funções e a divisão por fatiamento.

• Divisão por Métodos/Funções: Nesta estratégia, os blocos são formados por todos

osstatementsde um método ou função. Essa abordagem é particularmente útil em

códigos orientados a objetos, onde a estrutura de métodos/funções é bem de�nida.

Para garantir a consistência entre os blocos, é necessário um preenchimento adicio-

nal, já que a quantidade destatementsdentro de métodos pode variar signi�cativa-

mente, tanto dentro de uma versão quanto entre diferentes versões dosoftware. O

preenchimento garante que todas as amostras tenham o mesmo número de linhas,

padronizando a representação dos blocos.

• Divisão por Fatiamento: Nessa estratégia, o tamanho do bloco é �xo e de�nido

como um parâmetro ajustável. A ideia principal é expandir a noção de localização

de defeitos de um únicostatementpara uma região que possa conter ostatement

defeituoso. Essa �exibilidade permite a experimentação com diferentes tamanhos

de bloco, incluindo variações nas quais a janela de corte é deslocada ao longo do

código, oferecendo uma análise mais robusta de regiões do código potencialmente

defeituosas.

A Figura 5.3 exempli�ca uma amostra de treinamento para esta abordagem, onde

blocos destatementssão representados em relação à matriz de cobertura. A área verde na

�gura destaca a extensão do preenchimento necessário para garantir que todas as amostras

sejam consistentes em termos de linhas e colunas. Essa estratégia de preenchimento é

comum em aplicações de CNNs, como na visão computacional, em que a integridade da

representação matricial é crucial.

É importante notar que, ao aplicar o preenchimento, uma parte considerável

dos dados da amostra pode ser composta apenas por zeros, o que pode impactar a

e�ciência do modelo. No capítulo de experimentação, são discutidos em detalhes os

desa�os decorrentes dessa questão e os impactos observados.

Para avaliar a capacidade dessa abordagem em comportar diferentes informa-

ções, alternativamente, para cada um dos blocos, além da informação proveniente da ma-

triz de cobertura produzida pela suíte de testes, podem ser adicionados valores de heu-

rísticas que também usam os dados de cobertura para calcular um valor de propensão a

falha para cadastatement. Os dados das heurísticas são dispostos em uma matriz em que

as linhas representam osstatementse as colunas contém cada uma das heurísticas com-

putadas. Dessa forma, tal matriz guarda coerência com a matriz de cobertura no que diz

respeito às linhas.
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Figura 5.3: Representação de uma amostra para treinamento da abordagem de blocos, para um
caso hipotético em que o tamanho do bloco fosse 4 e 5 fosse a quantidade máxima de casos de
teste considerando cada uma das versões dosoftware

Fonte: Elaborada pelo autor.

Foi desenvolvida uma rede neural arti�cial profunda do tipo convolucional, com

�ltros 2D, para explorar as relações espaciais presentes nas matrizes de blocos. Essa

escolha é motivada pela capacidade das CNNs de lidar com dados estruturados em

matrizes, explorando padrões espaciais que possam indicar a presença de defeitos em

blocos especí�cos de código. A arquitetura e os mecanismos utilizados serão detalhados

no capítulo de experimentação, onde se avalia o desempenho dessa abordagem em

diferentes cenários.

5.2 Caracterização da Proposta em Relação aos

Aspectos-chaves da Localização de Defeitos de

Forma Automática

Nesta seção, examina-se como a proposta de localização de defeitos em software,

utilizando Redes Neurais Convolucionais, pode ser caracterizada do ponto de vista dos

aspectos-chaves identi�cados para a localização automática de defeitos. A caracterização

detalha a forma como os dados de entrada, as representações e os métodos de combinação

utilizados na abordagem proposta interagem com esses aspectos.

Essa análise permite uma avaliação abrangente da aplicabilidade e escalabili-

dade da técnica proposta, destacando as vantagens de se utilizar CNNs no contexto de

localização de defeitos com base em dados de cobertura de código.

A Tabela 5.1 resume essa caracterização, permitindo uma comparação estrutu-

rada entre os elementos teóricos discutidos e a implementação prática da proposta.



5.3 Considerações Finais 72

Tabela 5.1: Caracterização da proposta de localização de defeitos baseada em Redes Neurais
Convolucionais segundo os aspectos-chaves.

Aspecto-chave Classi�cação dos Atributos

Caracterização

da informação
Dados de espectro de cobertura

Disponibilidade: Médio (Dependente da ferramenta de geração)

Custo de aquisição: Médio (Requer ferramentas especí�cas para coleta de dados)

Origem: Externa ao código

Natureza: Estática

Tipo: Cobertura de �uxos de controle

Representação

dos dados
Matrizes

Consistência: Alta (Preserva totalmente as características)

Compatibilidade: Total (Redes Neurais Convolucionais usam matrizes nativamente)

Escalabilidade: Alta (CNNs não perdem desempenho com aumento das matrizes)

Métodos de

combinação
Redes Neurais Convolucionais

Custo: Alto (Pode vaiar em função da entrada e da arquitetura de�nida)

Flexibilidade: Média (Admite combinação de informações, desde que matrizes)

Escalabilidade: Alta (Capaz de lidar com grandes volumes de dados)

5.3 Considerações Finais

A proposta apresentada neste capítulo visa aprimorar a localização de defeitos

pela introdução de uma abordagem que utiliza CNN para processar dados de cobertura

de código de forma e�ciente e escalável. As CNNs, que têm a capacidade de manipular

grandes volumes de dados e identi�car padrões complexos, tendem-se a ser adequadas

para lidar com as características especí�cas das matrizes de cobertura, oferecendo um

meio robusto de priorizar possíveis regiões defeituosas no código.

Apesar das limitações, como a esparsidade e o desbalanceamento de dados na

matriz de cobertura, as técnicas de pré-processamento e adaptação propostas ajudam a

mitigar esses desa�os, permitindo que o modelo se adapte a diferentes cenários e versões

de software, conferindo boa aplicabilidade da abordagem proposta.

A análise dos aspectos-chaves demonstra que a proposta é viável do ponto

de vista da informação requerida para a localização dos defeitos, da representação da

informação e do método proposto para combinação dos dados. Apesar de as CNNs

caracterizarem-se por um alto custo computacional, a �exibilidade e escalabilidade desses
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métodos conferem à proposta uma boa relação custo-benefício.

A proposta representa uma ideia promissora para a localização de defeitos em

software, e a experimentação subsequente busca demonstrar a e�cácia desta abordagem

em diferentes em um contexto de softwares reais. Espera-se que o uso dessa metodologia

possa contribuir para tornar o processo de depuração de software mais e�ciente, auxili-

ando na rápida identi�cação de defeitos e na melhoria da qualidade do código entregue.



CAPÍTULO 6
Avaliação Experimental das Abordagens de

Localização de Defeitos Usando Redes Neurais

Convolucionais e Cobertura de Código

Este capítulo descreve os experimentos preliminares realizados para avaliar as

abordagens propostas para a localização de defeitos em código-fonte, baseadas em redes

neurais arti�ciais. Utilizando a base de dados de defeitos Defects4j, foram conduzidos

dois experimentos, cada um com objetivos especí�cos, como será detalhado a seguir.

6.1 Descrição da Base de Dados e Preparação

Para testar as abordagens propostas, foi escolhida a base de dados Defects4j. Esta

base, proposta por Just, Jalali e Ernst (2014), é composta por defeitos reais provenientes de

seis projetos de software desenvolvidos em Java. Além dos dados de defeitos, o Defects4j

oferece uma infraestrutura abrangente, incluindo ferramentas de software e integrações

que suportam a realização de pesquisas na área de Engenharia de Software.

Os dados de cobertura dos casos de teste, essenciais para os experimentos, foram

obtidos do repositório fornecido por Pearson et al. (2017). Estes dados, amplamente

utilizados em pesquisas correlatas, foram pré-processados para se obter as amostras de

treinamento para as redes neurais. Para a abordagem de localização de defeitos por

statementsindividuais, cadastatementfoi vinculado ao rótulo indicando se aquele é ou

não um local defeituoso; no caso da abordagem de localização de defeitos por blocos de

código, cada amostra foi montada com o conjunto destatementsdo bloco, vinculado ao

rótulo indicando se o defeito está contido no bloco.

Os projetos contidos na base Defects4j e no repositório de cobertura são orga-

nizados em versões especí�cas, denominadasbugs, que identi�cam defeitos catalogados.

Para cadabug, é possível acessar os dados do projeto antes e depois da correção do de-

feito, permitindo a análise detalhada das falhas e suas respectivas correções.
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Neste estudo, foram selecionados dois projetos para os testes preliminares: Lang,

que possui 65bugscatalogados, e Mockito, com 38bugs. É importante destacar que, para

cada versão com defeito, o defeito pode estar presente em múltiplosstatements.

6.2 Experimento 1 – Localização de Defeitos por State-

ments

Este experimento foi projetado para veri�car a e�cácia das arquiteturas propostas

na identi�cação de padrões emstatementsdefeituosos e não defeituosos com base nos

dados de cobertura.

6.2.1 Seleção do Conjunto de Dados

Para o Experimento 1, foram selecionadas 33 versões do projeto Mockito e 53

do Lang. Durante a mineração dos dados, foi constatada a impossibilidade de capturar

automaticamente a linha exata de código onde o defeito foi corrigido para todas as

versões, o que resultou na seleção dessas 86 versões.

Os conjuntos de dados de treinamento foram construídos a partir de todos

os statementspresentes nas versões selecionadas, totalizando 46.099statementspara o

projeto Lang e 62.696 para o Mockito. Para mitigar o desbalanceamento entrestatements

com e sem defeito, adotou-se uma técnica de amostragem que mantém uma proporção de

duas amostras sem falha para cada amostra com falha.

6.2.2 Implementação das Redes Neurais

Para a implementação das redes neurais, foi escolhida a ferramenta TensorFlow

Keras (CHOLLET et al., 2015), devido à sua ampla adoção e e�cácia na construção de

redes neurais profundas, além da �exibilidade que oferece para con�gurar arquiteturas

complexas. O ambiente Google Colaboratory (RESEARCH, 2023) foi utilizado para a

execução dos experimentos, proporcionando acesso a recursos de computação em nuvem

e suporte a GPU, o que facilitou a experimentação iterativa.

Arquitetura MLP_like

Para a implementação da arquiteturaMLP_like (PerceptronMulticamadas), foi

necessário conduzir experimentos preliminares para de�nir os principais parâmetros da

rede neural. Essas variações incluíram alterações no número de camadas escondidas,

na quantidade de neurônios por camada, nas funções de ativação aplicadas, além da

implementação de técnicas de regularização como oDropout.
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O processo de teste envolveu:

• Camadas Escondidas: Foram testadas diferentes quantidades de camadas escondi-

das, variando de uma a três, para avaliar o impacto da profundidade na capacidade

da rede de capturar padrões complexos.

• Neurônios por Camada: O número de neurônios por camada foi ajustado entre

10 e 100, considerando a necessidade de equilibrar a capacidade de aprendizado da

rede com a complexidade computacional.

• Funções de Ativação: As funções de ativação experimentadas incluíramReLU

(Recti�ed Linear Unit) etanh, sendo que a funçãoReLU apresentou um desem-

penho superior na maioria dos testes, especialmente em camadas mais profundas,

devido à sua capacidade de mitigar o problema de gradientes desaparecendo.

• Dropout: O uso deDropout foi avaliado como uma técnica de regularização para

prevenir o sobreajuste. Variações nos percentuais deDropout (de 20% a 50%)

foram testadas, com 40% e 30% sendo os valores mais e�cazes para as primeiras e

segundas camadas, respectivamente.

• Batch Size e Algoritmo de Otimização: O batch sizefoi de�nido como 16 após

testes com valores que variaram entre 8 e 64, sendo que 16 ofereceu o melhor

compromisso entre estabilidade de aprendizado e uso e�ciente de memória. O

algoritmoAdamfoi escolhido pela sua e�cácia em ajustar rapidamente os pesos da

rede, com uma taxa de aprendizado de 0,001, conforme foi determinado por uma

série de testes preliminares que compararam este com outros algoritmos, comoSGD

eRMSProp.

Com base nesses experimentos, a arquitetura �nal adotada foi composta por um

modelo sequencial com:

• Primeira Camada: Totalmente conectada com 10 neurônios e função de ativação

ReLU.

• Primeira Camada de Dropout: Dropoutde 40%.

• Segunda Camada: Totalmente conectada com 20 neurônios e função de ativação

ReLU.

• Segunda Camada de Dropout: Dropoutde 30%.

• Camada de Saída: Um único neurônio com ativação sigmoide para realizar a

classi�cação binária.

Essa con�guração foi selecionada após considerar o equilíbrio entre desempenho

e simplicidade, buscando minimizar o risco de sobreajuste enquanto maximiza a capaci-

dade da rede em generalizar padrões de defeitos nosstatementsde código. O código que

de�ne esta arquitetura está disponível no Apêndice E.
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Arquitetura Conv_1D

Para a de�nição da arquiteturaConv_1D, foram realizadas várias experimenta-

ções com redes neurais convolucionais unidimensionais, explorando diferentes con�gura-

ções para maximizar a capacidade de aprendizado e a generalização da rede. As variações

incluíram ajustes nos seguintes aspectos:

• Camadas Convolucionais: O número de camadas convolucionais foi variado entre

uma e três camadas para investigar a profundidade ideal da rede.

• Filtros e Tamanho dos Núcleos: Foram testadas diferentes quantidades de �ltros

(de 8 a 64) e tamanhos de núcleos (variando de 3 a 7) para cada camada convolu-

cional, buscando o equilíbrio entre a capacidade de extração de características e a

e�ciência computacional.

• Funções de Ativação: As funções de ativação testadas incluíramReLU, tanh e

sigmoid, comReLUse destacando devido à sua e�ciência em redes convolucionais,

especialmente na mitigação de problemas relacionados à saturação dos gradientes.

• Dropout e Average Pooling: A implementação deDropoutfoi crucial para prevenir

o sobreajuste, com percentuais variando de 20% a 50%. Adicionalmente, o uso de

Average Poolingfoi testado em diferentes tamanhos de janela, com a con�guração

�nal utilizando uma janela de tamanho 2 para reduzir a dimensionalidade após a

convolução.

• Camadas do Classi�cador: A quantidade de neurônios na camada totalmente

conectada do classi�cador foi ajustada entre 10 e 50, considerando o trade-off entre

a complexidade do modelo e o desempenho na tarefa de classi�cação.

• Algoritmo de Otimização: Após comparar vários algoritmos de otimização, como

AdameRMSProp, o algoritmoStochastic Gradient Descent(SGD) foi selecionado

para a con�guração �nal, utilizando uma taxa de aprendizado de 0,001,momentum

de 0,9 e taxa de decaimento de 1e-6. Essa escolha se deu pela estabilidade e

desempenho doSGDem redes convolucionais, especialmente com os parâmetros

citados.

• Batch Size e Ajuste dos Pesos: Foi adotado umbatch sizede 16 amostras por

iteração, o que proporcionou um bom equilíbrio entre a convergência do modelo e

a e�ciência computacional.

A arquitetura �nal de�nida após esses experimentos consiste em:

• Camada Convolucional 1D: Com 8 �ltros, núcleos de tamanho 3 e função de

ativaçãoReLU.

• Primeira Camada de Dropout: Dropoutde 40%.

• Camada de Pooling: Average Poolingcom janelas de tamanho 2.
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• Camada de Achatamento (Flattening): Para preparação dos dados para o classi-

�cador.

• Camada Totalmente Conectada: 20 neurônios com função de ativaçãoReLU.

• Segunda Camada de Dropout: Dropoutde 30%.

• Camada de Saída: Um único neurônio com função de ativaçãosigmoidepara a

tarefa de classi�cação binária.

O código que implementa essa arquitetura está disponível no Apêndice B,

proporcionando detalhes sobre a con�guração e execução do modelo.

6.2.3 Avaliação dos Modelos

Para avaliar o desempenho das redes, foi utilizada a métrica de acurácia, além de

análises de matriz de confusão para lidar com o desbalanceamento dos dados. Também

foi aplicada a métricaACC@N, que mede a quantidade de acertos até a posiçãoN no

ranking dosstatements. As arquiteturas foram treinadas utilizando validação cruzada com

k-fold (k=5), e o critério de parada antecipada (early stopping) foi aplicado para evitar o

sobreajuste.

6.3 Experimento 2 – Localização de Defeitos por Blocos

de Código

O segundo experimento foi projetado para testar a abordagem de estimativa de

propensão a defeitos em blocos de código, ao invés destatementsindividuais. A seguir,

detalham-se os procedimentos utilizados para a construção dos conjuntos de dados e a

implementação das arquiteturas de redes neurais convolucionais.

6.3.1 Construção do Conjunto de Dados

Para este experimento, foram selecionadas 53 versões do projetoLang, conforme

descrito na seção anterior. Os conjuntos de dados de treino foram construídos com base

em dois critérios principais:

1. Blocos que englobam todos osstatementspertencentes a um único método ou

função.

2. Blocos de tamanho �xo, comp statementssubsequentes, variando entre 8, 16, 32,

64 e 128statements. Nos casos em que o bloco �nal possuía uma quantidade de

statementsinferior ap, completou-se o bloco com zeros.
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Dessa forma, foram criados diferentes conjuntos de dados, permitindo a análise

do desempenho da rede neural com blocos de variados tamanhos e diferentes níveis de

granularidade.

6.3.2 Implementação das Redes Neurais Convolucionais 2D

A implementação das redes neurais convolucionais para este experimento foi

realizada utilizando o frameworkPyTorch 1. O PyTorch foi escolhido devido à sua

�exibilidade em permitir personalizações avançadas nas arquiteturas de redes neurais,

facilitando a integração de dados em diferentes formatos, como matrizes de cobertura e

heurísticas.

Durante o desenvolvimento, diversos hiper parâmetros foram ajustados, in-

cluindo o número e o tipo de camadas convolucionais, as funções de ativação, a quan-

tidade de �ltros convolucionais, bem como os métodos de sub-amostragem e algoritmos

de otimização dos pesos sinápticos. Esse processo foi crucial para maximizar a acurácia

e minimizar a perda do modelo, garantindo uma melhor generalização nos dados de teste.

6.3.3 Conv_cov – Arquitetura convolucional com �ltros 2D para

dados de cobertura

A arquiteturaConv_covfoi desenhada para processar uma matriz de cobertura

como entrada, onde cada linha representa umstatemente cada coluna corresponde a um

caso de teste. A rede é composta por duas camadas convolucionais:

• A primeira camada possui 4 �ltros com tamanho de núcleo 8.

• A segunda camada possui 16 �ltros com tamanho de núcleo 5.

Ambas as camadas são seguidas por camadas deAverage Poolingcom �ltros de

tamanho 2x2 e utilizam a função de ativaçãoReLU. Após a propagação das características

através das camadas convolucionais, os dados são linearizados e passam por duas camadas

totalmente conectadas:

• A primeira camada possui 120 neurônios com função de ativaçãoReLU.

• A segunda camada possui 84 neurônios, também com funçãoReLU.

Finalmente, a camada de saída contém dois neurônios, utilizando a função

softmaxpara classi�cação. O código que implementa essa arquitetura encontra-se no

Apêndice D.

1<https://pytorch.org>
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6.3.4 Conv_mul – Arquitetura convolucional com �ltros 2D para

dados de cobertura e heurísticas

A arquiteturaConv_mulé uma extensão daConv_cov, projetada para incorporar,

além da matriz de cobertura, uma matriz adicional contendo os valores de heurísticas

calculados para cadastatement.

Devido à diferença na quantidade de características extraídas das duas matrizes,

foi necessário adicionar um passo intermediário para regularizar as saídas antes da

combinação das características. Esse processo consiste em:

• Passar os dados da matriz de heurísticas por uma camada linear, ajustando a

quantidade de características para igualar as extraídas nas convoluções.

• Concatenar os vetores de características resultantes das duas matrizes.

O classi�cador que se segue é similar ao da arquiteturaConv_cov, porém

ajustado para lidar com a maior quantidade de características, o que exigiu modi�cações

na quantidade de neurônios nas camadas e nas taxas dedropout. O código que de�ne essa

arquitetura está descrito no Apêndice C.

6.4 Resultados e Análises

6.4.1 Resultados do Experimento 1: Desempenho das Arquiteturas

MLP e Conv1D

O primeiro aspecto a ser analisado é a comparação entre as duas arquiteturas de

redes neurais propostas para o Experimento 1: a rede neuralPerceptronMulticamadas

(MLP) e a rede neural convolucional 1D (Conv1D). A Figura 6.1 apresenta as curvas de

acurácia e perda para os dados de treinamento e validação, obtidas durante o treinamento

dos modelos utilizando o conjunto de dados do projeto Lang.

Na análise dos resultados obtidos com a rede Conv1D, observa-se que os valores

de perda (linha vermelha) diminuem durante as primeiras épocas de treinamento, mas,

posteriormente, começam a aumentar, culminando em valores mais altos ao �nal das 100

épocas em comparação ao início. Paralelamente, a linha verde, representando a acurácia

do modelo no conjunto de validação, inicialmente se eleva, indicando que o modelo

está capturando padrões nos dados. No entanto, conforme a perda aumenta, a acurácia

se estabiliza, sugerindo que o modelo não está conseguindo generalizar adequadamente

para os dados de validação. Enquanto isso, os valores de perda nos dados de treinamento

continuam a diminuir e a acurácia aumenta, estabilizando-se em um patamar mais elevado

do que aquele observado na validação. Esse comportamento é indicativo de superajuste
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Figura 6.1: Curvas de acurácia e perda das arquiteturas Conv_1D e MLP_like durante treina-
mento nos dados do projeto Lang

Fonte: Elaborada pelo autor.

(over�tting), situação em que a rede Conv1D demonstra di�culdades em generalizar o

conhecimento adquirido nos dados de treinamento para os dados de validação.

Por outro lado, o comportamento da rede MLP_like, à direita na Figura 6.1, apre-

senta curvas de perda para treino e validação que diminuem de forma mais sincronizada,

enquanto as curvas de acurácia mostram progresso constante. Esse padrão sugere que a

arquitetura MLP_like está se comportando de maneira mais robusta e adequada ao cená-

rio de dados utilizado. Embora o valor máximo de acurácia no conjunto de validação seja

similar entre as duas arquiteturas, a rede MLP_like exibe maior estabilidade ao longo do

treinamento.

Uma possível explicação para a diferença de desempenho entre as arquiteturas

reside na característica da matriz de cobertura do projeto Lang, que apresenta alta

esparsidade, ou seja, uma grande quantidade destatementsque não são executados

pelos casos de teste. Essa esparsidade, combinada com o fato de que as amostras

de dados são representadas por vetores unidimensionais, pode di�cultar a extração de

características relevantes pela rede Conv1D, que é tradicionalmente aplicada a matrizes

multidimensionais. Consequentemente, a entrada no classi�cador pode se tornar próxima

a uma seleção aleatória de características, comprometendo o desempenho do modelo.

Em situações nas quais o desempenho do modelo se degrada ao longo das épocas,

pode-se aplicar a técnica de parada antecipada para preservar os pesos antes dessa piora

no conjunto de validação. Dessa forma, nos testes subsequentes deste experimento, não

foi utilizada a última versão do modelo, mas sim o melhorcheckpointregistrado durante

o treinamento.

Ainda no contexto do Experimento 1, a Tabela 6.1 apresenta os resultados da

métricaACC@N, com valores deN de�nidos comof 1;3;5;15;30;50g, ao comparar os

rankings gerados pela heurística Ochiai e pelo modelo de rede neural Conv_1D.

Como ilustrado na Tabela 6.1, a heurística Ochiai coloca um número maior de
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Tabela 6.1:ACC@N da heurística Ochiai e do Conv_1D para os dados do projeto Lang

ACC@1 ACC@3 ACC@5 ACC@15 ACC@30 ACC@50

Ochiai 7 18 24 35 38 40
Conv_1D 5 9 13 20 35 41

Fonte: Elaborada pelo autor.

statementsnas primeiras posições quando analisadas as métricasACC@N para todos

N < 50. Por outro lado, o modelo Conv_1D apresenta desempenho superior apenas em

ACC@50. O fato de o Conv_1D superar a heurística Ochiai em ACC@50 é de importân-

cia limitada, pois esse resultado decorre, em parte, da menor alocação destatementsnas

primeiras posições pelo modelo.

Para investigar as razões do desempenho inferior do Conv_1D no projeto Lang,

foram realizadas análises dos mapas de calor gerados por ambas as técnicas, considerando

os valores de propensão atribuídos a cadastatementem versões defeituosas do código. A

Figura 6.2 apresenta os mapas de calor de ambas as técnicas para a sétima versão do

projeto Lang, que contém trêsstatementsdefeituosos em um total de 1.846.

Figura 6.2: Mapas de calor dos valores de suspeita produzidos pela métrica Ochiai e pelo modelo
Conv_1D para osstatementsda versão Lang-7

Fonte: Elaborada pelo autor.

Conforme observado, ambas as técnicas apresentam um comportamento seme-

lhante ao atribuir valores de propensão próximos de zero para a maioria dosstatements,

conforme evidenciado pelas áreas mais escuras do mapa de calor. Osstatements1528,

1529 e 1624, que são identi�cados como defeituosos, receberam altos valores de suspeita

tanto pela métrica Ochiai quanto pelo modelo, o que sugere que o modelo conseguiu

capturar um padrão signi�cativo na relação entre os dados de cobertura e osstatements

defeituosos. No entanto, ao contrário da métrica Ochiai, que atribui valores intermediá-

rios para osstatementsiniciais, o modelo destacou-os com valores próximos a 1. Como o

modelo opera como um classi�cador binário destatementsdefeituosos e não defeituosos,

esses altos valores indicam uma classi�cação incorreta destatementssem defeito como
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defeituosos, resultando em falsos positivos.

Embora a classi�cação destatementssem defeito como defeituosos não seja ne-

cessariamente um problema — pois osstatementsdefeituosos ainda podem ser correta-

mente identi�cados e posicionados nas primeiras colocações do ranking —, a Figura 6.3,

que apresenta os mapas de calor para a versão 15, revela que o modelo atribuiu valores

máximos para um número elevado destatementsem alguns casos. Mesmo que ossta-

tementsdefeituosos estejam entre os destacados, a ocorrência de muitos empates pode

di�cultar sua posição elevada no ranking. A função de ativação sigmoide logística utili-

zada na arquitetura Conv_1D tende a saturar em valores próximos ao máximo da função,

o que pode ser resultado da baixa quantidade de amostras ou da esparsidade dos dados.

No projeto Lang, em média, 82% dosstatementsnão são executados pelos casos de teste,

resultando em uma matriz de cobertura com uma quantidade substancialmente maior de

zeros do que de 1 ou -1. A escassez de valores não nulos (diferentes de zero) pode ser mais

prejudicial para o modelo, que depende da aprendizagem a partir dos exemplos apresen-

tados, enquanto a heurística Ochiai simplesmente realiza um cálculo sobre a matriz de

cobertura da versão sob investigação.

Figura 6.3: Mapas de calor dos valores de suspeitas produzidas pela métrica Ochiai e pelo modelo
Conv_1D para osstatementsda versão Lang-15.

Fonte: Elaborada pelo autor.

Apesar de, na maioria das vezes, o padrão visual produzido pelas duas técnicas

ser similar, foram observados cenários nos quais o modelo destaca aproximadamente 50%

dosstatementscomo sendo os defeituosos. Como trata-se de uma tarefa de classi�cação

binária, tal comportamento assemelha-se a uma busca aleatória. A Figura 6.4 apresenta

dois desses casos. Na �gura, é possível notar que, no caso dobug62, a heurística Ochiai

concentra-se na região dostatement100, enquanto o modelo atribui um valor elevado

para quase a metade dosstatements. Ainda na mesma �gura, comportamento semelhante

ocorre para obug 41, em que a métrica Ochiai concentra-se próximo aostatement50,

enquanto o modelo espalha valores altos em diversas regiões do mapa de calor.

Investigando-se as versões nas quais houve esse padrão visual discrepante entre
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Figura 6.4: Mapas de calor dos valores de suspeitas produzidas pela métrica Ochiai e pelo modelo
Conv_1D para osstatementsda versão Lang-62 e Lang-41, as quais possuem defeitos por omissão.

Fonte: Elaborada pelo autor.

as duas técnicas, percebeu-se que o fator comum entre elas é a presença dos chamados

defeitos por omissão. Nesses casos, ostatementresponsável pelo defeito foi deletado

(ou movido) durante a correção. Os dados utilizados nesta pesquisa foram coletados a

partir do trabalho de Pearson et al. (2017), no qual são assumidas algumas estratégias

para a marcação desse tipo de defeito. A regra geral é que o local do defeito passa a

ser um local candidato que é representado por umstatementexecutável antes ou depois

do statementdeletado. A consequência disso é que umstatementcontendo um padrão

de cobertura que antes seria anotado como não defeituoso pode passar a representar um

defeito. Isso é particularmente impactante para uma técnica baseada em aprendizado por

meio de exemplos, pois uma amostra com características muito similares passa a ter uma

classi�cação diversa do padrão recorrente.

Passando aos resultados obtidos para o projeto Mockito, a Tabela 6.2 apresenta

os valores para a métricaACC@N, considerandon = f 1;3;5;15;30;50g, quando com-

parados os rankings produzidos pela heurística Ochiai e pelo modelo da rede neural

Conv_1D, considerando as 33 versões selecionadas do referido projeto.

Os dados apresentados na Tabela 6.2 indicam um desempenho ligeiramente su-

perior do modelo Conv_1D em comparação à heurística Ochiai em algumas con�gurações
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Tabela 6.2: ACC@N da heurística Ochiai e do Conv_1D para os dados do projeto Mockito

ACC@1 ACC@3 ACC@5 ACC@15 ACC@30 ACC@50

Ochiai 6 10 13 17 19 20
Conv_1D 5 10 14 17 20 23

Fonte: Elaborada pelo autor.

deACC@N. Especi�camente, o modelo obteve vantagem em ACC@5 e ACC@30, com

uma diferença de 1 acerto e uma vantagem de 3 no ACC@50. Todavia, como pode ser

visto, a heurística Ochiai supera a Conv_1D para o caso do ACC@1.

O aspecto mais signi�cativo desses resultados é a evidência de que a arquitetura

Conv_1D se comportou de maneira mais e�caz com os dados do projeto Mockito em

comparação ao projeto Lang. Para entender as possíveis razões por trás dessa diferença de

desempenho, foram realizadas análises de estatística descritiva sobre três características

principais: o número total de casos de teste, a quantidade de casos de teste que falharam,

e a esparsidade dos dados, de�nida como o complemento da cobertura de código.

Tabela 6.3: Medidas de estatística descritiva sobre os dados de cobertura dos projetos Lang e
Mockito, onde CT = Casos de Testes e CTN = Casos de Testes Negativos

Lang (65 versões) Mockito (38 versões)

CT CTN Esparsidade CT CTN Esparsidade

média 93,77 1,90 0,82 média 671,05 3,16 0,72
desvio padrão 105,79 3,57 0,19 desvio padrão 433,89 4,51 0,06
mínimo. 5,0 1,0 0,08 mínimo. 17,0 1,0 0,61
25% 21,0 1,0 0,71 25% 152,25 1,0 0,68
50% 54,0 1,0 0,91 50% 764,0 1,5 0,72
75% 113,0 2,0 0,97 75% 1040,75 3,0 0,75
máximo. 423,0 27,0 0,99 máximo. 1311,0 26,0 0,86

Fonte: Elaborada pelo autor.

A Tabela 6.3 revela que, ao analisar as matrizes de cobertura de todas as versões

do projeto Lang, a média de casos de teste é de 93,77 por versão, enquanto para o

projeto Mockito, essa média é signi�cativamente maior, chegando a 671,05 casos de

teste por versão. Ao observar os valores de mediana (50% percentil na tabela), veri�ca-

se que a média no caso do Lang está mais distante da mediana em comparação com

o projeto Mockito, indicando uma distribuição mais consistente de valores no Mockito.

Conforme discutido na Seção 5.1.1, um maior número de casos de teste implica em mais

características a serem consideradas pelo modelo. No entanto, um aumento no número de

características não necessariamente implica em uma melhor qualidade das informações

para a extração de padrões precisos dos dados. Nesse contexto, é importante destacar

que o projeto Lang apresenta uma esparsidade média de 82%, enquanto no Mockito a
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esparsidade é de 72%, com valores máximos de 99% e 86%, respectivamente. Além

disso, a média de esparsidade do Lang é impactada por uma ocorrência isolada de

esparsidade mínima (8%), enquanto as medianas de 91% e 72%, respectivamente para

Lang e Mockito, con�rmam que a esparsidade é mais prevalente no projeto Lang, no qual

o modelo obteve pior desempenho.

Outro aspecto analisado foi a quantidade destatementsmarcados como defeitu-

osos por omissão em cada um dos projetos, considerando apenas as versões selecionadas.

No projeto Lang, 103statementsde um total de 132 foram marcados como defeituosos

por omissão, representando aproximadamente 78% dos defeitos identi�cados. No projeto

Mockito, 58 de um total de 76statementsforam marcados como defeituosos por omissão,

correspondendo a cerca de 76% do total de defeitos. A diferença de apenas dois pontos

percentuais entre os projetos indica que ambos possuem uma alta incidência de defei-

tos por omissão, sugerindo que essa característica, por si só, não explica a diferença no

desempenho do modelo entre os dois projetos.

Ao examinar a Figura 6.5, que apresenta os mapas de calor para a versão

Mockito-36, onde ostatement1847 é marcado como defeituoso por omissão, nota-se que

as linhas do mapa de calor gerado pelo modelo para esse projeto exibem maior variação

de cores, sem a saturação de aproximadamente metade dosstatementscom a mesma cor,

como observado no projeto Lang. Isso sugere que a maior quantidade de informações no

projeto Mockito favorece a capacidade do modelo de diferenciar entrestatements, mesmo

em casos de defeitos por omissão.

Figura 6.5: Mapas de calor dos valores de suspeitas da heurística Ochiai e do modelo Conv_1D
para osstatementsda versão Mockito-36, que possui statement marcado como defeito por omissão

Fonte: Elaborada pelo autor.
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